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考虑风速波动特性的VMD-GRU
短期风电功率预测
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摘　要:提高风电功率预测的精准度能为大规模风电并网提供安全保障,为此提出一种考虑风速波动特性的短期风

电功率组合预测方法。首先,定义5种风速波动类型,对数值天气预报中的历史风速序列进行波动类型划分,得到

不同风速波动类型的天气时段;其次,将这些天气时段对应的历史风电功率序列进行分类,采用变分模态分解算法

对各类风电功率序列进行分频计算,得到特征、频段互异的多个子模态;然后,利用门控循环单元神经网络建立每个

子模态预测模型,将各个子模态预测结果进行叠加,得到风电功率预测值;最后,对待测时段的风速序列进行波动类

型划分和识别,选取相匹配的功率预测模型计算出最终预测值。利用某实际风电场的数值天气预报风速数据和功

率数据进行仿真分析,验证所提组合预测方法的有效性。
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VMD-GRUbasedshort-termwindpowerforecastconsidering
windspeedfluctuationcharacteristics
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Abstract:Theaccuracyofwindpowerpredictioncanimprovethesecurityenvironmentoflarge-scalewindpowerinte-

gration.Underthebackground,acombinedapproachconsideringwindspeedfluctuationcharacteristicsforshort-

termwindpowerforecastingisproposedinthispaper.Firstly,fivetypesofwindspeedfluctuationsaredefined,and

thefluctuationtypeofhistoricalwindspeedseriesinnumericalweatherpredictionisdividedtogetthetimeperiodof

differentwindspeedfluctuationtypes.Secondly,thehistoricalwindpowerseriescorrespondingtothesetimeperiods

areclassified,andthevariationalmodedecompositionalgorithmisusedtodealwithvarioustypesofwindpowerse-

riesforobtainingmultiplesub-modalitieswithdifferentcharacteristicsandfrequencybands.Thirdly,aprediction

modelbasedonthegatedrecurrentunitneuralnetworkisconstructedforeachsub-mode,andthepredictionresultsof
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eachsub-modeareaddedtoobtainthepredictedvalueofthewindpower.Finally,thewindspeedseriesofthefore-

casteddayisidentifiedfromthetypesoffluctuation,andthematchingpowerpredictionmodelisselectedtocalculate

thefinalpredictionvalue.Thewindspeeddatainthenumericalweatherpredictionandpowerdataofanactualwind

farmareusedforsimulationanalysistoverifytheeffectivenessoftheproposedcombinedforecastingmethod.

Keywords:windpowerforecasting;numericalweatherprediction;windspeedfluctuationcharacteristics;variational

modedecomposition;gatedrecurrentunitneuralnetwork

　　21世纪以来,由于化石能源的不断消耗和环境

问题日益严重,开发和利用清洁、高效的可再生能源

已成为能源领域的研究重点。风能具有储量丰富、

清洁和可再生等优点,在可持续发展的能源战略中

得到广泛关注。但是,风能又具有间歇性、波动性和

不确定性等特点[1],大规模风电并网会对电力系统

的安全稳定运行带来不利影响。提高风电功率预测

的精准度是风电系统实现大规模并网的前提和安全

保障[2]。

风速变化存在很大波动性,呈现为非平稳的随

机信号[3]。文献[4]指出风速波动与风电功率波动

存在一定的对应关系,定义了不同的波动类型,采用

一些参数来定量刻画波动,通过分类匹配和修正技

术建立了风速波动和风电功率波动之间的对应关

系,有效提高了预测精度;文献[5]通过改进面板数

据的距离指标对多维气象数据进行聚类分析,并对

不同天气类型分别建立预测模型,识别出待预测日

的天气类型,选取相应预测模型进行功率预测,达到

选取合适样本集细化建模的目的,从而改善预测精

度。借助数值天气预报(numericalweatherpredic-

tion,NWP)的天气数据,按照波动类型构建不同预测

模型成为一种提升风电功率预测精度的研究思路。

风功率随风速变化而变化,也呈现出非平稳随

机性。在风功率预测建模之前,采用信号分解处理

手段可以有效降低风功率序列的非平稳性及非线性

对预测精度的影响。除小波分解算法外,经验模态

分解算法(empiricalmodedecomposition,EMD)也

常应用于预测研究中,但是它存在模态混叠现象。

集合经验模态分解(ensembleEMD,EEMD)是通过

添加服从正态分布的白噪声序列来降低EMD的模

态混叠现象[6],但是引入的白噪声常残留于分解后

的子序列中,成为一种干扰信号。完备经验模态分

解(completeEEMD,CEEMD)通过引入正、负相反

的2组白噪声来解决噪声残留问题[7],但是它增加

了算法复杂度且难以保证引入的白噪声绝对抵消。

在预测建模中,好的预测算法对提升预测精度

也起到一定的决定作用。目前,学习方法(如神经网

络法[8]、支持向量机、随机森林等[9])广泛应用到风

电功率预测中。它的核心在于利用大量样本数据进

行训练和学习,通过捕捉数据之间的隐含规律和逻

辑关系,使模型的映射能力更强,从而得到较准确的

预测结果。文献[10]采用聚类算法和支持向量机

(supportvectormachine,SVM)的组合模型进行了

预测研究。SVM 模型与传统神经网络模型相比,虽

然能避免陷入局部最优解,但是当数据规模较大时,

仍出现收敛速度慢等问题。

随着机器学习的兴起,特别是深度学习理论的

研究不断深入,给预测研究带来了新的思路。极限

学习机[11](extremelearningmachine,ELM)作为机

器学习的一种典型代表被广泛应用于预测研究。文

献[12]应用基于特征选择和参数优化的ELM 复合

结构进行风速预测研究,ELM 算法比传统神经网络

在预测精度上有所提高;文献[13]将经验小波变换

和2种循环神经网络相结合构建预测模型,应用长

短期记忆(longshort-term memory,LSTM)神经网

络建立风速低频子层部分的预测模型,利用 Elman
神经网络建立风速高频子层部分的预测模型,提升

了预测精度。近年来,门控循环单元(gatedrecur-

rentunit,GRU)神经网络[14]在预测研究中逐步被

使用,它不仅在结构上简化于 LSTM,同时还能保

证与LSTM 相近地映射和拟合效果。

该文构造一种考虑风速波动特性的变分模态分

解(variationalmodedecomposition,VMD)和门控

循环单元(gatedrecurrentunit,GRU)神经网络的

组合风电功率预测模型,目的是预测未来72h的风

电功率。首先,在分析历史 NWP风速序列的波动

特性基础上,进行波动类型划分,得到不同波动类型

的天气时段;然后,将这些天气时段对应的历史风电

12
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功率序列进行分类,分别建立每一类波动类型下相

应的功率预测模型;最后,对待测时段的 NWP风速

波动类型加以分析,匹配出相应的功率预测模型进

行预测。在预测建模过程中,采用一种完全非递归、

自适应的 VMD信号分解方法,将风功率序列分解

为一系列有限带宽且特征、频段互异的子模态序列,

再结合 GRU神经网络对每个子模态序列构建预测

模型,将多个模型的预测结果进行叠加,得到最终的

功率预测结果。

1　风速波动特性划分及数学建模

风速与风电功率之间存在一定的内在对应关

系。利用数值天气预报中的风速数据序列分析其波

动特性,建立风速波动特性与风电功率之间的对应

关系,能有效提高短期风电功率预测精度。文献

[15]提出了风速“波”的定义:风速从某个最小值逐

渐增至最大值,再减小到另一个最小值,这个过程称

为一个“波”或者一个天气过程。通过分析风电场出

力发现,不同波动的风速对风电功率预测精度的影

响也不相同。根据 NWP中的风速序列波动情况,

按照一定方式对风速的波动类型进行定义和划分,

其目的是将长时间、多变化、无规律的风速序列划分

成若干种可研究的小单元时段,针对每一种风速波

动类型下的风电功率序列进行分类建模和预测。

分析 NWP风速数据发现,一个有风的天气过

程可能持续几个小时甚至十几个小时不等,此外每

个天气过程中风速达到的最大值也不尽相同。根据

一段时间内风速的大小不同,该文先将其划分为小

幅度波动和大幅度波动两大类。换句话说,小幅度

波动属于低风速时段,即在一段时间范围内,风速值

始终小于风机保持稳定运行的某个阈值,反之则为

大幅度波动。大幅度波动类型的风速变化相对复

杂,该文根据持续时间和风速大小再划分为4种类

型:从波动持续时长上将大幅度波动划分为短时和

长时波动2种类型,反映了风速的持续性和完整性;

在此基础上,依据风速的大小将其细分为大波动和

小波动2种类型,体现了风机在额定风速左右运行

的状况。该文定义的5种风速波动类型如图1所

示,它们的数学模型如表1所示。

归
一

化
风

速
序

列

1.0
0.9
0.8
0.7
0.6
0.5
0.4
0.3
0.2
0.1

1 0008006004002000
采样点数 N

v2

v1

短时大波动
长时大波动

长时小波动
短时
小波动

大幅度波动

小幅度
波动

图1　风速波动分类

Figure1　Diagramofwindspeedfluctuationclassification

表1　5种风速波动的数学模型

Table1　Fivemathematicalmodelsofwind

speedfluctuations

波动类型 数学模型

大幅度

波动

短时

小波动 W1 =

vmin1,vmin2 ∈ (0,v1)

vmax ≤v2

n≤N
{

大波动 W2 =

vmin1,vmin2 ∈ (0,v1)

vmax >v2

n≤N
{

长时

小波动 W3 =

vmin1,vmin2 ∈ (0,v1)

vmax ≤v2

n>N
{

大波动 W4 =

vmin1,vmin2 ∈ (0,v1)

vmax >v2

n>N
{

小幅度波动 W5 = 0<v≤v1{ }

图1中,W1 ~W5 分别表示5种波动类型;v
表示某时刻归一化的风速值;v1 表示区分大、小幅

度波动的风速阈值;vmax 表示一段时间内的风速最

大值,若vmax >v1,则该波动类型为大幅度波动,反

之为小幅度波动;vmin1、vmin2 表示小于v1 的2个相

邻的风速最小值,将vmin1 和vmin2 之间的一段风速

序列视为一个完整的大幅度波动;n 表示采样点个

数,N 表示区分短时波动和长时波动的阈值,当

n ≤N 时,定义该波动类型为短时波动,否则为长

时波动;v2 表示区分大、小波动的风速阈值,当一个

时段内风速的最大值vmax ≤v2 时,定义为小波动,

否则为大波动。于是,将风速波动类型分为短时小

波动、短时大波动、长时小波动、长时大波动和小幅

度波动,按照不同风速波动类型,将其对应的风电功

率序列进行分类,分别建立预测模型。

22
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2　VMD-GRU 短 期 风 电 功 率 预 测

建模

2.1　VMD原理

VMD作为一种完全非递归、自适应的信号分

解方法,最早 是 由 KonstantinDragomiretskiy 和

DominiqueZosso在2014年提出的[16]。它可以将

非平稳的风电功率序列分解成多个子模态uk ,每
一个子模态的中心频率记为ωk 。在分解时,需要

预先设定分解阶次K,如对风电功率信号进行K 阶

VMD分解时,可以将其看作约束变分问题,即

min
{uk},{ωk} ∑

K

k=1
∂t δ(t)+

j
πt

æ

è

ö

ø
∗uk(t)é

ë

ù

û
e-jωkt

2

2
{ }

　s.t.∑
K

k=1
uk =v(t)

ì

î

í

(1)
式中　 {uk}= {u1,u2,…,uK}、{ωk}= {ω1,ω2,
…,ωK}分别为各子模态分量、中心频率;v(t)为待

分解的风电功率序列;δ 为狄拉克(Dirac)分布;∗
为卷积运算符。

为了得到变分方程式(1)的最优解,引入增广拉

格朗日方程:

L uk{ } ,ωk{ } ,λ( ) =

α∑
K

k=1
∂t δ(t)+

j
πt

ö

ø
∗uk(t)æ

è

é

ë

ù

û
e-jωt

2

2
+

v(t)-∑
K

k=1
uk(t)

2

2
+

æ

è
λ(t),v(t)-∑

K

k=1
uk(t)ö

ø

(2)
式中　α、λ分别为引入的二次惩罚因子参数、拉格

朗日乘子。
于是,将求解变分方程式(1)的问题转化为求解

增广拉格朗日方程式(2)的鞍点问题。利用乘子交

替方向法(alternatedirectionmethodofmultipli-
ers,ADMM)求解式(2),迭代计算得到鞍点。由

ADMM 算法可以得到uk 、ωk 的迭代公式:

ûn+1
k (ω)=

v̂(ω)-∑
i≠k

ûi(ω)+
λ̂n(ω)

2
1+2α(ω-ωn

k)2
(3)

ωn+1
k =

∫
∞

0
ω ûn

k(ω)2dω

∫
∞

0
ûn

k(ω)2dω
(4)

式中 　ûn+1
k 、v̂(ω)、û(ω)、λ̂(ω)分别为un+1

k 、

v(t)、u(t)、λ(t)的傅里叶变换。

VMD计算步骤如下:

1)初始化,将 û1
k{ } 、{ω1

k}、λ̂1、n 均置0,并选取

合适的分解阶次K 作为预设值;

2)根据式(3)、(4)迭代计算,更新uk 和ωk;

3)按照公式更新λ̂,即

λ̂n+1(ω)=

λ̂n(ω)+τ f̂(ω)-∑
K

k=1
ûn+1

k (ω)[ ] (5)

　　4)收敛条件为

∑
K

k=1

‖ûn+1
k -ûn

k‖
2

2

‖ûn
k‖

2

2

<ε (6)

当满足收敛条件时,停止迭代,否则,返回步骤2重

复计算步骤。

2.2　GRU神经网络预测模型

基于递归神经网络理论产生的 GRU 神经网络

也是一种机器学习方法,被逐步应用于时间序列的

预测研究。它可以看作是对LSTM 网络的改进,没

有设置存储单元机制,引入更新门来替代LSTM 的

输入门和遗忘门,从而在结构上简化于 LSTM,提

高了训练效率。该文采用 GRU 深度学习神经网络

来构建风电功率预测模型。

GRU神经网络的内部结构如图2所示,包括重

置门(r)和更新门(z),其中σ和tanh为网络的激活

函数。σ代表sigmoid函数,其值域为(0,1);tanh代

表双曲正切函数,其值域为(-1,1)。

sigmoid(x)=
1

1+e-x
(7)

tanh(x)=
ex -e-x

ex +e-x
(8)

ht

ht

tanh
σσ

r z
ht
~

xt

ht-1

1-

+×

×

×

图2　GRU 内部结构

Figure2　GRUinternalstructurediagram
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假设给定输入为xt ,并将ht 记为隐藏层的输

出,则可由更新门(z)、重置门(r)、候选值h
~
t 计算求

得输出候选值ht 。

zt=σWzhht-1+Wzxxt( ) (9)

rt=σWrhht-1+Wrxxt( ) (10)

h
~
t=tanhWhh rt☉ht-1( ) +Whxxt( ) (11)

ht= 1-zt( ) ☉ht-1+h
~
t☉zt (12)

式(9)~(12)中　Wzh 、Wzx 为更新门(z)权重矩

阵;Wrh 、Wrx 为重置门(r)权重矩阵;Whh 、Whx 为

计算输出候选值h
~
t 时的权重矩阵;☉ 为矩阵的元

素积。

从式(9)~(12)可以看出,r是用来确定当前时

刻输入xt 与t-1时刻神经元状态ht-1 的相关度,

其值的大小与t-1时刻的相关度呈正比关系,当rt

接近于0时,与ht-1 几乎不相关;z 控制着t-1时

刻的隐藏状态ht-1 信息能保留在t时刻ht 的量,其

值越小说明忽略的历史信息越多,当zt 的值接近1
时,当前状态对t-1时刻隐藏状态的信息利用充

分。如果将rt 置0、zt 置1,则 GRU 呈现出传统

RNN的结构性能。这种自适应的调整方式能够确

保最有效的信息可以流向下一个 GRU单元。

结合 GRU神经网络单元构建预测模型,GRU
预测模型结构如图3所示,包括输入层、GRU层、全

连接层和输出层。

Pt 输出层

全连接层

GRU 层

输入层
n 个功率值

P1，P2，P3，…，Pt-1

…GRU GRU GRU GRU

图3　GRU 预测模型结构

Figure3　GRUpredictionmodelstructurediagram

GRU层中 GRU单元的激活函数如上文所述,

全连接层采用ReLU 作为其激活函数,可以用来加

快收敛速度并缓解消失梯度等问题。

fReLU(x)=
x,x >0

0,x ≤0{ (13)

　　预测模型采用均方误差(meansquareerror,

MSE)作为损失函数。在进行风电功率预测时,模

型的输入为待测时刻t前的n 个功率值,模型的输

出为t时刻的功率值。

eMSE =
1
n∑

n

i=1
ŷi-yi( ) 2 (14)

2.3　短期风电功率组合预测

该文提出的组合预测方案如图4所示。

计算样本熵计算样本熵计算样本熵

模态分量IMFn模态分量IMF2模态分量IMF1

风电功率序列

采用 VMD 算法进行分解处理

根据样本熵将各模态分量进行组合重构

重构分量 kn重构分量 k2重构分量 k1

GRU 预测
模型 n

GRU 预测
模型 2

GRU 预测
模型 1

预测
模型1

预测
模型2

预测
模型3

预测
模型4

预测
模型5

短时
大波动

短时
小波动

小幅度
波动

长时
大波动

长时
小波动

识别波动类型

风速序列波动类型划分 风速序列
波动类型划分

选择预测模型
得出风电功率

预测结果

历史时段NWP风速
序列实测功率序列

待测时段NWP
风速序列

风电场数据

得到最终功率预测值

…

…

…

…

∑

图4　风电功率组合预测方案

Figure4　Thecombinedforecastingschemeforwindpower

1)对历史 NWP风速序列按照表1所示的5种

风速波动类型的数学模型进行波动类型划分,将长

时间、多变化的风速序列划分成若干种可探寻规律

的研究时段。

2)对划分出的每一种风速波动类型所对应的功

率序列分别建立 VMD-GRU 预测模型。建模时先

对风电功率序列进行 VMD分解,得到n 个特征、频

段互异 的 子 模 态 序 列 分 量 (intrinsic modefunc-

tions,IMF),记为IMFn;为了减少建模数量,计算

各子模态序列分量的样本熵[17],由样本熵的值确定

新的子序列个数,再对每个子序列分别建立 GRU
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预测模型;将各个子序列预测模型的预测结果进行

叠加,得到最终的功率预测结果。

3)对待测时段的 NWP风速序列进行波动特性

划分,识别出各波动类型及相应的波动段,选取匹配

的功率预测模型进行预测;将各波动段对应的预测

值在时间轴上重构,得到待测时段最终的预测结果。

3　算例分析

以中国某实际风电场的 NWP风速数据和实测

风电功率数据为例进行仿真分析,采样周期为15

min,预测未来72h的风电功率。通过对比 VMD-

BP、VMD-ELM、GRU 和 VMD-GRU 这4种预测

模型下的风电功率预测结果,验证所提出的 VMD-

GRU预测模型的有效性。

采用归一化平均绝对误差和归一化均方根误差

作为预测结果的评价指标,计算公式分别为

eNMAE%=
1

nPcap
∑
n

i=1
ŷi-yi ×100 (15)

eNRMSE%=
1

Pcap

1
n∑

n

i=1
yi-ŷi( ) 2 ×100　(16)

式中　n 为风电功率的采样点数;yi 和ŷi 分别为i
时刻的风电功率实际值和预测值;Pcap 为所研究风

电场的总装机容量。

3.1　预测模型建立与测试

对归一化的历史 NWP风速序列和实测功率序

列进行波动分类和建模。选取紧支撑双正交小波

Daubechies作为基小波,对 NWP风速序列进行5尺

度分解,过滤掉高频信号,保留风速趋势信号,避免非

趋势性的小细节波动对风速波动特性划分的干扰。

依照文1中方法对该趋势项信号进行波动特性

划分。经过对大量历史风速数据的统计分析发现:

一部分完整的风速波动持续时长小于48h,另一部

分大于48h,该文考虑到风速的持续性与完整性,

故选取 N=192作为区分短时和长时波动的阈值;

由于风机的启动风速为3.5~4.0m/s,故选取预报

风速5.7m/s(归一化值v1=0.2)作为区分大、小幅

度波动的风速阈值;由于风机的额定风速为11.5~

12.0m/s,故选取预报风速11.4 m/s(归一化值

v2=0.4)作为大、小波动的风速阈值,由此得到5种

风速波动类型。样本集由10540个采样点组成,其

中9733个采样点为训练样本集,807个采样点为测

试样本集,5种风速波动类型的样本集统计结果如

表2所示,测试集波动类型划分如图5所示。

表2　5种波动类型样本集统计

Table2　Statisticsofsamplesetsoffivewavetypes

波动段 波动类型 训练集 测试集

b1 短时小波动 2016 99

b2 短时大波动 1618 104

b3 小幅度波动 1722 96

b4 长时小波动 1895 234

b5 长时大波动 2482 274

采样点总数 9733 807

�� �� �� �� ��
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图5　测试集风速波动类型划分

Figure5　Classificationofwindspeedfluctuation

typesinthetestset

对每一种波动类型的风电功率序列进行 VMD
模态分解,建立预测模型。以短时大波动类型为例,

对其功率序列进行 VMD分解,统计分析各模态分

量的中心频率,确定分解阶次 K=10,得到一系列

子模态分量,记为IMF1~IMF10,如图6所示。

计算各个子模态分量的样本熵,根据熵值的大

小确定子序列个数为3,将相应的子模态加和重构

得到3组子序列k1、k2 和k3,其中k1 为模态IMF1~

IMF4 的组合,k2 为模态IMF5~IMF9 的组合,k3

为IMF10。对重构的子序列k1、k2、k3 分别建立子

序列的GRU预测模型。使用Python基于 Tensor-

Flow为后端的 Keras框架搭建基于 GRU 的风电

功率预测模型。其中,GRU 层神经元个数为150,

全连接层单元数为128,迭代次数为500次,输出层

单元数为1,并采用线性函数“linear”作为激活函

数。将各子序列预测模型的预测结果相叠加,得到

最终功率预测结果。
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图6　短时大波动类型序列的 VMD分解结果

Figure6　VMDdecompositionofshort-timelarge

fluctuationtypesequences

　　采用4种预测方法分别得到短时大波动类型测

试集的对比结果,如图7所示。4种预测方法下5

种波动类型测试集的误差对比如表3所示,可知同

一种预测模型下不同波动类型对应的预测精度不

同。从波动幅度的角度来看,小幅度波动类型的预

测精度最高,小波动类型的预测精度次之,大波动类

型的预测精度最低;从波动时长的角度来看,短时波

动类型的预测精度略高于长时波动模型的预测

精度。
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图7　4种预测方法下短时大波动类型测试集的结果

Figure7　Resultsofatestsetofshort-timelarge

fluctuationtypesunderfourpredictionmethods

表3　4种预测方法下5种波动类型测试集的误差对比

Table3　Theerrorcomparisonoffivewavetypetestsetsunderfourforecastingmethods %

波动类型
eNMAE

VMD-BP VMD-ELM VMD-GRU GRU

eNRMSE

VMD-BP VMD-ELM VMD-GRU GRU

短时小波动 4.92 3.71 2.51 3.02 5.36 4.65 2.73 3.94

短时大波动 6.33 4.84 2.89 3.79 9.34 7.14 4.36 6.32

长时小波动 7.57 6.64 2.62 3.56 9.08 7.91 3.22 5.82

长时大波动 7.99 5.73 3.91 6.24 11.61 9.16 4.78 10.42

小幅度波动 2.88 2.10 1.62 2.01 4.10 2.80 2.20 3.32

3.2　未来72h风电功率预测

选取某3天72h共288个采样点的数据组成

预测集,预测集的 NWP风速数据波动类型划分的

结果如图8所示,其中,c1 和c2 为短时大波动段,c3

为短时小波动段。按照划分得到的短时大波动和短

时小波动风速类型选择相应的功率预测模型,获得

对应波动段的功率预测值,最后,在时间轴上重构得

到最终预测结果。预测集的归一化绝对误差曲线如

图9所示(绝对误差为预测值与真实值之差的绝对

值)。

4种预测方法的误差对比如表4所示,对比

GRU和 VMD-GRU,它们的eNMAE%分别为4.19、

3.08,eNRMSE%分别为5.87、3.95,说明采用 VMD

分解的组合方法比单一 GRU 方法的预测精度高;

对比 VMD-BP、VMD-ELM 和 VMD-GRU,它们的

eNMAE%分别为6.21、4.38和3.08,eNRMSE%分别为

8.54、5.71和3.95,说明 VMD-GUR方法的预测效

果最佳。
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图8　预测集的 NWP风速数据波动类型划分

Figure8　ClassificationofNWPwindspeeddata
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图9　预测集的归一化绝对误差

Figure9　Thenormalizedabsoluteerrorofthepredictionset

表4　预测集的误差对比

Table4　Theerrorcomparisonof

thepredictionset %

预测模型 eNMAE eNRMSE

VMD-BP 6.21 8.54

VMD-ELM 4.38 5.71

VMD-GRU 3.08 3.95

GRU 4.19 5.87

4　结语

在考虑风速波动特性的基础上,该文利用风速

波动特性与风电功率之间的对应关系,建立了不同

风速波动类型下的短期风电功率预测模型。采用

VMD分解算法,降低了原始风电功率序列的不平

稳性对预测精度的影响,并结合 GRU 深度学习神

经网络构建组合预测模型,提高了短期风电功率预

测精度。

在该文的后续工作中,将进一步优化风速波动

特性阈值参数的提取方法,使风速波动特性划分更

加精准,更有效地建立风速与风电功率之间的匹配

关系,从而提高短期风电功率预测精度。
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