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摘     要：针对传统循环神经网络（RNN）和卷积神经网络（CNN）模型对风电功率进行较长时间尺度的短期预测时

出现的时不变性问题，应用时变深度前馈神经网络（ForecastNet）模型进行短期风电功率不确定性预测。该模型的

网络结构随时间变化以提高多步提前预测能力，模型交错输出以缓解梯度消失问题，使用混合密度网络得到各个

时刻的概率密度分布。在避免传统深度学习模型中，该模型能避免递归多步预测累积误差的同时可以充分考虑相

邻时刻风电功率的相关性；在模型隐藏层中，使用美国 PJM 网上的风电功率实际数据，分别应用全连接网络、卷积

网络以及基于注意力机制的卷积网络 3 种神经网络模型进行预测，每次预测未来 12 h 的风电功率，滚动预测得到未

来 500 h 的风电功率区间和概率密度，实验仿真结果能够证明所提预测模型的有效性。
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Abstract： Traditional RNN and CNN models have the issue of the time⁃invariance problem when they are used to make 
short⁃term predictions of wind power on longer time scales. This paper proposed a short⁃term wind power uncertainty 
prediction method based on the time⁃variant deep feed⁃forward neural network architecture （ForecastNet） model. This 
method has a time⁃varying network structure to improve multi⁃step ahead prediction， and has an interlaced output 
capability to mitigate the gradient disappearance problem. The probability density distribution can be obtained by using 
mixture density network. This model not only avoids the cumulative error of recursive multi⁃step prediction in the 
traditional deep learning model， but also fully considers the correlation of wind power at adjacent moments. In the hidden 
layer of the model， the actual data of wind power from PJM network in the United States are used to test three kinds of 
neural network models， namely， fully connected network， convolutional network， convolutional network with attention 
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mechanism. The wind power of the next 12 hours is predicted each time， and the range and probability density of wind 
power of the next 500 hours are obtained by rolling prediction. The results of the experimental simulations prove the 
effectiveness of the proposed prediction model.
Key words： neural network；wind power probability prediction；time⁃variant deep feed⁃forward neural network； probability 
density；interval prediction of wind power

进入 21 世纪以来，全球能源需求总量出现了强

劲增长势头，由此引发了能源和环保 2 个事关人类

社会未来发展的全球性热点问题。清洁低碳、安全

高 效 已 成 为 世 界 能 源 发 展 的 主 流 方 向 。 风 电 能 作

为 规 模 庞 大 、技 术 先 进 成 熟 的 绿 色 新 能 源 ，在 全 球

能源板块的优化方面发挥着重要的作用，但是随着

风 电 在 电 网 中 比 例 的 提 高 ，风 电 的 随 机 性 、波 动 性

等缺点也逐步凸显，风力发电的随机性和不可控制

性给电力系统的安全稳定运行带来了严峻的挑战。

因此，提前准确预测风电功率对于提高电力系统的

可靠性具有重大战略意义［1］。

按照预测模型的不同，预测方法可分为物理方

法 和 统 计 方 法 。 物 理 方 法 基 于 风 电 场 内 部 及 周 边

的 地 形 、海 拔 高 度 等 基 础 信 息 ，利 用 数 值 天 气 预 报

数 据 ，采 用 微 观 气 象 学 理 论 或 流 体 力 学 方 法 ，通 过

列 写 方 程 组 建 立 描 述 风 电 场 风 能 资 源 分 布 特 征 的

模型，模型复杂且不确定性因素较多［2］。相对于物

理模型，统计学习方法在短期风电功率预测上预测

精 度 较 高 。 利 用 较 长 数 据 的 历 史 风 电 功 率 数 据 进

行规律挖掘的预测方法，利用学习算法在历史数据

之 间 建 立 内 部 联 系 。 根 据 最 终 预 测 结 果 形 式 的 不

同，统计学习模型种又分为点预测（确定性预测）和

区间预测（不确定性预测），目前大多数风电功率预

测技术为确定性预测，预测方法主要包含支持向量

机、时间序列、神经网络［3‑5］等。但需要指出的是：点

预 测 不 能 对 风 电 功 率 不 确 定 性 做 出 定 量 描 述 。 在

电网调度规划和运行风险评估领域中，不能只依据

通过点预测得到的一个确定性的风电功率预测值，

需要对风电功率的不确定性进行描述，即需要对其

波动区间或概率分布有一个较为准确的预测［6］。不

确 定 性 预 测 是 对 未 来 时 刻 风 电 功 率 波 动 范 围 或 概

率 密 度 的 预 测 ，风 力 发 电 十 分 依 赖 自 然 因 素 ，容 易

受天气因素的影响，传统的点预测无法避免预测误

差，不确定性预测的预测结果可以反映具体时刻风

电功率波动范围及其概率，主要包括区间预测和情

景预测，其结果形式为某一置信度下的功率区间或

者风电功率的概率密度函数。与确定性预测相比，

不确定性预测能够量化风电功率的不确定性，给电

力系统调度人员带来更加全面的决策依据［2］。国内

外 学 者 也 进 行 了 一 些 相 关 预 测 的 研 究 ，文 献［7］利

用风速波动特性与风电功率之间的对应关系，建立

了不同风速波动类型下的短期风电功率预测模型；

文献［8］针对具有偏态特征的风电功率预测误差分

布 ，把 区 间 分 段 方 法 和 优 化 贝 塔 分 布 模 型 相 结 合 ，

实 现 了 风 电 功 率 的 波 动 区 间 估 计 ；文 献［9］基 于 极

限 学 习 机（extreme learning machine，ELM）提 出 了

一种新的风电功率概率预测方法，该方法是一种用

于训练单隐藏层前馈神经网络的新型学习算法，考

虑风电时间序列的异方差性构建预测区间，用澳大

利亚风电场的测量数据进行仿真分析，证明了所提

方 法 的 有 效 性 ；文 献［10］提 出 混 合 t Location‑scale
分布的风电功率超短期预测误差分布模型，通过改

进 K‑means 聚类算法确定模型参数，对时间序列和

支持向量机 2 种预测模型产生的误差进行分析，验

证 了 该 模 型 可 以 有 效 描 述 预 测 误 差 概 率 分 布 。 风

电功率概率密度预测的方法主要有 3 种：区间估计、

核密度估计（kernel density estimation，KDE）以及分

位 数 回 归 。 文 献［11］将 长 短 期 记 忆 网 络 分 位 数 回

归 （quantile regression long short‑term memory，

QRLSTM）与 KDE 相 结 合 对 风 电 功 率 概 率 密 度 进

行短期预测；文献［12］提出了基于集成学习的风电

功 率 概 率 预 测 方 法 ，使 用 ELM 和 分 位 数 回 归 模 型

作为个体学习器，在优化算法寻优后加权输出预测

区 间 ，在 较 窄 的 预 测 区 间 内 具 有 较 高 的 可 靠 性 ；文

献［13］在 现 有 概 率 密 度 预 测 基 础 上 采 用 时 变 过 滤

器 的 经 验 模 态 分 解 ，用 样 本 熵 、转 换 分 位 数 回 归 和

高斯核密度构建概率密度预测模型，在保证分位数

不交叉的情况下可以提升预测效果；文献［14］采用
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了 将 粗 糙 集 和 加 权 马 尔 可 夫 链 与 KDE 结 合 的 方

法 ，进 行 风 电 概 率 区 间 预 测 ，验 证 了 其 方 法 的 有

效 性 。 但 需 要 指 出 的 是 ：传 统 基 于 循 环 神 经 网 络

（recurrent neural network，RNN）或 卷 积 神 经 网 络

（convolutional neural network，CNN）模 型 及 其 变 体

是 时 不 变 的 。 RNN 包 含 一 组 链 式 连 接 的 循 环 单

元 ，循 环 单 元 的 参 数 随 着 时 间 的 推 移 保 持 不 变 ，即

每 一 时 刻 都 采 用 相 同 的 权 重 参 数 。 但 是 随 着 时 间

的 推 移 ，权 重 共 享 会 带 来 梯 度 消 失 问 题 ，意 味 着 无

法通过增加模型的网络层数来改善预测效果，因为

真 正 能 够 起 到 学 习 作 用 的 仅 是 邻 近 输 出 层 的 若 干

层，这使得模型不能有效地学习数据中存在的长期

依 赖 关 系 。 长 短 期 记 忆 人 工 神 经 网 络（long 
short‑term memory，LSTM）通 过 引 入 门 控 单 元 解

决 了 循 环 神 经 网 络 中 的 梯 度 消 失 问 题 ，但 是 ，

LSTM 结构的参数是不随时间变化的。CNN 具有

局部连接和参数共享的特性，这是对图像数据处理

的 关 键 ，但 是 在 处 理 时 间 序 列 时 ，平 移 不 变 性 会 转

换 为 时 间 不 变 性 。 基 于 循 环 和 卷 积 的 神 经 网 络 的

参数是共享的，即在时间上重复使用具有固定参数

的一组固定架构，可以在一定程度上减少网络的参

数数量，但会使整个模型网络的体系结构是时不变

的 ，对 风 电 功 率 进 行 较 长 时 间 尺 度 的 短 期 预 测 时 ，

上 述 模 型 的 时 不 变 性 会 降 低 多 步 提 前 预 测

能力［15］。

本 文 应 用 时 变 深 度 前 馈 神 经 网 络 可 以 有 效 解

决上述模型的时不变问题，结合混合密度网络对较

长 时 间 尺 度 的 短 期 风 电 功 率 进 行 不 确 定 性 预 测 。

以 美 国 PJM 网 上 的 风 电 功 率 数 据 作 为 研 究 数 据 ，

应 用 ForecastNet 模 型 进 行 较 长 时 间 尺 度 的 短 期 风

电 功 率 不 确 定 性 预 测 。 该 模 型 可 以 充 分 地 学 习 输

入和输出之间以及输出之间的依存关系，在避免传

统深度学习模型中，避免递归多步预测累积误差的

同时可以充分考虑相邻时刻风电功率值的相关性。

同时 ，在 ForecastNet 隐藏层中 ，本文分别应用全连

接神经网络、卷积网络以及基于注意力机制的卷积

网 络 3 种 模 型 ，对 风 电 功 率 进 行 短 期 不 确 定 性 预

测，采用混合密度网络得到未来某段时间内的风电

功率的区间以及完整概率分布，能够取得良好的效

果，得到一定置信度下的未来风电功率预测区间。

1    时变深度前馈神经网络

时 变 深 度 前 馈 神 经 网 络 的 最 大 特 点 是 其 时 变

性以及交错输出的特性，在时间序列预测问题中能

有效提升多步预测能力和缓解梯度消失问题［16］。

1.1    时变性

对于时变系统而言，输入序列的时间变化会引

起 相 应 的 输 出 序 列 变 化 ，ForecastNet 在 t 时 刻 的 输

出序列 y t 可表示为

y t = ft( )gt( )x t，h t - 1，y t - 1 （1）

式中，ft、gt 分别为输出层、隐含层 t 时刻的激活函数；

x t 为 t 时 刻 的 输 入 层 ；h t - 1 为 t - 1 时 刻 的 隐 含 层 ；

y t - 1 为 t - 1 时刻的输出层。

若一个系统是时不变的，则其输入和输出延迟

时 间 应 保 持 一 致 。 为 了 判 断 如 式（1）系 统 的 时 变

性，可以作出如下推断：假定有 2 组相同的隐含层单

元 h 't = h t - t0 以 及 2 组 相 同 的 输 入 x 't = x t - t0，在 时 间

延迟为 t0 的情况下，根据式（1）可得 2 组输出：

y t - t0 = ft - t0( )g
t - t0

( )x t - t0，h t - t0 - 1，y t - t0 - 1 （2）

y 't = ft( )gt( )x 't，h 't - 1，y 't - 1 =

ft( )gt( )x t - t0，h t - t0 - 1，y t - t0 - 1 （3）

式（2）、（3）中，y t - t0、y 't 分别为对应输入和延时下的 2
组输出；ft - t0、gt - t0 分别为隐含层和输出层对应时刻

t - t0 的 激 活 函 数 ；h t - t0 - 1、y t - t0 - 1 分 别 为 t - t0 - 1
时刻的隐含层、输出层。

比 较 式（2）、（3）可 以 得 出 y 't ≠ y t - t0，即 可 证 明

ForecastNet 模型网络结构是时变的，其参数随时间

而变化。

1.2    交错输出

梯 度 消 失 和 梯 度 爆 炸 问 题 产 生 的 根 源 是 链 式

法 则 在 梯 度 计 算 时 的 重 复 应 用 ，链 式 法 则 会 将 最

后 一 层 到 该 层 之 间 的 相 关 权 重 进 行 累 乘［15］。 如 果

中 间 的 权 重 大 于 1，则 不 断 相 乘 后 梯 度 可 能 会 呈

现 指 数 级 增 大 ，形 成 梯 度 爆 炸 ；如 果 中 间 的 权 重 小

于 1，梯 度 则 会 逐 渐 缩 小 ，快 速 接 近 0，形 成 梯 度 消

失 ，特 别 是 在 深 层 网 络 中 该 现 象 更 为 明 显 。 如 图
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1 所 示 ，ForecastNet 模 型 在 隐 藏 层 之 间 是 交 错 输

出 的 。

z［l］ a［l］ z［l+2］ a［l+2］ z［l+4］ a［l+4］

z［l+1］ a［l+1］ z［l+3］ a［l+3］ z［l+5］ a［l+5］

…

…

…

图 1    交错输出

Figure 1    Interlaced output

在 ForecastNet 模 型 中 连 乘 链 被 分 解 为 多 个 项

之和，这些项的总和比因子的乘积更稳定。在模型

训练过程中，交错输出可以将局部信息提供给网络

的内部隐藏层，这可以显著降低网络的深度。

假定一个 L 层的 ForecastNet，每个隐藏层中均

包 含 一 个 隐 藏 神 经 元 和 一 个 线 性 输 出 神 经 元 。 对

于第 l 层网络，W [ l ] 表示权重矩阵，C 表示损失函数，

b̄[ l ] 表 示 偏 置 参 数 矩 阵 ，a[ l ] 表 示 输 出 向 量 ，z[ l ] =
W [ l ] T a[ l - 1 ] + b̄[ l ]，应用链式法则求得损失函数 C 关

于第 l 层的权重矩阵的偏导数：

∂C
∂W [ l ]

= ∂C
∂a[ l ]

∂a[ l ]

∂W [ l ]
（4）

计算过程一直持续到最终的输出层，最终的结果为

∂C
∂W [ l ]

= ∑
k = 0

L - 1 - l
2 ∂C

∂z[ l + 2k + 1 ]

∂z[ l + 2k + 1 ]

∂a[ l + 2k ]
Ψ k

∂a[ l ]

∂W [ l ]
  （5）

其中，

Ψ k =
ì

í

î

ïïïï

ïïïï

1， k = 0

∏
j = 1

k ∂z[ l + 2j ]

∂a[ l + 2( j - 1 ) ]
，k > 0 （6）

Ψ k 是链式法则导数的乘积。对于较深的层，k 较大，

Ψ k 将有许多因子，导致较远的层反向传播的梯度仍

然存在一定程度的梯度消失。但是，对于 k 较小的

附近输出，Ψ k 的因子较少，因此出现梯度消失的概

率 很 小 。 在 训 练 过 程 中 ，随 着 网 络 有 效 深 度 的 降

低，可以有效改善模型的收敛性。

2    模型结构

如图 2 所示，ForecastNet 是一个基本前馈神经

网 络 结 构 ，包 括 输 入 层 、输 出 层 以 及 一 组 顺 序 连 接

的隐藏单元，隐藏单元（正方形）包含某种形式的前

馈神经网络。

输 入 层     ForecastNet 模 型 网 络 的 输 入 xt - n + 1

是 因 变 量 的 一 组 滞 后 值 集 合 ，因 变 量 可 以 是 单 变

量 ，也 可 以 是 多 变 量 。 本 文 原 始 数 据 为 单 变 量 ，即

风电功率历史数据；输入单元连接到网络中的隐藏

层（图 2）。

输入层

隐含层

输出层

Xt+1 Xt+2 Xt+3 Xt+4

xxxx

图 2    时变深度前馈神经网络基本结构

Figure 2    Basic structure of time‑varying depth 
feedforward neural network

隐 藏 层     ForecastNet 隐 藏 层 的 单 元 代 表 某 种

形 式 的 前 馈 神 经 网 络 ，如 全 连 接 神 经 网 络 、卷 积 神

经网络或注意力机制等。就架构而言，每个隐藏层

的单元可能是异构的，即使每个隐藏单元的架构是

相同的（如本文中所使用的），每个单元也都有自己

独特的一组参数，这与 RNN 不同，RNN 的单元结构

和参数在每个时间步都重复使用。因此，Forecast‑
Net 是 连 续 的 ，但 不 是 周 期 性 的 。 隐 藏 单 元 可 以 模

拟时间序列动态，隐藏单元之间的连接模拟局部动

态，单元集合模拟长期动态。

输 出 层     ForecastNet 模 型 中 的 每 一 个 输 出 都

提 供 了 对 未 来 的 一 个 预 测 ，模 型 网 络 越 深 ，输 出 的

信 息 就 越 多 ，随 着 预 测 范 围 的 扩 大 ，模 型 网 络 会 变

得愈加复杂。基于混合密度网络思想，每个输出均

建 立 一 个 概 率 分 布 模 型 ，本 文 采 用 正 态 分 布 模 型 。

第 l 层 输 出 的 正 态 分 布 均 值 μ[ l ] 和 标 准 差 σ[ l ] 分

别为

μ[ l ] = W [ l ] T
μ a[ l - 1 ] + b[ l ]

μ （7）

σ[ l ] = log ( )1 + exp ( )W [ l ] T
σ a[ l - 1 ] + b[ l ]

σ  （8）

式（7）、（8）中 ，a[ l - 1 ] 为 上 一 个 隐 藏 单 元 的 输 出 ；

W [ l ] T
μ 、b[ l ]

μ 分别为均值层的权重、偏置；W [ l ] T
σ 、b[ l ]

σ 分

别为标准差层的权重、偏置。

在预测过程中，通过对正态分布 N ( )μ[ l ]，σ[ l ] 进

行 抽 样 得 到 第 l 层 的 预 测 结 果 ，采 样 后 得 到 的 预 测
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信 息 反 馈 到 下 一 层 。 利 用 极 大 似 然 估 计 作 为 损 失

函数（L），进行反向传播求得网络的权重和偏置，用

Adam 梯度下降法训练网络以优化正态分布的对数

似然函数［17］。

L = log∏
i = 1

l

p ( )xi；N ( )μ，σ （9）

式中 ，xi 为风电功率数据样本 ；p ( xi；N ( μ，σ ) ) 为风

电功率数据样本的分布密度。

本文以 ForecastNet 模型为基础，作为对比在隐

藏层中使用了 3 种神经网络模型。

FN    隐 藏 层 采 用 全 连 接 网 络 的 ForecastNet，
如图 3 所示，h 表示每层隐藏的神经元数量；每个隐

藏 单 元 含 2 个 全 连 接 的 隐 藏 层 ，每 个 层 具 有 24 个

ReLU 神经元。

x

xt+i

Dense
（h=24）

Dense
（h=24）

… …

图 3    FN 隐含层

Figure 3    FN hidden layer

CFN    隐 藏 层 中 采 用 卷 积 神 经 网 络 的 Fore‑
castNet，如图 4 所示，f 表示卷积核数量，k 表示卷积

核 大 小 ，p 和 s 分 别 表 示 池 化 层 的 填 充 和 步 幅 ，h 表

示 隐藏神经元数量。该模型中每个隐藏单元包括：

1 个具有 24 个卷积核的卷积层，每个卷积核的大小

为 2；平均池化层，其池大小为 2、步幅为 1；重复的卷

积层和池化层 ；1 个由 24 个 ReLU 神经元组成的全

连接层。

x

xt+i

Conv.
（f=24，

k=2）

…
Pool

（p=2，
s=1）

Conv.
（f=24，

k=2）

Pool
（p=2，

s=1）

Dense
（h=24）

图 4    CFN 隐含层

Figure 4    CFN hidden layer

CAFN    在 ForecastNet 的 隐 藏 层 中 采 用 基 于

注意力机制的卷积网络，其结构如图 5 所示。

x

xt+i

Conv.
（f=24，

k=2）
…

Pool
（p=2，

s=1）

Conv.
（f=24，

k=2）

Pool
（p=2，

s=1）

Atten‐
tion

Dense
（h=24）

图 5    CAFN 隐含层

Figure 5    CAFN hidden layer

3    算例仿真

3.1    数据预处理

以美国 PJM 网上 MIDATL 地区 2014—2015 年

的 风 电 功 率 数 据 作 为 研 究 数 据 进 行 仿 真（http：//
www.pjm.com/markets‑and‑operations/ops‑analysis.
aspx）。 2014 年 1 月 7—13 日 的 风 电 功 率 如 图 6 所

示，采样间隔为 1 h。

1 000

800

600

400

200

0

风
电

功
率

/M
W

180160140120100806040200

采样时间/h

图 6    原始数据

Figure 6    The original data

由图 6 可知，风电功率序列波动大，出现带有峰

值的局部最大点或最小点，这是由极端天气期间气

象因素突然变化等因素引起的，可直观地看出风电

功 率 的 波 动 和 随 机 性 十 分 明 显 但 呈 现 出 一 定 的 规

律性。

本文利用开源的 Python 发行版本 Anaconda 进

行程序编写，考虑到该仿真训练神经网络模型所用

的原始数据量和网络参数数量众多，仅仅依靠计算

机 CPU 进行训练，效率是低下的。针对上述问题，

仿 真 时 应 用 美 国 NVIDIA 公 司 旗 下 的 统 一 计 算 设

备框架 CUDA，充分利用 GPU 的显存资源，同时应

用 针 对 神 经 网 络 的 GPU 加 速 库 cuDNN，使 CUDA
更加契合深度神经网络的使用，大大减少了仿真所

需时间。
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本 文 利 用 拉 格 朗 日 插 值 法 仅 对 预 测 精 度 影 响

较 大 的 缺 失 数 据 进 行 处 理 ，提 高 数 据 的 连 续 性 ，进

而提高模型的预测精度，拉格朗日插值多项式为

L ( )x = ∑
i = 0

n

yi ∏
j = 0，j ≠ i

x - xi

xi - xj
（10）

其中，y = L ( x ) 为若干个二维坐标点 ( xi，yi ) 确定的

多项式函数。

采 用 最 大 最 小 标 准 化（min‑max normalization）

方法对原始风电功率数据进行归一化处理，将其转

换为［0，1］之间的数据，即

x ' =
x - min ( x )

max ( x )- min ( x )
（11）

式中，x ' 为归一化后的风电功率值；max ( x )、min ( x )
分别为原始风电功率数据中的最大、最小值；x 为实

际风电功率值。

3.2    评价指标

风 电 功 率 点 预 测 模 型 常 用 的 评 价 指 标 有 平 均

绝 对 误 差（MAE）、均 方 误 差（MSE）、均 方 根 误 差

（RMSE）。上述评价指标只能用于评价确定性预测

的结果，并不能用来评价不确定性预测的结果。为

了衡量风电功率预测值与实际值的概率性误差，本

文 选 择 区 间 覆 盖 率 和 区 间 平 均 宽 度 共 同 衡 量 风 电

功率预测结果的不确定性误差［18‑20］。

1） 区间覆盖率。

在 置 信 度 1 - α 下 ，预 测 区 间 数 量 为 N interval，区

间覆盖率表示为

ì

í

î

ï

ï
ïïï
ï

ï

ï

ï

ï
ïïï
ï

ï

ï

I α
i = [ ]Lα

i，U α
i       

ξ α
i =ì

í
î

0， P i ∉ I α
i ，

1， P i ∈ I α
i ，

i = 1，2，…，N

R cover = 1
N interval

∑
i = 1

N

ξ α
i

（12）

式中，Lα
i 为 1 - α 置信度下第 i 个预测区间的下界 ；

U α
i 为对应的上界；I α

i 为对应区间；P i 为对应实际点

的值；R cover 为可靠性指标；ξ α
i 表示第 i 个真实值是否

落在预测区间内，即风电功率预测区间对真实值的

覆盖率。

区 间 覆 盖 率 表 示 预 测 区 间 包 含 风 电 功 率 实 际

值 的 比 例 ，即 风 电 功 率 预 测 区 间 对 实 际 值 的 覆 盖

率，区间覆盖率的值越大说明预测区间的可信度越

高。在事先给定置信度时，区间覆盖率应该不小于

事 先 给 定 的 置 信 度 ，区 间 覆 盖 率 越 大 ，表 示 越 多 的

风电功率真实值落在对应的区间范围内，即预测效

果越好［14，21］。

2） 区间平均宽度。

区 间 覆 盖 率 指 标 不 能 全 面 真 实 地 体 现 区 间 预

测结果的优劣，因为当预测模型给出的区间过于宽

泛时，区间覆盖率通常会更高。过于宽泛的区间宽

度会导致预测结果能提供的有用信息较少，这样的

预测区间范围也丧失了实际意义，所以还需要结合

区 间 平 均 宽 度 来 共 同 判 断 区 间 预 测 结 果 的 优 劣 。

区间平均宽度表示为

ì
í

î

ïïïï

ïïïï

δ α
i = U α

i - Lα
i

δ α
mean = 1

N ∑
i = 1

N

δ α
i

（13）

式中，δ α
i 为第 i 个预测区间的宽度；δ α

mean 为区间平均

宽度。

给 出 的 预 测 风 电 功 率 区 间 平 均 宽 度 越 小 代 表

得到的功率区间越小，给出的有用信息越多。区间

覆盖率、区间平均宽度这 2 个指标能够充分反映风

电功率不确定性预测结果的优劣。

3.3    仿真分析

根据上述内容，基于 3 种不同的隐含层神经网

络建立 ForecastNet 预测模型，每次多步预测可得到

未来 12 h 的风电功率，如图 7 所示，在一次多步预测

中，每一时刻的预测结果不仅与输入的风电功率真

实值有关，还需充分考虑前面时刻的风电功率预测

值对当前预测结果的影响。

现在
历史数据 预测值

用于下个时刻预测
的风电功率预测值

风电功率真
实历史数据

风电功率
预测值

t-3 t-2 t-1 t t+1 t+2 t+3

t-3 t-2 t-1 t t+1 t+2 t+3

t-3 t-2 t-1 t t+1 t+2 t+3
…

…

…

图 7    多步预测

Figure 7    Multi‑step prediction

ForecastNet 模型的程序流程如图 8 所示，在一

次多步预测中，当对大于等于 2 时刻进行预测时，历
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史 风 电 数 据 与 前 一 时 刻 的 预 测 结 果 共 同 构 成 训 练

数据，训练当前时刻的模型参数。该模型能够精确

地追踪数据变化规律，可充分学习输入和输出之间

以 及 输 出 与 输 出 之 间 的 依 存 关 系 ，然 后 滚 动 预 测

500 次，共得到未来 500 h 的风电功率预测结果。

在 80%、85% 和 90% 置 信 度 下 ，FN、CFN 和

CAFN 这 3 种 模 型 的 2 组 预 测 结 果 区 间 范 围 如 图 9
所 示 ，其 中 图 9（a）~（c）为 一 组 ，9（d）~（f）为 一 组 ，

可知真实值大部分都落在 3 种模型的预测区间范围

内 。 CAFN 模 型 在 跟 踪 风 电 功 率 变 化 趋 势 方 面 表

现最为优异，风电功率的实际值更多的落在高置信

度下的预测区间。对比 3 种模型给出的区间范围，

明显看出，CAFN 和 CFN 模型在同置信度下得到的

预 测 区 间 宽 度 远 小 于 FN 模 型 得 到 的 预 测 区 间

宽度。

开始

原始风电数据

数据预处理

第 1 个时刻
ForecastNet 模型

第 2 个时刻
ForecastNet 模型

第 12 个时刻
ForecastNet模型

…

第 1 个时
刻输出

第 2 个时
刻输出

第 12个时
刻输出

否
达到预测精度？

12 个时刻的概率密度曲线

结束

是

图 8    流程

Figure 8    The flow chart
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图 9    预测区间

Figure 9    Prediction interval 

为 进 一 步 考 察 本 文 所 述 ForecastNet 模 型 短 期

风电 功 率 不 确 定 性 预 测 的 效 果 ，在 保 证 训 练 集 、测

试 集 、参 数 设 置 以 及 训 练 轮 数 相 同 的 条 件 下 ，分 别

采 用 QRLSTM［2］和 分 位 数 回 归 时 间 卷 积 网 络［20］

（quantile regression of time convolutional network，

QRTCN）模 型 同 样 预 测 未 来 12 h 的 风 电 功 率 。 在

连 续 滚 动 预 测 500 个 时 刻 后 ，计 算 其 区 间 覆 盖 率

和 区 间 平 均 宽 度 ，所 得 结 果 与 本 文 所 提 3 种 模 型

（FN、CFN 和 CAFN）的 预 测 结 果 作 对 比 ，如 表 1
所 示 。
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表 1    预测指标对比

Table 1    Comparison of Forecast Indicators

置信度%

80

85

90

模型

QRTCN
QRLSTM

FN
CFN

CAFN

QRTCN
QRLSTM

FN
CFN

CAFN

QRTCN
QRLSTM

FN
CFN

CAFN

区间覆盖率/%

 68.68
 75.26
 99.32
 82.26

 85.67

 75.21
 79.31
 99.95
 86.61

 89.43

 84.26
 88.37

100.00
 93.26
 95.89

区间平均宽度/MW

 356.52
 400.93
 785.57
 302.41

 355.98

 420.32
 498.36

1 005.53
 387.08

 430.05

 470.36
 523.51

1 131.22
 435.46
 483.80

由 表 1 可 知 ，在 80%、85% 和 90% 置 信 度 下 ，

FN 模 型 的 区 间 覆 盖 率 均 为 最 高 ，分 别 为 99.32%、

99.95%、100%，但是其得到的区间平均宽度过于宽

泛 ，是 CFN、CAFN 模 型 的 2 倍 多 ；CFN、CAFN 模

型 的 区 间 覆 盖 率 均 超 过 了 事 先 给 定 的 置 信 度 ，

CAFN 模型的区间覆盖率相对于 CFN 模型分别提

高了 4.14%、3.23%、2.79%，但同时，CAFN 模型得

到的区间平均宽度也相应增加，相比于 CFN 模型，

在 不 同 置 信 度 下 分 别 增 加 了 17.71%、11.08%、

11.10%；QRLSTM、QRDCC 模 型 与 CFN、CAFN
模 型 得 到 的 区 间 平 均 宽 度 结 果 相 差 并 不 大 ，但 是

QRLSTM、QRDCC 模型的区间覆盖率未达到给定

的置信度，预测效果并不理想。

综 合 以 上 分 析 ，CFN、CAFN 模 型 均 取 得 了 较

好 的 预 测 效 果 ，CAFN 模 型 通 过 引 入 注 意 力 机 制 ，

在增加较小区间宽度的情况下，一定程度上增加了

模型的区间覆盖率，提高了模型的可靠性，同时，也

能更好地追踪风电功率变化趋势。

本文从未来 500 个预测时间中随机抽取了 6 个

时 间 点 ，展 示 其 概 率 密 度 分 布 ，CAFN、CFN 和 FN
这 3 种模型的概率密度分布曲线如图 10 所示，可以

看出，风电功率的真实值落在 3 条曲线的中间区域，

表明 3 种算法均能够较好地预测未来时刻的风电功

率概率密度分布；真实值落在 3 条曲线的波峰附近，

表 明 预 测 曲 线 给 出 的 高 概 率 区 间 与 风 电 功 率 真 实

值相符合。但 CFN、CAFN 模型在展现曲线波峰的

细节方面更加细致、灵敏 ，而 FN 模型更显迟钝 ，只

展现出大体轮廓。
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图 10    概率密度

Figure 10    The probability density
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4    结语

本 文 应 用 时 变 深 度 前 馈 神 经 网 络 风 电 功 率 短

期区间预测模型，解决了以 RNN 或 CNN 为基础框

架构建模型的时不变问题。提出了模型的 3 个变体

用于风电功率短期不确定性预测，该方法不仅在预

测精度上有提高，而且能获得风电功率概率密度函

数 ，可 以 为 电 力 系 统 制 定 机 组 组 合 、鲁 棒 调 度 计 划

时提供准确的风电功率波动范围，提高风电功率预

测在调度策略优化中的支撑价值，提升功率预测的

实用化水平。

在本文研究的基础上仍可进行以下深入研究：

ForecastNet 在隐藏层中应用了 3 种神经网络，后续

工 作 中 可 以 针 对 研 究 隐 藏 单 元 内 部 之 间 的 连 接 展

开更为详细的研究，应用更多的神经网络模型以提

高其预测能力；ForecastNet 模型通过避免参数共享

来 实 现 时 变 模 型 ，这 需 要 占 用 较 多 的 内 存 ，未 来 可

以展开探索使用内存优化技术的研究。
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