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摘     要：主动配电网运行态势预测是充分保障配电网络安全、稳定运行及感知潜在故障的重要手段。针对主动配

电 网 运 行 态 势 的 快 速 精 确 预 测 ，提 出 一 种 基 于 ICEEMDAN⁃TA⁃LSTM 模 型 的 主 动 配 电 网 短 期 运 行 态 势 预 测 方

法。首先，通过改进模态分解将原始序列分解成若干稳定的时序分量，降低原始数据的不规律性；其次，提出融合

残差、特征以及时间注意力的三重注意力机制的主动配电网时序预测模型，深度挖掘各运行态势要素内相关性及

要素间互相关性；同时，利用改进蝠鲼寻食优化算法对模型超参数寻优，综合提升模型整体预测精度；然后，从节

点、支路角度出发，提出节点电压越限裕度、支路负载严重度以及电压/电流波动态势评价指标，多层面表征配电网

运行态势；最后，以改进 IEEE 33 节点为典型算例，验证所提模型的可行性及有效性。
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Abstract： The active distribution network operation situation prediction is an important tool to guarantee the safety and 
stability of the distribution network and the hazard perception. For the fast and accurate prediction of active distribution 
network operation， this paper proposes an active distribution network short⁃term operation prediction method based on 
ICEEMDAN⁃TA⁃LSTM model. Firstly， the original sequence is decomposed into several stable time series components by 
improving the modal decomposition to reduce the irregularity of the original data. At the same time， the improved manta 
ray feeding optimization algorithm is used to optimize the model's hyperparameters to comprehensively improve the overall 
prediction accuracy of the model. Then， from the perspective of nodes and branches， the node voltage overrun margin， 
branch load severity and voltage/current fluctuation evaluation indexes are proposed to characterize the distribution 
network operation situation at multiple levels. Finally， the feasibility and effectiveness of the model proposed in this paper 
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are verified by taking the improved IEEE 33 node as a typical calculation example.
Keywords： active distribution network； operational dynamics； improved manta ray seeking optimization algorithm； triple 
attention mechanism； fluctuation coefficient

大量接入分布式电源、电动汽车以及供需侧多元

互动已成为主动配电网的主要特征［1］。然而，由于主

动配电网中电源和负荷等要素的不可预测性，配电网

运行状态复杂多变［2］。相对于输电网，配电网的运行

态势对运行要素的变化十分敏感，这种敏感性可能会

直 接 影 响 到 配 电 网 的 电 能 质 量 甚 至 是 用 户 的 用 电

可 靠性。因此，亟需提出合适的主动配电网运行态

势预测方法，以准确分析主动配电网未来运行态势

变化，进一步提高主动配电网安全可靠运行水平。

分 布 式 电 源 出 力 和 负 荷 等 运 行 要 素 的 准 确 预

测 是 捕 捉 主 动 配 电 网 未 来 运 行 态 势 变 化 的 重 要 基

础。目前，已经提出的时序预测方法主要分为 3 类：

第 1 类 是 数 学 工 具 和 统 计 方 法 ，主 要 有 卡 尔 曼 滤

波［3］、自回归［4］以及自回归移动平均［5］等模型，通常

适用于线性和静止时间序列；第 2 类是人工智能算

法 ，具 有 出 色 的 自 学 习 和 非 线 性 映 射 能 力 ，主 要 包

括极限学习机［6］、支持向量机［7］和神经网络［8］等。其

中 ，长 短 期 记 忆 网 络  （long⁃short term memory， 
LSTM）是目前电力行业时间序列预测中应用较多

的一种网络模型。文献［9］利用 LSTM 进行负荷预

测 ，结 果 表 明 ，与 传 统 的 反 向 传 播 神 经 网 络

（backpropagation neural network，BP）、极 限 学 习 机

等 相 比 ，LSTM 具 有 更 好 的 预 测 性 能 。 然 而 ，单 一

LSTM 模型的优势仅限于较短序列，应对长时间序

列的学习能力不足，并且对于风光等有高维特征的

数 据 信 息 挖 掘 能 力 较 弱 。 文 献［10］提 出 一 种 基 于

卷积神经网络（convolutional neural network， CNN）

和 LSTM 的 短 期 风 电 功 率 预 测 模 型 ，利 用 CNN 卷

积 层 和 池 化 层 分 别 对 数 据 进 行 特 征 提 取 和 数 据 降

维 ，再 输 入 LSTM 进 行 预 测 ，这 种 组 合 可 能 导 致 某

些重要特征信息被忽略；文献［11］将时间和特征注

意力机制引入 CNN 和双向 LSTM 模型用以超短期

负荷预测，通过不同权重以区分不同时间负荷序列

的贡献度，但并未考虑不同特征对预测结果的贡献

度 。 第 3 类 是 组 合 算 法 ，如 利 用 遗 传 算 法（genetic 
algorithm， GA）［12］和贝叶斯算法［13］等人工智能算法

进行参数寻优。文献［14］利用粒子群算法（particle 

swarm optimization， PSO）优 化 LSTM 的 超 参 数 组

合，以解决 LSTM 的超参数选择难题。蝠鲼觅食优

化 算 法（manta ray foraging optimization，MRFO）是

受 蝠鲼群体觅 食启发而设计的新型智能算法，相较

于粒子群算法、布谷鸟算法等具有寻优效果更好和

易于实现等优点［15］。但主动配电网时序数据的不确

定性使得智能算法优化效果有限。此外，鉴于分布

式电源出力和负荷变化的非平稳性和强波动性，通

过增加前置序列分解环节构建组合预测模型，能够

提升模型的预测精度。文献［16］首先通过变分模态

分解将非平稳的负荷序列分解为多个相对平稳的模

态分量，并利用 LSTM 对每个模态分量进行预测，解

决 LSTM 预测非稳定性时序数据效果差的问题。

态势预测是态势感知的状态预测阶段，用于预

测未来配电网源荷等运行要素的变化趋势，同时可

以 实 时 评 估 配 电 网 络 的 运 行 风 险［17］。 基 于 最 小 二

乘向量机负荷预测和潮流计算，文献［18］提出一种

获取配电网未来时刻运行状态的方法，但该方法并

未考虑分布式电源的接入，且未对负荷预测精度和

预测结果的精确性进行分析；文献［19］提出一种基

于 数 据 挖 掘 和 机 器 学 习 算 法 的 配 电 网 态 势 感 知 方

法 ，通 过 将 态 势 感 知 建 模 为 事 件 分 类 、检 测 和 判 别

问 题 ，分 析 配 电 网 的 状 态 ；文 献［20］结 合 历 史 量 测

电压数据和实时状态估计，对下一时刻配电网各节

点 电 压 相 量 进 行 预 测 ，进 而 实 现 配 电 网 的 态 势 预

测 ，但 该 类 方 法 依 赖 于 量 测 数 据 的 准 确 性 ，且 只 能

反应电压变化情况。

综上所述，本文同时将智能算法和模态分解引

入 LSTM 网 络 ，提 出 一 种 基 于 ICEEMDAN⁃TA⁃ 
LSTM 模型的主动配电网短期运行态势预测方法，

对现有方法进行补充和完善。首先，采用一种改进

的 完 全 自 适 应 噪 声 集 合 经 验 模 态 分 解（improved 
complete ensemble empirical mode decomposition，

ICEEMDAN）算法［21］对输入样本进行序列分解，以

克服 CEEMDAN 分解后可能出现伪模态以及残余

噪声不能完全消去的问题，将配电网负荷和分布式

电源等运行要素的功率数据进行序列分解，降低原
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始 数 据 的 不 规 律 性 ；再 提 出 一 种 融 合 残 差 、特 征 以

及 时 间 注 意 力 的 三 重 注 意 力 机 制 LSTM（triple 
attention mechanism based LSTM， TA⁃LSTM）网

络 模 型 进 行 短 期 预 测 ；同 时 ，提 出 一 种 改 进 的

MRFO 算法对模型超参数寻优，综合提升模型的预

测 性 能 。 其 次 ，结 合 负 荷 和 风 电 的 实 测 历 史 数 据 ，

用 所 提 模 型 对 配 电 网 未 来 节 点 负 荷 和 风 电 等 运 行

要 素 的 功 率 进 行 预 测 ，并 提 出 节 点 电 压 越 限 裕 度 、

支路负载严重度和节点电压/支路电流的波动系数

等多层面指标，通过各时间断面的潮流计算获取配

电 网 实 时 、精 确 和 直 观 的 运 行 态 势 。 最 后 ，通 过 对

所 提 模 型 与 其 他 预 测 模 型 的 效 果 对 比 以 及 改 进

IEEE 33 节点配电网的算例分析 ，验证本文所提方

法的准确性和有效性。

1    ICEEMDAN 算法

ICEEMDAN 是 在 完 全 集 合 经 验 模 态 分 解

（complete ensemble empirical mode decomposition，

CEEMDAN）算 法 基 础 上 改 进 而 来 ，在 信 号 分 解 迭

代过程中，加入一定量的高斯白噪声并对生成的信

号分量求均值［21］。对于输入样本 x（t），ICEEMDAN
算法的分解流程如下。

1） 加 入 高 斯 白 噪 音 于 原 始 时 间 序 列 ，得 到 第 i

次待分解信号：

xi ( t )= x ( t )+ ε0 E 1（ωi ( t )）， i = 1，2，…，n  （1）

式 中 ，ωi（t）为 零 均 值 单 位 方 差 高 斯 白 噪 声 ；ε0 为 噪

声；E 1 ( ωi ( t ) )为 ωi（t）的第 1 个 EMD 分量。

2） 通过 EMD 分解计算 xi（t）的局部平均值，得

到 第 1 次 分 解 的 残 差 r1（t）和 第 1 个 模 态 分 量

（intrinsic mode functions， IMF）ĪMF1 ( t )：

ì

í

î

ïïïï

ïïïï

ri( )t = 1
n ∑

i = 1

n

M ( xi ( t ) )

ĪMF1 ( t )= x - ri( )t
 （2）

式中，M（•）为产生局部均值的操作符。

3） 计 算 第 2 个 残 差 r2（t）和 第 2 个 模 态 分 量

ĪMF2 ( t )：
ì

í

î

ïïïï

ïïïï

ĪMF2 ( t )= 1
n ∑

i = 1

n

M ( )ĪMF1 ( t )+ ε1 E 2 ( ωi ( t ) )

r2( )t = ĪMF1 ( t )- ĪMF2 ( t )
  （3）

4） 对 于 其 余 每 个 阶 段 ，即 k = 1 ，2  ，...  ，n，根 据

上述步骤，计算第 k 个剩余信号和模态分量，得到：

ì

í

î

ïïïï

ïïïï

ĪMF k + 1 ( t )= 1
n ∑

i = 1

n

M ( )ĪMF k - 1 ( t )+ εk Ek ( ωi ( t ) )

rk( )t = ĪMF k - 1 ( t )- ĪMF k
( t )

   （4）

5） 重复步骤 4），直到余量信号无法再分解，最

终得到 n 个模态分量和剩余信号 Re（t），剩余分量的

频 率 成 分 最 低 ，周 期 大 于 信 号 的 记 录 长 度 ，可 将 其

视为信号的总趋势。原始信号序列 x（t）可表示为

x ( t )= ∑
i = 1

K

ĪMF k
( t ) + R e ( t ) （5）

2    基于 TA⁃LSTM 的运行要素预测模型

2.1    LSTM 网络

LSTM 网 络 在 循 环 神 经 网 络 基 础 上 增 加 了 遗

忘门（forget gate，FG）、输入门（input gate，IG）、输出

门（output gate，OG），并 在 结 构 中 引 入 存 储 数 据 状

态 的“ 记 忆 功 能 ”模 块 ，有 效 解 决 了 RNN 因 梯 度 激

增 和 消 失 而 无 法 构 建 较 长 时 间 序 列 预 测 模 型 的 问

题［22］。LSTM 的单元结构如图 1 所示。

tanhσσ σ

otit

ft

xt‒1

ht

St‒1 St

ht

tanh

遗忘门 输入门 输出门
ht‒1

图 1    LSTM 单元结构

Figure 1    LSTM cell structure diagram

FG 控制上一时刻单元状态 st-1 中需要保存的信

息，并将其保存到当前单元状态 st 中；IG 控制当前时

刻 的 输 入 xt 有 多 少 信 息 保 存 到 当 前 单 元 状 态 st 中 ；

OG 控制的是当前单元状态 st 中的信息量，将其保存

到当前输出状态 ht中。LSTM 算法的更新和计算为

f t = σ (w f ⋅[ h t - 1，x t ]+ b f ) （6）

i t = σ (w i ⋅ [ h t - 1，x t ]+ b i ) （7）

o t = σ (w o ⋅[ h t - 1，x t ]+ bo ) （8）

ŝ t = tanh (w s ⋅[ h t - 1，x t ]+ b s ) （9）

s t = f t ⊗ s t - 1 + i t ⊗ ŝ t （10）

h t = o t ⊗ tanh ( s t ) （11）
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式（6）~（11）中，ft、it、ot、st、ht 分别为 FG、IG、OG、记

忆单元和输出单元的状态矩阵；σ 为 Sigmoid 激活函

数 ；ŝ t 为 当 前 记 忆 单 元 状 态 的 候 选 值 向 量 ；w f、w i、

wo、ws 分别为 FG、IG、OG 和记忆单元的权重矩阵；

bf、bi、bo、bs 分 别 为 FG、IG、OG 和 记 忆 单 元 的 偏 置

项；tanh（•）为激活函数；⊗ 表示矩阵对应元素相乘。

2.2    三重注意力机制

配电网负荷、分布式电源等运行要素历史数据

中 包 含 功 率 信 息 及 其 对 应 的 环 境 和 气 象 等 相 关 信

息 。 注 意 力 机 制 能 够 很 好 地 挖 掘 各 运 行 要 素 的 历

史数据以及相关特征信息变化规律，提升信息处理

的效率。为提高  LSTM 的预测效果，本文将残差、

特 征 以 及 时 序 注 意 力 引 入 LSTM 网 络 中 ，构 成

TA⁃LSTM 网络，如图 2 所示。

LSTM LSTM LSTM LSTM

时序注意力机制

特征注意力机制

h1 h2 ht hτ

C1 C2 Ct Cτ

残差卷积注意力机制

x1 x2 xt xτ

… …

… …

yτ+1 yτ+2 yτ+n…

图 2    TA⁃LSTM 模型结构

Figure 2    TA⁃LSTM structure diagram

残 差 注 意 力 机 制 对 外 源 数 据 初 步 进 行 数 据 间

互相关性的挖掘；特征注意力机制进一步深度捕捉

外源序列与目标序列间的互相关性；时间注意力机

制挖掘时序数据历史层面的内相关性，通过差异化

动态权重的分配，提高模型预测精度。

1） 残差注意力。

本文将 CNN 和残差块结构进行融合形成残差

注意力模块，对输入的外源数据进行非线性局部特

征提取，挖掘数据中的局部特征信息。残差块结构

保 证 原 始 数 据 中 的 重 要 特 征 信 息 不 会 丢 失 。 残 差

注意力机制的拓扑结构如图 3 所示。

设输入功率数据为向量 X=［x1，x2，…，xK］，其

中 K 为输入序列个数。将 X输入 RCNN 网络，送入

卷积模块按以下公式进行卷积操作，即

C 1 = fC ( )ωC 1 ⊙X+ bC 1  （12）

C 2 = fC ( )ωC 2 ⊙C 1 + bC 2 + X （13）

式（12）、（13）中 ，C1、C2 分 别 为 一 维 、二 维 卷 积 层 的

输出特征向量；fC（•）为卷积层激活函数；⊙ 为卷积

运算；ωC 1、ωC 2 分别为一维、二维卷积层的权重矩阵；

bC 1、bC 2 为一维、二维卷积层的偏置向量。

1
2

︙
t

︙
τ

1 2 3 K…

ＸＸ
输入层

C1

一维卷积层 二维卷积层

C2

卷
积
计
算

卷
积
计
算

…
…
…
…
…
…

︙︙ ︙ ︙

︙︙ ︙ ︙

…
…
…
…
…
…

︙︙ ︙

︙︙ ︙ ︙

︙

图 3    残差卷积注意力模块结构

Figure 3    structure diagram of residual convolution
 attention module

2） 特征注意力。

特 征 注 意 力 机 制 对 残 差 注 意 力 层 输 出 的 结 果

进行深度空间特征提取，以挖掘特征序列与目标特

征之间的相关性。通过权重概率分布机制，对影响

程度不同的特征进行动态权重分配。

以 第 t 个 时 间 步 为 例 ，单 步 输 入 特 征 向 量 ct=
［c1

t ， c2
t ，…，cK

t ］，注意力权重向量为

e t = vT
e σ ( )w ec t + b e  （14）

式中，et=［e1
t ，e2

t ，…，eK
t ］为 t 时刻各输入特征对应的

注 意 力 权 重 分 布 ；ve、we 均 为 注 意 力 权 重 的 权 重 矩

阵；be 为注意力权重的偏置向量。

通 过 对 et 采 用 Softmax 函 数 归 一 化 处 理 ，得 到

第 k 个特征注意力系数 αk
t ，将输入特征向量 ct 重新计

算为加权向量 c͂ t，即

αk
t = exp( ek

t ) ∑
j = 1

n

exp( ej
t ) （15）

c͂ t = ( )α1
t c1

t，α2
t c2

t，…，αK
t cK

t

T （16）

3） 时间注意力。

时 间 注 意 力 机 制 挖 掘 时 序 数 据 的 时 间 序 列 特

征，按照对预测结果的贡献度来分配序列各历史时

刻的权重。ct 经特征注意力模块编码后得到 LSTM
的隐藏层状态：

h t = fLSTM( )h t - 1，c͂ t，s t - 1  （17）

式中，fLSTM（•）为 LSTM 单元。

通过时间注意力模块对 h t 进行解码操作，赋予  
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LSTM 单元输出的隐藏状态不同权重得分 γi
t，并与

相应历史时刻隐藏层状态进行加权，得到综合时序

信息状态 r t，计算过程如下：

d t = vT
d σ ( )w dh t + bd  （18）

γi
t = exp( d i

t ) ∑
j = 1

τ

exp( d j
t ) （19）

r t = ∑
i = 1

τ

γi
th t （20）

式（18）~（20）中，dt=［e1
t ，e2

t ，…，eτ
t］为 t 时刻对应各

历 史 时 刻 的 时 间 注 意 力 权 重 分 布 ；τ 为 输 入 序 列 时

间窗口长度 ；vd、wd 均为注意力权重的权重矩阵 ；bd

为注意力权重的偏置向量。

最后经输出层得到未来 n 步的预测结果：

y τ + n = σ ( )w r r t + b r  （21）

式中，wr、br分别为全连接层的权重矩阵和偏置向量。

2.3    改进蝠鲼觅食优化算法

为 解 决 TA⁃LSTM 在 训 练 过 程 中 需 频 繁 进 行

超 参 数 调 节 的 问 题 ，利 用 IMRFO 算 法 进 行 超 参 数

智能寻优。

MRFO 是通过观察蝠鲼觅食行为而提出的一种

新型种群优化算法。蝠鲼种群的觅食策略有 3 种：链

式、旋风式和翻筋斗式。利用不同觅食策略对搜索

空间内进行探索和开发，进而实现参数寻优。

链式觅食过程的数学表达式为

xd
i ( t + 1 )=

ì

í

î

ï

ï
ïï
ï

ï

ï

ï
ïï
ï

ï

xd
i ( t )+ r ( )xd

best ( t )- xd
i ( t ) + α ⋅

         ( )xd
best ( t )- xd

i ( t ) ，i = 1
xd

i ( t )+ r ( )xd
i - 1 ( t )- xd

i ( t ) + α ⋅
( )xd

best ( t )- xd
i ( t ) ，i = 2，3，…，n

（22）

α = 2r || log r  （23）

式（22）、（23）中 ，xd
i ( t )、xd

best ( t ) 为 第 t 代 的 第 i 个 个

体、最优个体在 d 维空间的位置；r 为［0，1］均匀分布

的随机数；α 为权重因子。

螺旋式觅食过程有如下 2 种情况。

①当 t/T>rand 时，数学表达式为

xd
i ( t + 1 )=

ì

í

î

ï

ï
ïï
ï

ï

ï

ï
ïï
ï

ï

xd
best ( t )+ r ( )xd

best ( t )- xd
i ( t ) + β ⋅

         ( )xd
best ( t )- xd

i ( t ) ，i = 1
xd

best ( t )+ r ( )xd
i - 1 ( t )- xd

i ( t ) + β ⋅
  ( )xd

best ( t )- xd
i ( t ) ，i = 2，3，…，n

（24）

β = 2exp ( )r1 ⋅ T - t + 1
T

sin（2πr1） （25）

式中，β 为权重因子；r1 为［0，1］均匀分布的随机数；

T 为最大迭代次数。

②当 t/T≤rand 时，数学表达式为

xd
rand ( t )= x l + r ( x u - x l ) （26）

xd
i ( t + 1 )=

ì

í

î

ï

ï
ïï
ï

ï

ï

ï
ïï
ï

ï

xd
rand ( t )+ r ( )xd

rand ( t )- xd
i ( t ) + β ⋅

        ( )xd
rand ( t )- xd

i ( t ) ，i = 1
xd

rand ( t )+ r ( )xd
i - 1 ( t )- xd

i ( t ) + β ⋅
  ( )xd

rand ( t )- xd
i ( t ) ，i = 2，3，…，n

（27）

式（26）中 ，xd
rand ( t ) 为 随 机 产 生 的 一 个 新 位 置 ；xu、xl

分别为搜索空间的上、下限。

翻筋斗式寻食过程的数学表达式为

xd
i ( t + 1 )= xd

i ( t )+ S ( )r2 xd
best ( t )- r3 xd

i ( t )     （28）

式中，S为翻筋斗因子；r2、r3为［0，1］均匀分布的随机数。

然而，实际应用中 MRFO 算法存在无法保证最

优 解 为 全 局 最 优 、种 群 多 样 性 差 等 缺 点 。 因 此 ，通

过以下 2 种策略将 MRFO 改进为 IMRFO 算法。

1） 基于改进 Tent 映射法获取初始种群。

随 机 生 产 的 初 始 种 群 会 对 算 法 求 解 速 度 和 精

度产生影响。混沌序列的随机性、规律性以及遍历

性等特点导致生成的初始解复杂多样，因此混沌序

列 生 成 的 初 始 解 易 于 收 敛 。 与 其 他 映 射 相 比 较 ，

Tent 映 射 能 生 成 更 均 匀 分 布 的 序 列［23］，因 此 ，本 文

采用 Tent 映射来设置蝠鲼种群的初始位置，以改善

MRFO 的初始种群多样性，其表达式为

xk + 1 =ì
í
î

2xk， 0 ≤ xk ≤ 0.5
2( 1 - xk )，0.5 ≤ xk ≤ 1

 （29）

但是迭代过程中存在不稳周期点，因此引入随

机方程进行改进。当 xk 落入不稳周期点或 5 以内的

小周期循环［24］时，可通过以下公式进行改进，即

xk + 1 =
ì
í
î

ïï

ïï

2( )xk + 0.1rand( 0，1 ) ， 0 ≤ xk ≤ 0.5

2 ( )1 -( xk + 0.1rand( 0，1 ) ) ，0.5 ≤ xk ≤ 1
   （30）

2） 自适应非线性递减权重系数。

在 MRFO 算法的链式觅食寻优迭代过程中，由

于 r 在［0，1］内随机生成，使得后期的搜索步长与前

期相同，从而降低了搜索速度。因此，将 r 改为

r = 1 - exp ( )- T - t
T

2

 （31）
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随着 t 的增加 r 会逐渐减小，增强了算法迭代前期的

局部寻优能力。

在翻筋斗式觅食过程中，翻筋斗因子 S 为定值；

而 在 迭 代 后 期 ，算 法 需 要 更 小 的 搜 索 步 长 ，过 大 的

值会削弱算法搜索能力。因此，将 S 改为

S = ( Smax - Smin ) T - t
T

+ Smin （32）

式中，Smax、Smin 分别为翻筋斗因子 S 的上、下限，随着

t 的增加 S 会逐渐减小，增强了迭代后期的局部搜索

和寻优能力。

2.4    IMRFO 优化 TA‑LSTM 模型流程

在 TA⁃LSTM 模 型 中 ，通 过 IMRFO 算 法 对

TA⁃LSTM 网络中输入步长、学习率和隐藏层神经

元个数等参数进行寻优，利用训练数据集的均方根

误差作为 TA⁃LSTM 网络的适应度来进行搜索，直

至得到最优的超参数值。 IMRFO 优化 TA⁃LSTM
模型流程主要步骤如下：

1） 设 置 TA⁃LSTM 网 络 超 参 数 ，包 括 输 入 步

长、学习率以及 LSTM 隐藏层神经元个数的取值搜

索范围；

2） 将 IMRFO 算法中的种群规模、最大迭代次

数 以 及 维 度 参 数 进 行 初 始 化 ，按 式（29）、（30）生 成

初始种群；

3） 根据步骤 1）初始化的超参数搭建 TA⁃LSTM
网络模型，将输入样本训练和预测结果的均方根误

差作为各个体的适应度值；

4） 计算种群内蝠鲼个体适应度值，得到当前最

优个体和对应的适应度值；

5） 根 据 IMRFO 算 法 的 3 种 寻 食 方 式 ，通 过 式

（22）~（28）进行个体的更新；

6） 判断蝠鲼个体适应度值是否趋向稳定或达

到 迭 代 次 数 上 限 ，若 是 ，则 获 得 TA⁃LSTM 网 络 的

最优超参数组合，执行步骤 7）；否则，返回步骤 1）；

7） 获取具有最优超参数的 TA⁃LSTM 模型。

3    基 于 运 行 要 素 预 测 的 主 动 配 电 网

运行态势获取

3.1    主动配电网运行态势

配 电 网 潮 流 计 算 是 配 电 网 运 行 状 态 分 析 的 重

要 基 础［25］。 对 于 一 个 给 定 拓 扑 结 构 和 元 件 参 数 的

配 电 网 ，输 入 发 电 侧 和 负 荷 侧 参 数 进 行 潮 流 计 算 ，

可得各节点电压、各支路电流的值以及全网潮流分

布图景。然而，这些潮流计算结果难以直观反应配

电 网 的 运 行 态 势 ，需 要 进 一 步 的 数 据 处 理 ，以 实 现

实时、精确且直观的态势理解。本文以含风电的配

电网为例，首先对配电网未来风电和负荷功率进行

预 测 ，并 将 预 测 结 果 作 为 输 入 进 行 潮 流 计 算 ，以 获

取未来配电网运行状态；然后采用节点电压越限裕

度 、支 路 负 载 严 重 度 和 节 点 电 压/支 路 电 流 波 动 系

数等指标，从节点、支路 2 个不同层面对配电网未来

运行态势进行表征分析。

1） 节点电压越限裕度指标。

针对节点电压变化可能导致的电压越限问题，

提出电压越限裕度 E U
i，t 来反映配电网各节点电压在

未来的变化趋势：

E U
i，t =

ì

í

î

ï

ï
ïï
ï

ï

ï

ï
ïï
ï

ï

1 +
|

|

|
||
|
|
||

|

|
||
|
|
| Û i，t - Ū i

Ū i

 ，Û i，t ≥ Ū i

1 -
|

|

|
||
|
|
||

|

|
||
|
|
| Û i，t - Ū i

Ū i

 ，Û i，t    < Ū i

 （33）

式中 ，Û i，t 为待预测节点 i 在未来 t 时刻的电压标幺

值 ；Ū i 为 第 i 个 节 点 电 压 的 上 下 限 的 均 值 ，本 文

节 点 电 压 标 幺 值 的 上 、下 限 分 别 取 1.07、0.95，故

Ū i =1.01。

2） 支路负载严重度指标。

针对支路电流的过载安全问题，利用效用风险

理论和连续分段函数思想，提出支路负载严重度 E I
l，t

反映各条支路在未来的变化趋势：

RL
l，t =

|

|

|
||
|
|
||

|

|
||
|
|
| I ̂l，t

I l，N
 （34）

E I
l，t =

ì

í

î

ïïïï

ïïïï

0 ，   0 ≤ RL
l，t < 0.2 

1.4 × RL
l，t - 0.28，  0.2 ≤ RL

l，t < 0.7
eRL

l，t - 0.7 - 0.3， RL
l，t ≥ 0.7

 

（35）

式中，RL
l，t 为未来 t 时刻第 l 条线路的负载率；I ̂l，t 为未

来 t 时刻第 l 条待预测支路的电流；Il，N 为第 l 条线路

的额定电流。

3） 节点电压和支路电流波动系数指标。

为了量化节点电压和支路电流的波动系数，同
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时评估节点电压/支路电流受分布式电源和负荷变

化 影 响 程 度 ，引 入 统 计 学 中 变 异 系 数 的 概 念 ，提 出

节点电压波动系数 BU
i 和支路电流波动系数 BI

i，表达

式如下：

BU
i = 1

Ū i，t

⋅ 1
T ∑

t = 1

T ( )Û i，t - Ū i，t

2
 （36）

BI
l = 1

Ī l，t

⋅ 1
T ∑

t = 1

T ( )|| I ̂l，t - Ī l，t

2

 （37）

式（36）、（37）中，Û i，t、I ̂l，t 分别为待预测节点 i 在未来

t 时刻的电压值和待预测支路 l 在未来 t 时刻的电流

值 ；Ū i，t、Ī l，t 分 别 为 待 预 测 节 点 i 在 未 来 T 时 段 的 预

测电压平均值和待预测支路 l 在未来 T 时段的预测

电流平均值。

3.2    基于 ICEEMDAN‑TA‑LSTM 模型的主动配电

网运行态势预测流程

综 合 前 文 所 述 内 容 ，得 到 基 于 ICEEMDAN⁃ 
TA⁃LSTM 模型的配电网运行态势预测的流程，如

图 4 所示。

获取配电网各节点、支路运行态势预测结果

主动配电网潮流计算分析

获取各节点负荷和风机功率的预测结果

获取各子序列预测结果并
重构得到负荷的预测结果

获取各子序列预测结果并
重构得到风电的预测结果

获取具有最优超参数的负
荷 TA-LSTM预测模型

获取具有最优超参数的风
电 TA-LSTM预测模型

IMRFO 寻优 TA-LSTM 网络超参数

构建负荷各子序列的
TA-LSTM预测模型

构建风电各子序列的
TA-LSTM预测模型

IMF1,IMF2,… ,IMFn,Re IMF1,IMF2,… ,IMFm,Re

ICEEMDAN 分解

开始

负荷历史
环境数据

负荷历史
功率数据

风电历史
功率数据

风电历史
气象数据

结束

图 4    基于 ICEEMDAN⁃TA⁃LSTM 模型的

运行态势预测流程

Figure 4    Flow chart of operating situation prediction 

based on ICEEMDAN⁃TA⁃LSTM model

4    算例分析

本 文 以 改 进 的 IEEE 33 节 点 主 动 配 电 网 作 为

研究对象，其拓扑结构如图 5 所示，包含 33 个节点、

32 条支路，并在节点 16、20、31 处接入风力发电机，

其 容 量 分 别 为 1 000、500、500 kW 。 选 取 2017 年

1 月 1 日 —12 月 31 日 某 地 区 负 荷 功 率 数 据 和 环 境

数据作为历史数据，并结合西部某地区风电场同时

间 段 的 实 测 风 机 历 史 数 据 ，采 样 间 隔 均 为 15 min，

所 用 数 据 均 已 经 过 异 常 数 据 处 理 。 将 负 荷 和 风 机

出力历史数据折算至对应额定功率下的标幺值，分

别 乘 以 IEEE 33 系 统 负 荷 和 风 机 出 力 的 额 定 功 率

值，作为 IEEE 33 系统中负荷和风电功率的历史数

据 。 采 用 所 提 的 ICEEMDAN⁃TA⁃LSTM 模 型 ，对

未 来 24 h 系 统 中 各 节 点 负 荷 和 风 机 出 力 变 化 趋 势

进行预测，并通过主动配电网潮流计算获取配电网

运行态势。

WT

19 20 21 22

L19 L20 L21

L18

L1 L2 L3 L4 L5 L6 L7 L8 L9 L10 L11 L12 L13 L14 L15 L16 L17

L22 L25

L23 L24 L26 L27 L28 L29 L30 L31 L32

WT

WT

1 2 3 4 6 7 8 9 10 11 12 13 14 15 1617 18

23 24 25 2627 28 29 30 3132 33

WT

WT 500 kW 风力发电机

1 000 kW 风力发电机

图 5    改进的 IEEE 33 节点主动配电网

Figure 5    Improved IEEE⁃33 nodes of ADN

4.1    基于 ICEEMDAN 的负荷和风电功率序列

分解

ICEEMDAN 算法添加高斯白噪声的标准差为

0.2，添加次数为 200。由于输入样本较多，仅给出节点

16 为期一周的风机功率数据（额定功率为 1 000 kW），

以及节点 7为期一周的负荷数据（额定功率为 200 kW）

各自所对应的 ICEEMDAN 分解结果，如图 6 所示。

通过 ICEEMDAN 算法，将原始数据进行分解，能够

降低原始数据非平稳性和不规则性，有利于提高配

电网运行要素预测精度。
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图 6    节点 7 负荷数据和节点 16 风机功率

数据的 ICEEMDAN 分解结果

Figure 6    ICEEMDAN decomposition results of load data 

at node 7 and WT output data at node 16

4.2    基于 ICEEMDAN‑TA‑LSTM 的负荷和风电功

率预测结果对比分析

将 节 点 16 的 风 电 功 率 数 据 的 分 解 序 列（
-
I MF1~

-
I MF8、Re）和相 应 的 日 气 象 数 据 作 为 输 入 数 据 ，以 风

电 功 率 历 史 数 据 的 前 70% 作 为 训 练 集 ，后 30% 作

为测试集。对 2017 年 11 月 27 日 24：00 为起始时刻

的未来 24 h 进行风电功率预测，获取到 28 日 0~24 h
风电功率变化预测结果。未来 0~24 h 风电功率变

化趋势用同样的方法获得，这里以节点 7 的负荷为例

并进行预测。本文对于预测模型的性能，采用文献

［26］中 所 用 的 均 方 根 误 差（root mean square error，

RMSE）、平 均 绝 对 误 差（mean absolution error，

MAE）和拟合优度系数（R2）作为指标对预测结果进

行评估。

1） 风电功率预测结果分析。

首先，为了检验所提 IMRFO 算法对 TA⁃LSTM
模 型 参 数 的 优 化 性 能 ，本 文 将 IMRFO 算 法 与 原 始

MRFO、PSO 和 GA 算法进行对比，设置各算法参数，

即种群规模为 10，迭代次数上限为 20。 TA⁃LSTM
的输入步长 ld、学习率 la、隐藏层神经元个数 ln 等参数

的搜索范围分别为［1，20］、［0.001，0.01］和［1，100］，

利 用 RMSE 作 为 TA⁃LSTM 网 络 的 适 应 度 来 进 行

搜索，各算法的适应度值迭代变化如图 7 所示。
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图 7    各优化算法的适应度值变化曲线

Figure 7    Change curve of fitness value of each 
optimization algorithm

由图 7 可知，PSO、GA 算法相较于 MRFO 算法

寻 优 能 力 差 ，极 易 陷 入 局 部 最 优 ，所 得 适 应 度 值 较

大 ；通过对比 IMRFO 与 MRFO 算法，IMRFO 的寻

优 能 力 更 强 ，所 得 适 应 度 值 更 小 ，表 现 出 良 好 的 寻

优性能，也表明本文对 MRFO 算法改进策略的有效

性 。 因 此 ，对 于 TA⁃LSTM 模 型 超 参 数 优 化 性 能 ，

所 提 IMRFO 算 法 优 于 原 始 MRFO、PSO 和 GA 算
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法，也表明本文对 MRFO 算法改进策略的有效性。

IMRFO 算法的超参数在迭代中的变化情况如

图 8 所示，可知 IMRFO 算法最终寻优 TA⁃LSTM 模

型的超参数分别为步长 ld=20、学习率 la=0.020 2、

隐藏层神经元个数 ln=73。因此，在后续分析中，均

将 IMRFO 算 法 作 为 对 模 型 的 超 参 数 的 优 化 方 法 。

进一步，为验证本文所提的 ICEEMDAN⁃TA⁃LSTM
模型的预测性能，将所提方 法 、TA⁃LSTM（超 参 数

优化）、TA⁃LSTM 和 LSTM 模型进行对比，各模型

的风电功率负荷预测结果如图 9 所示，预测性能如

表 1 所示。
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图 8    IMRFO 算法的各超参数寻优变化

Figure 8    Optimization changes of each hyperparameter of 
IMRFO algorithm
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图 9    不同模型的风电功率预测结果

Figure 9    WT output prediction results of different models

表 1    风电功率预测结果的评价指标比较

Table 1    Comparison of evaluation indexes of WT 
output prediction results

预测模型

本文方法

TA⁃LSTM（超参数优化）

TA⁃LSTM

LSTM

eRMSE/kW

26.946 6

58.956 3

63.883 6

88.223 4

eMAE/kW

19.575 7

43.741 3

47.581 3

69.280 2

R2

0.986 3

0.934 5

0.923 1

0.853 3

通过对图 9 和表 1 的结果进行数值分析可知，本

文所提 ICEEMDAN⁃TA⁃LSTM 模型相较于 LSTM
模型，RMSE 降低了 66.06%、MAE 降低了 71.74%、

R2提升了 13.48%，说明所提 ICEEMDAN⁃TA⁃LSTM
模型相对于最基础的 LSTM 模型具有显著提升；相

较 于 TA⁃LSTM（超 参 数 优化）模型，RMSE 降低了

54.29%、MAE 降低了 55.24%、R2 提升了 5.54%，表

明引入模态分解方法可以有效提升神经网络处理非

稳 定 性 时 序 数 据 的 效 果 ；相 较 于 TA⁃LSTM 模 型 ，

RMSE 降 低 了 57.82%、MAE 降 低 了 58.86%、R2 提

升了 6.85%，表明引入模态分解以及智能优化具有

良好的适配性，同时引入这 2 个机制能够有效提升模

型预测精确性。

2） 负荷预测结果分析

对节点 7 的负荷功率进行与上述同样的对比分

析，负荷预测结果如图 10 所示，各模型预测性能如表

2 所示。通过对负荷的预测结果进行分析也能得到类

似结果，说明本文所提 ICEEMDAN⁃TA⁃ LSTM 模

型要优于其他 3 个对比模型，具有优异的预测性能。
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图 10    不同模型的负荷预测结果

Figure 10    Power load prediction results of different models

表 2    负荷预测结果的评价指标比较  
Table 2    Comparison of evaluation indexes of power load 

prediction results

预测模型

本文方法

TA⁃LSTM（超参数优化）

TA⁃LSTM
LSTM

eRMSE/kW
0.802 6
2.018 1
2.121 4
3.011 4

eMAE/kW
0.646 1
1.450 9
1.590 7
2.454 8

R2

0.972 0
0.823 0
0.804 4
0.605 8

4.3    基于 ICEEMDAN‑TA‑LSTM 预测模型的运行

态势获取及结果分析

为 获 取 主 动 配 电 网 的 短 期 运 行 态 势 ，首 先 ，根

据本文所提 ICEEMDAN⁃TA⁃LSTM 模型获取所有

节 点 负 荷 和 风 电 功 率 的 预 测 结 果 ；然 后 ，在 获 取
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IEEE 33 节点系统未来 24 h 负荷和风电功率的变化

趋 势 后 ，通 过 多 时 间 断 面 的 潮 流 计 算 分 析 ，分 别 得

到 未 来 24 h 中 系 统 每 个 节 点 的 电 压 越 限 裕 度 指 标

和每条支路的负载严重度指标，如图 11、12 所示。
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Figure 11    The node voltage over⁃limit margin 
index of each node
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图 12    各支路负载严重度指标

Figure 12    The branch load severity index of each branch

从图 11 可以看出，负荷和风电功率预测值的节

点电压越限裕度指标均处在［0.95，1.00］范围内，指

标正常范围为［0.94，1.06］，故无节点电压存在越限

情况，各节点电压处于正常状态。负荷和风电功率

预 测 值 支 路 负 载 严 重 度 指 标 见 图 12，其 值 均 处 在

［0.0，0.7］的正常运行范围内，但支路 22、23 的负载

严重度指标长时间接近 0.7，存在重载运行风险。为

了评估节点电压越限裕度指标和支路负载严重度指

标运行态势预测结果的准确性，利用 MAE 进行量化

分析，基于负荷和风电功率的真实值和预测值，得到

每个时间断面上各节点的电压越限裕度指标和各支

路的支路负载严重度指标的 MAE，如图 13 所示。显

然 ，各 节 点 的 电 压 越 限 裕 度 指 标 的 MAE 均 低 于

1.3×10-3 p. u.，各 节 点 的 电 压 相 角 MAE 均 低 于

1.5×10-2 p.u.，效果比较精确。因此，本文所提预测

模型能够对全网各节点、支路的节点电压越限裕度和

支路负载严重度指标等运行态势进行精确预测。
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图 13    节点电压越限裕度和支路负载严重度

指标的平均绝对误差

Figure 13    MAE of node voltage over⁃limit margin index 
and branch load severity index 

各 节 点 电 压 和 各 支 路 电 流 的 波 动 系 数 指 标 如

图 14 所示，由负荷和风电功率的真实值和预测值所

得到的波动系数指标基本吻合。其中，节点 15、16、

17 的电压波动系数指标值较高，支路 7、30、31 的电

流波动系数指标值较高，表明这些节点和支路的运

行态势受分布式电源和负荷波动的影响程度大，需

要重点关注。
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Figure 14    Fluctuation index of node voltage and current 
of each branch

184



刘     舒，等：基于 ICEEMDAN⁃TA⁃LSTM 模型的主动配电网短期运行态势预测第 38 卷 第 6 期

5    结语

本文以改进的 IEEE 33 节点系统为典型案例，

利用模态分解及 IMRFO 算法优化的 TA⁃LSTM 模

型实现配电网风电功率预测及负荷预测，并利用电

压 越 限 裕 度 、支 路 负 载 严 重 度 和 电 压/电 流 波 动 指

标表征主动配电网未来运行态势。

1） 融合三重注意力机制的 LSTM 网络能够高

效 挖 掘 时 序 信 息 的 内 相 关 性 以 及 信 息 间 的 互 相 关

性，充分提高 LSTM 网络的预测精度。

2） ICEEMDAN 方 法 可 以 将 不 规 则 和 波 动 性

强的输入样本分解成若干规则序列，提高模型整体

精 度 。 同 时 ，引 入 的 IMRFO 算 法 可 以 自 动 进 行 神

经 网 络 超 参 数 调 整 ，与 ICEEMDAN 算 法 有 较 好 的

适配性。

3） 提出的节点电压越限裕度、支路负载严重度

和节点电压/支路电流的波动系数指标可以直观地

反应配电网的运行态势，进一步实现直观精确的态

势理解，感知主动配电网的运行轨迹。

考虑主动管理措施的影响，并开展主动配电网

的优化运行以及运行趋势预警的相关研究，将作为

后续的工作重点。
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