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基于设备特征多层优选和 CNN⁃NLSTM
模型的非侵入式负荷分解
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摘 要：非侵入式负荷分解技术可以有效挖掘用户侧设备信息，是电网开展用户负荷互动响应的基础。针对目前

非侵入式负荷分解模型适应性较差及准确率较低等问题，提出一种基于设备特征多层优选的非侵入式负荷分解模

型。首先，针对设备运行特性设计自适应滑动数据窗，进而获取到更加完整的设备功率片段，同时调整网络输入输

出维度；其次，通过融合浅层卷积神经网络（CNN）与两层嵌套长短时记忆网络（NLSTM）提取并加深设备特征；然

后，将其输入到改进的注意力机制中，通过调配特征权重，获得最优的设备特征序列；最后，在 REDD数据集上进行

实验分析，通过对设备特征多层选择、加深与复用在减小训练时间的同时，显著地提升负荷分解的准确率。
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Non‑intrusive load disaggregation based on multiple optimization of
appliance features and CNN‑NLSTM model
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Abstract：Non⁃intrusive load disaggregation technology can effectively mine the appliance information of customers，
which is the basis to carry out interactive customer load response by the grid company. The conventional non⁃intrusive load
disaggregation technology has several drawbacks，such as limited scope of application and low accuracy. In this paper，a
non⁃intrusive load disaggregation model with multiple optimization selection of appliance characteristics is proposed. First，
an adaptive sliding data window is designed for appliance operation characteristics to obtain a more complete power
segment and to adjust the network input and output dimensions. Second，the appliance features can be extracted and
deepened by fusing shallow convolutional neural networks（CNN） with two⁃layer nested long and short⁃term memory
networks（NLSTM），which is further fed into an improved attention mechanism to obtain the optimum appliance feature
sequence by adjusting the feature weights. Finally，experimental analysis on the REDD dataset shows that the multiple
selection，deepening and reusing of appliance features can significantly improve the accuracy of load decomposition while
reducing training time.
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非侵入式负荷监测（non‐intrusive load monitor‐
ing，NILM），又称作负荷分解［1］，可以将用户总耗

电量分解为各个设备的功率片段，为用户及负荷聚

合商提供清晰、充分的用电信息［2］。NILM可以帮

助居民用户降低至少 15%的能源消耗［3］，还可用于

设备故障检测、设计电费激励等。NILM 最早由

Hart于 1992年提出［4］，仅需在用户总线入口安装测

量点位，具有更加经济、有效的优点。经过长时间

的发展与研究，NILM已日趋成熟。与此同时，深度

学习在数字图像处理与识别、信号分析等领域已经

获得快速发展，为数据处理提供了端对端的处理方

案［1］。文献［5］首次将深度学习应用在 NILM任务

上，采用长短时记忆网络（long short‐term memory，
LSTM）、降噪自动编码器（denoising autoencoder，
DAE）和一种回归分析的神经网络在 UK‐DALE数

据集上进行验证，在增加神经网络复杂度的代价

下，取得了较传统方法更为优秀的分解效果；文

献［6］提出序列到点模型，将网络的表达能力集中

于输出的中点，以产生更加准确的分解效果，但在

此过程未完全利用网络的计算能力；文献［7‐8］分别

在 序 列 到 序 列 模 型（seq2seq）和 序 列 到 点 模 型

（seq2point）上进行改进，为模型叠加复杂的时空注

意力机制，虽然取得了较好的分解效果，但增加了

网络复杂度与训练耗时；文献［9］利用深度循环长

短期记忆网络的表征能力，自适应地解决设备数量

增加出现的多维问题 ，取得了较为优越的分解

效果。

为了获得更好的性能，网络的深度不断增加。

同时，模型在训练过程中面临着梯度爆炸和梯度消

失的退化问题［10］。虽然现有的一些模型在简单设

备的混合情况下可以获得良好的分解性能［11］，但其

在不同的目标设备或环境下迁移性差，并不能表现

出较好的分解准确率。这是因为它们仅关注网络

结构对当前设备的拟合性，没有针对设备特征进行

自适应提取与应用。良好的设备特征序列可以使

得网络模型更具表征能力，在提升负荷分解准确率

的同时，减少时间损耗。

针对此问题，本文对设备特征的提取、选择与

加深，充分利用不同网络层的特性，在网络层中形

成良好的特征流，从而达到更加准确、快速的负荷

分解效果。

本文将针对目标设备采用 4次特征提取措施。

首先，seq2seq［12］、seq2point［6］等模型通过神经网络

模型学习总负荷与目标设备功率序列间的非线性

关系。若采集时间较长，输入输出的数据量也会显

著增加，造成时间与运算资源的损耗。通过对输入

序列进行滑窗分割［13］可以有效解决该问题。但目

前多数模型的窗宽较为固定，不能有效针对目标设

备进行调整，无法获得更加准确的分解效果。因

此，本文通过设计自适应滑窗，根据设备特性对窗

宽进行调节，以囊括更加完整的功率片段，并借此

优化网络模型输入、输出维度。这样不仅可以减小

网络复杂度，同时带来时间收益。其次，采用浅层

卷积网络（convolutional neural networks，CNN）将

经由滑窗输入的设备序列片段抽象化，提取包括时

间特征、运行特征、使用特征等在内的各项隐含特

征，并将逐层加深的设备特征流输入到两层嵌套长

短 时 记 忆 网 络（nested long short‐term memory，
NLSTM）内。由于 NLSTM特有的内外存储单元，

将进一步对时间特征进行强化记忆，并送入到改进

的注意力机制内。最后，通过改进的注意力机制将

原特征流与权值调配后的特征流融合，在增强全局

特征的同时，有效地利用局部特征，从而较大程度

提升负荷分解正确率。

该模型通过信号处理技术与神经网络层特性

完成四层设备特征提取、加深与选择，与目前使用

广泛的 seq2point、seq2seq模型及基于注意力机制的

seq2seq模型［7］相比，取得了更加准确和快速的负荷

分解效果。

1 算法原理

1.1 自适应设备滑窗

本文依据设备类型对窗宽自适应调整，以使滑

窗分割得到的功率片段更加完整，这将利于模型学

习设备功率序列与总负荷间的非线性映射关系。

针对设备特性自适应更改滑窗窗宽，可以保证输入

深度学习模型内的设备功率序列更具代表性，完成

第一层设备特征的选择与加深。

自适应调整窗宽需要考虑原始数据的采样频
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个数决定其提取特征的能力，个数较多时将可以提

取到更多的特征。而过多将会导致过拟合，因为本

模型卷积核个数逐层增加，提取到更加完整的设备

特征。使用多种尺寸的卷积核可以有效捕捉数据

的多尺度特征，弥补单尺度卷积层信息不足的缺

陷，进一步提升模型性能。

NLSTM仅需设置隐藏单元数，其值决定着对

设备时间特征提取的能力，过大将涵盖较多的短时

信息 ，过小将无法完整提取长时特征。故最终

CNN‐NLSTM模型各网络层参数设定如表 2所示。

表 2 CNN‐NLSTM参数

Table 2 Parameters for CNN‐NLSTM

1.3 改进注意力机制

注意力机制本质上是对特征权重的再次分配，

将根据特征的重要性以调配不同的计算资源［16］，等

同于对特征的再一次选择与复用。传统的注意力

机制在完成对输入特征的偏好后，仅输出被偏好后

的特征，此时的特征并没有完全结合目标设备，仅

能代表其部分特征。为消除这种影响，本文通过对

传统注意力机制的输入输出进行更改，将输入到注

意力机制的特征与经注意力机制调配权值的特征

进行融合，以达到更加准确的特征偏好，改进后的

注意力机制架构如图 3所示。

H1 H2 … Hn

S S S

an

SoftMax

a2a1

…

…

a

改
进

图 3 改进注意力机制架构

Figure 3 Improved attention mechanism architecture

其中，S为注意力打分函数，ai构成的概率向量即为

注意力分布，Hi为前置NLSTM输出的特征流。

本文将经由 NLSTM提取后的设备特征输入

到注意力机制中，根据特征重要性分配不同权值，

凸显全局特征，隐匿局部特征。但这一步骤可能会

忽略某些特征的重要性，通过将输入注意力机制前

后的特征融合，构成融合特征。此时的全局特征同

样会更加明显，而局部特征也会占有一定权值，可

以达到更加准确的特征提取与融合。

1.4 负荷分解流程

本文不依赖于对网络的加深与复杂化，合理地

利用不同网络层特性，着眼于设备特征提取、选择

与运用，逐步加深，进而提高负荷分解的准确率。

同时，为了防止过拟合，在网络模型中添加随机辍

学（dropout）机制。如图 4所示，其完整的流程如下：

1）根据设备类别自适应计算网络窗宽，增加对

设备正常运行时功率数据的读入率；

2）利用浅层 CNN提取并加深设备特征，并将

其流入NLSTM网络；

3）NLSTM网络进一步加深其时间特征，将特

征混合后流入改进注意力机制；

4）改进注意力机制将原始特征与偏好特征再

次融合，送入全连接层；

5）全连接利用激活函数（linear）完成预测。

自适应滑窗窗宽

设备类型

目标设备

设备序列

分割

网络输入输出
序列长度

三层 CNN

两层 NLSTM

改进注意力机制

分解序列

特征流 数据流 设定

+

图 4 负荷分解算法流程

Figure 4 Load disaggregation algorithm process

2 实例分析

2.1 实验环境

本文硬件环境为 Intel（R）CoreTM i9‐9900K
CPU @3.6 GHz，32G DDR4内存及 GeForce RTX
2080 Super（16 GB显存）的 64位计算机。软件平台

率，其决定着采集过程中负荷片段中的可用数据

量。同时，若在预处理过程中使用欠采样，数据点

数也会相应地更改。除开采样因素外，设备的类型

也需要纳入考虑范围内，其独特的使用特征或者运

行特征都将影响其正常运行的功率片段长度，则自

适应滑窗窗宽定义为

W '=W ⋅ fs ⋅ fR + LA （1）
式中，fs 为原始数据的采样频率；fR 为欠采样频率

（若不使用，则为 1）；W为原始窗宽（一般取为 599）；

LA为设备特性序列长度，其取决于设备的特征，其

对应关系如表 1所示。

表 1 设备类别及 LA取值

Table 1 Appliance class and LA value

设备类别

永久激活

多状态运行

状态持续变化

开/关两态

LA

399

250~399

0~250

0

相关设备

冰箱，净水器

洗衣机

空调

水壶、白炽灯

1.2 CNN‑NLSTM模型

CNN‐NLSTM模型由 CNN、NLSTM［14］组成，

其架构如图 1所示。

自适应滑窗 CNN NLSTM

数据流 特征流 特征流

图 1 CNN‐NLSTM架构

Figure 1 CNN‐NLSTM architecture

经由滑窗分割后的总负荷及目标设备功率片

段输入到 CNN中，经由 CNN将多个时间点下的负

荷数据抽象，对全局特征进行抽取并逐层加深，完

成第 2次设备特征的抽取与选择。设备特征继续输

入到 NLSTM中，根据其特性，对设备功率的时间

特征进一步提取与加深，完成第 3次设备特征的抽

取、选择与融合。

LSTM是典型具有改善梯度消失的记忆神经

单元，能够较好地根据此前的经验知识对内部存储

单元状态进行调整，完成对长短期记忆的自适应与

使用。但是，在面对较长时间序列时，不能完成特

征的整合与传递［15］。而 NLSTM则通过将 LSTM
单元进行嵌套，构成内外记忆单元，方便存储并随

时提取长期的时间特征，其结构如图 2所示。

C͂ tC͂ t- 1

Ct- 1 Ct

htht- 1

xt

ht

ft

h͂ t-1 xt~

ot~

otit

σ f~ σ i~ σc~ σo~

σh~

ft
~

σh

σ f σ i σc σo

it
~

图 2 NLSTM单元架构

Figure 2 NLSTM unit architecture

NLSTM由内外两层存储单元嵌套而成，图 2
中虚线包裹的为内部存储单元。外部存储单元可

随时访问并修改内部存储单元，二者共同完成与当

前情景最为相关的长期信息的选择与存储，短暂的

信息将会被遗忘，从而形成对目标设备长期时间特

征的选择与强记忆。较传统的 LSTM具有了更强

的鲁棒性。

NLSTM记忆单元的输入与隐藏状态的更新方

式为

h͂ t- 1 = ft⊙c t- 1 （2）
x͂ t= i t⊙σ c( )x tW xc + h t- 1W hc + b c （3）

式（2）、（3）中，h͂ t- 1为 t- 1时刻记忆单元的输出，其

由激活函数 f t及存储单元状态 c t- 1决定；x͂ t为 t时刻

记忆单元的输入，其由外部数据输入 x t、输入到记忆

权值W xc、输出到记忆权值W hc、t-1时刻NLSTM单

元的输出 h t-1、偏置 b c、激活函数 σ c及外部单元输入 i t

计算得到。而传统的 LSTM的记忆单元更新仅为

c t= h͂ t- 1 + x͂ t （4）
相较之下，NLSTM可以对输入的信息及此前

的记忆信息进行丰富的比对，并对其进行选择记忆。

不同于 LSTM纯粹的相加，它不仅可以节约运算资

源，还能对长期时间特征进行强记忆，利于对设备特

征的全局把控，从而提高负荷分解的准确率。

CNN‐NLSTM模型作为特征提取中重要一环，

其输入输出维度取决于自适应设备滑窗窗宽W '。
卷积层性能主要由卷积核个数、尺寸决定。卷积核
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个数决定其提取特征的能力，个数较多时将可以提

取到更多的特征。而过多将会导致过拟合，因为本

模型卷积核个数逐层增加，提取到更加完整的设备

特征。使用多种尺寸的卷积核可以有效捕捉数据

的多尺度特征，弥补单尺度卷积层信息不足的缺

陷，进一步提升模型性能。

NLSTM仅需设置隐藏单元数，其值决定着对

设备时间特征提取的能力，过大将涵盖较多的短时

信息 ，过小将无法完整提取长时特征。故最终

CNN‐NLSTM模型各网络层参数设定如表 2所示。

表 2 CNN‐NLSTM参数

Table 2 Parameters for CNN‐NLSTM

网络层

input

conv1

conv2

conv3

NLSTM1

NLSTM2

参数

（None，W '）

30，10，步长为 1

40，8，步长为 1

50，5，步长为 1

隐藏单元数：128

隐藏单元数：128

输出

（None，W '）

（None，W '，30）

（None，W '，40）

（None，W '，50）

（None，W '，256）

（None，W '，256）

1.3 改进注意力机制

注意力机制本质上是对特征权重的再次分配，

将根据特征的重要性以调配不同的计算资源［16］，等

同于对特征的再一次选择与复用。传统的注意力

机制在完成对输入特征的偏好后，仅输出被偏好后

的特征，此时的特征并没有完全结合目标设备，仅

能代表其部分特征。为消除这种影响，本文通过对

传统注意力机制的输入输出进行更改，将输入到注

意力机制的特征与经注意力机制调配权值的特征

进行融合，以达到更加准确的特征偏好，改进后的

注意力机制架构如图 3所示。
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图 3 改进注意力机制架构

Figure 3 Improved attention mechanism architecture

其中，S为注意力打分函数，ai构成的概率向量即为

注意力分布，Hi为前置NLSTM输出的特征流。

本文将经由 NLSTM提取后的设备特征输入

到注意力机制中，根据特征重要性分配不同权值，

凸显全局特征，隐匿局部特征。但这一步骤可能会

忽略某些特征的重要性，通过将输入注意力机制前

后的特征融合，构成融合特征。此时的全局特征同

样会更加明显，而局部特征也会占有一定权值，可

以达到更加准确的特征提取与融合。

1.4 负荷分解流程

本文不依赖于对网络的加深与复杂化，合理地

利用不同网络层特性，着眼于设备特征提取、选择

与运用，逐步加深，进而提高负荷分解的准确率。

同时，为了防止过拟合，在网络模型中添加随机辍

学（dropout）机制。如图 4所示，其完整的流程如下：

1）根据设备类别自适应计算网络窗宽，增加对

设备正常运行时功率数据的读入率；

2）利用浅层 CNN提取并加深设备特征，并将

其流入NLSTM网络；

3）NLSTM网络进一步加深其时间特征，将特

征混合后流入改进注意力机制；

4）改进注意力机制将原始特征与偏好特征再

次融合，送入全连接层；

5）全连接利用激活函数（linear）完成预测。

自适应滑窗窗宽

设备类型

目标设备

设备序列

分割

网络输入输出
序列长度

三层 CNN

两层 NLSTM

改进注意力机制

分解序列

特征流 数据流 设定

+

图 4 负荷分解算法流程

Figure 4 Load disaggregation algorithm process

2 实例分析

2.1 实验环境

本文硬件环境为 Intel（R）CoreTM i9‐9900K
CPU @3.6 GHz，32G DDR4内存及 GeForce RTX
2080 Super（16 GB显存）的 64位计算机。软件平台
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为 Windows‐10专业版操作系统，Python 3.6.2（64
位）及TensorFlow 1.4深度学习框架。

2.2 数据集

本文选取麻省理工学院 2011年发布的 REDD
数据集［17］进行模型的训练和测试，从 2011年 4月到

2011年 5月对 5户美国家庭的总功率及常用设备的

有功功率信息进行统计，总功率采样间隔为 1 s，设
备采样间隔为 3 s。

本文将训练数据及测试数据完全分离，训练及

测试样本选择如表 3所示。

表 3 训练及测试集选取

Table 3 The selection for training and testing dataset

设备

冰箱

微波炉

洗衣机

洗碗机

训练

1，3，6

1，3

1，3，4，6

1，3，4

测试

2，5

2，5

2，5

2，5

利用NILM‐TK［18］内的Electric.get_activation（）

从原始数据集中提取目标设备正常运行阶段时的

各项指标，为了保证提取到的目标设备的功率片段

与实际情况接近，各设备的激活参数如表 4所示。

网络的输入序列样本由总数据滑窗分割得到，

标签序列由设备级数据滑窗分割得到。在开始训

练模型前，对每一对训练样本进行归一化，所有的

训练及标签样本都减去均值。而后除以标准差，使

得所有值均落在［0，1］内，测试集同理。

表 4 REDD负荷激活提取参数

Table 4 REDD parameters for extracting load activations

设备

冰箱

微波炉

洗衣机

洗碗机

W '/

点

599

200

500

450

功率阈值/

W

50

200

20

10

功率均值/

W

200

500

400

700

功率方差/

W

400

800

700

1 000

2.3 评价指标

为了更加直观地对比各模型的性能表现，本文

选取 F1分数、准确率 Acc、平均绝对误差MAE作为评

价模型的 3个指标：

F 1 = 2×
P re ⋅R ec

P re + R ec
（5）

A cc =
TP + TN

TP + TN + FP + FN
（6）

MAE =
1
T∑t= 0

T

|| ŷ t- y t （7）

精准率 P re及召回率 R ec分别为

P re =
TP

TP + FP
（8）

R ec =
TP

TP + FN
（9）

式（5）~（9）中，yt 为 t时刻目标设备的真实有功功

率；ŷ t 为 t时刻模型的分解功率；MAE为时间 T内分

解值与真实值间的平均绝对误差，其值越小，分解

值与真实值越接近，模型的拟合能力则越强；TP、

FP、FN、TN分别为真阳性、假阳性、假阴性与真阴性，

其统计方式如图 5所示。

TN TP FP FN

分解值真实值

‘0’

‘0’

图 5 TP、FP、FN、TN统计方式

Figure 5 Statistics of TP，FP，FN，TN

2.4 负荷分解结果

本文选取 2、5号家庭用电情况作为测试样本，

将家庭总负荷输入到训练后的模型中，分解得到目

标设备在每个采样点的有功功率。将 2号家庭总功

率序列输入到训练后的设备模型中，分解得到各设

备功率序列，截取其中部分工作区间，真实功率与

分解功率对比如图 6所示，

由图 6可知，对于选定的 4种设备，本文模型负

荷分解准确性较高，且跟踪趋势好。对于冰箱，虽

然其出现了功率尖刺，但本文模型的功率分解值依

然保持正常，这说明本文模型不存在过拟合现象，

能够较好地保证分解功率的正确性。

2、5号家庭所选取的设备相同，不重复展示其

可视化结果，其中 2号家庭设备序列数据共 150 181
条，5号家庭设备序列数据共 183 544条。经模型分

解后的详细指标如表 5所示。
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0

功
率

/（
10

2
W
）

109 250
109 500

109 750
110 000

110 250
110 500

时间序列/点

真实值 分解值

（a）洗衣机

12.5

10.0

7.5

5.0

2.5

0.0

功
率

/（
10

2
W
）

510 515

时间序列/（102 点）

真实值 分解值

520 525 530 535 540

（b）洗碗机

15

10

5

0

功
率

/（
10

2
W
）

时间序列/（103 点）

真实值 分解值

93 94 95 96 97 98 99

（c）冰箱

20

15

10

5

0

功
率

/（
1

0
2

W
）

65

时间序列/（103 点）

真实值 分解值

70 75 80 85

（d）微波炉

图 6 2号家庭各用电器真实功率与模型分解功率对比

Figure 6 Comparison of actual working power and predicted
working power of 4 electric appliances in house 2

表 5 不同测试集下指标对比

Table 5 Comparison of metrics under different test sets

设备

洗衣机

洗碗机

冰箱

微波炉

2号家庭

MAE

8.90
13.41
8.60
13.10

Acc

98.03
94.52
96.47
93.30

F1

87.12
91.03
90.34
88.49

5号家庭

MAE

9.13
11.37
8.45
12.61

Acc

97.12
95.47
96.99
92.75

F1

86.33
92.56
90.85
89.03

由表 5可知，本文模型在完成训练后具有较好

的迁移能力，能够在不同测试集中发挥出较好的分

解效果，不存在对某一测试集过拟合现象。

2.5 性能对比

模型主体由自适应滑窗与 CNN‐NLSTM网络

构成，改进的注意力机制优化了设备特征权值的分

配，进一步提升了负荷分解的准确率。其中，微波

炉、洗碗机与洗衣机的MAE明显减小。冰箱由于其

功率特性稳定且永久激活，设备特征提取完整，故

指标提升不明显。加入注意力机制前、后的MAE如

图 7所示，F1分数与Acc如表 6所示。

16

15

14

13

12

11

10

9

8

M
A

E

添加后
添加前

9.6

8.9 8.97
8.60

13.41

14.64
15.4

13.1

洗衣机 洗碗机 冰箱 微波炉

设备

图 7 添加注意力机制前、后MAE对比

Figure 7 Comparison of MAE before and after adding
the attention mechanism

表 6 添加注意力机制前、后 F1与Acc对比

Table 6 Comparison of F1 and Acc before and after
adding the attention mechanism

设备

洗衣机

洗碗机

冰箱

微波炉

F1

添加前

86.73
89.94
90.19
86.51

添加后

87.12
91.03
90.34
88.49

Acc

添加前

96.91
93.72
96.25
91.06

添加后

98.03
94.52
96.47
93.30

为了全面评价模型的整体性能，选取RNN、GRU
算法、seq2seq、seq2point、基于注意力机制的 seq2seq
模型与本文算法进行对比，上述模型参数均按照原文

献进行设定。各模型MAE如表 7所示。
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表 7 各模型MAE对比

Table 7 Comparison of each mode’s MAE

设备

洗衣机

洗碗机

冰箱

微波炉

各模型MAE

RNN

19.1

44.8

38.4

37.8

GRU

29.5

32.6

28.8

30.2

seq2seq

23.3

27.7

28.1

23.69

seq2point

13.7

15.1

23.8

28.4

文献［7］

9.14

14.27

12.61

15.49

本文

8.90

13.41

8.60

13.10

结果表明，相较于其他方法，本文模型的平均

绝对误差更小，识别的准确率更高；而 seq2point模
型与基于注意力机制的 seq2seq模型次之，能取得

较好的负荷分解准确率。因此，本文着重选取这 2
种方法进一步对比分析，3种方法在 F1分数与 Acc

的结果如图 8所示。洗碗机在原基础上提高了对

工作状态的准确判断，提升功率序列拟合程度；冰

箱减少了对异常状态特征的提取；微波炉分解效果

提升较为显著，能够稳定分解工作时功率；洗衣机

进一步增加对正常工作时的有功功率的跟踪能力。

100

90

80

70

F
1

本文模型
文献［7］
seq2point

洗衣机 洗碗机 冰箱 微波炉

87.12
86.36

91.03
89.71

88.29
90.34

87.5

80.43

88.49

85.42

71.97

80.32

设备

（a）F1分数

100

98

96

94

92

90

88

86

A
cc

洗衣机 洗碗机 冰箱 微波炉

本文模型
文献［7］
seq2point

98.03
97.44

95.34
94.52

93.82
92.62

96.47

94.93

90.83

93.3

92.06

87.31

设备

（b）Acc

图 8 各模型 F1分数与Acc对比

Figure 8 Comparison of F1 score and Acc of each model

深度学习依赖于大量数据及网络结构，若其超

参数众多，则造成训练时间的大量损耗。而轻量级

模型超参数较小，时间损耗低，且迁移性更强。本

文模型、seq2point模型与基于注意力机制的 seq2seq
模型在超参数数量和训练时间的对比如表 8所示。

模型的训练并未采用 GPU加速［20］，故训练时间计

量单位为min。训练后的模型可以直接用于实际使

用，无需再次训练。

结果表明，本文模型相对于 seq2point模型和基

于注意力机制的 seq2seq模型，可以较好地减少超

参数数量和训练时间，并且保证较高的分解准确

率。因此，本文模型不仅减少了运算资源与训练时

间的消耗，而且保证了较高的负荷分解准确率。

表 8 模型的超参数及训练时间对比

Table 8 Comparison of hyperparameters and
training time of models

设备

洗衣机

洗碗机

冰箱

微波炉

本文

训练

参数

29 044 153

26 164 153

19 488 427

5 363 653

训练时

间/min

49

37

26

12

seq2point

训练

参数

30 708 249

30 708 249

30 708 249

30 708 249

训练时

间/min

61

61

61

61

文献［7］

训练

参数

31 321 199

31 321 199

31 321 199

31 321 199

训练时

间/min

167

99

52

86

3 结语

本文提出一种基于设备特征多层优选的非侵入式

负荷分解方法。该方法仅需要将低频采样的设备有功

功率序列数据经自适应滑窗送入CNN‐NLSTM模型

中，进行多次的特征选择与复用，并在输出前由改进

注意力机制对其进行特征权重调配，达到更加高效准

确的辨识。在整个模型中，总共实现了四层设备特征

的选择与复用。该模型充分利用设备特征及网络层

特性，大幅度减小训练参数。通过在REDD数据集进

行实验 ，可以得到本文模型与目前使用广泛的

seq2seq、seq2point 模 型 以 及 基 于 注 意 力 机 制 的

seq2seq模型相比，有效提升了负荷辨识精度，并减少

了网络模型复杂度，具有较好的普适性。未来可通过

迁移学习进一步减少训练成本，增强模型的实用性。
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