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基于 ARIMA⁃LSTM⁃RBF 组合模型的风机

出力短期预测

郑文杰 1，谭慧娟 1，赵瑞锋 1，徐展强 1，蔡     煜 2，朱欣悦 2 
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摘     要：为响应中国“双碳”目标，以风电为代表的新能源在电网出力中的比重不断提升，有效的风机出力预测对于

提前制定电网的调度与发电计划尤为重要。由于风电数据具有不规则性强、季节性强等特点。为此，针对单模型

预测方法无法解决风电间歇性的同时保证预测精度的问题，提出一种利用差分自回归移动平均（autoregressive 
integrated moving average， ARIMA）时间序列、长短期记忆（long short⁃term memory， LSTM）网络和径向基函数

（radial basis function， RBF）神经网络建立组合模型对某地区风机出力进行短期预测。首先，进行数据预处理及序

列平稳性分析与处理，得到平稳性序列并通过 ARIMA 预测，其次，将不满足残差白噪声分析判定的不规则数据通

过 LSTM 预测；然后，使用 RBF 神经网络学习和模拟得出预测值以提升精度；最后，基于某风电接入系统数据进行

仿真。通过与其他单一模型预测方法对比，结果表明：所提出的组合模型预测方法能够对季节性强和不规则性强

的风电数据进行预测并且有更好的预测精度，为相应设备的运行与调度提供参考，提升供电可靠性。

关     键     词：风机出力短期预测；ARIMA 时间序列；LSTM；RBF 神经网络

DOI：10.19781/j.issn.1673⁃9140.2024.04.018        中图分类号：TM863        文章编号：1673⁃9140（2024）04⁃0153⁃07

Short‑term output prediction of wind turbine based on 
ARIMA‑LSTM‑RBF combined model
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Abstract： In response to China's "dual carbon" goals， the proportion of new energy sources， represented by wind 

power， in the power output for power grids continues to increase. Effective wind turbine output prediction is particularly 

important for formulating grid scheduling and power generation plans ahead of time. Due to the strong irregularity and 

seasonality of wind power data， a single model prediction method cannot solve the problem of wind power intermittency 

while ensuring prediction accuracy. To address this， a combined model using the autoregressive integrated moving 

average （ARIMA） time series， long- and short-term memory （LSTM） network， and radial basis function （RBF） 

neural network is proposed for short-term prediction of wind turbine output in a certain region. First， data preprocessing 

and sequence stationarity analysis are performed to obtain a stationary sequence and predict it through ARIMA. 

Secondly， irregular data that do not meet the criteria of residual white noise analysis are predicted through LSTM. Then， 

the RBF neural network is used to learn and simulate the predicted values to improve accuracy. Finally， simulations are 

conducted based on data from a wind power station. Compared with other single model prediction methods， the results 
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show that the proposed combined model prediction method can predict wind power data with strong seasonality and 

irregularity and has better prediction accuracy， providing a reference for the operation and scheduling of corresponding 

equipment and enhancing power supply reliability.

Key words： short-term output prediction of wind turbine； ARIMA time series； long- and short-term memory； RBF 

neural network

在“双碳”目标的指引下，中国新能源的发展已

进入快车道，其中尤以风电更为显著。大量风机并

入电网使得风电的辐射面积日趋增长，形成了一个

庞大的风力供电网。但由于风电具有不规则强、难

以预测等特点［1⁃2］，造成了风电机组出力的随机性，

使其无法支撑电网的电压稳定；同时，受风速变化、

紊流等影响，风机出力会出现波动和间歇启停，甚

至会从满负荷运行状态下突然自动甩负荷。中国

的电网调度与发电计划都是基于电网的安全可靠

性、预测负荷等条件而制定和实施的。风电的随

机和不可预测性会给传统的调度与发电计划的安

排和实施带来很多问题，特别是近年来，全国范围

内大容量风机的规模迅速增长，风电场对电网的

影响将愈加明显。因此，系统内风机出力的预测显

得更加重要。

目前，国内外学者对风机出力短期预测的研究

创新主要集中在各种算法层面，主要包括单耗法［3］、

弹性系数法［4］、趋势外推法［5］、负荷密度法［6］、时间序

列法、神经网络法、灰色模型法以及回归分析法等

算法。传统的预测算法总是以单个的算法形式出

现，如文献［7］使用单一的时间序列对短期的风电

出力进行预测，虽然在一些小系统的预测中能够起

到不错的效果，但是面临现状错综复杂的风机出力

预测情况，往往显得有些单薄。随着机器学习的不

断发展，神经网络和时间序列在风电出力预测上的

应用日趋广泛，在数据量充足的情况下，往往能够

实现较好的预测精度，如文献［8］在众多分布式电

源接入的背景下，提出在广义神经网络的框架下进

行深度学习，建立了风电机组性能预测模型，在众

多运行数据的支持下，预测精度在实践运用得到了

提高。该模型受限于必须获取大量的精确的运行

数据，这就意味着在运行数据收集不及时不准确的

地区无法展开预测，而风电预测的数据收集难度很

大，出现缺失和异常时常存在，单一的该模型难以

对风机出力进行预测分析。

在传统的单一模型缺陷明显情况下，众多的优

化和组合模型逐渐产生。具有代表性的是，经由启

发式和仿生学算法优化后的神经网络模型有 BP 神

经网络、径向基函数（radial basis function，RBF）神

经网络、循环神经网络（recurrent neural network，
RNN）和 长 短 期 记 忆（long short⁃term memory，
LSTM）网络等。文献［9⁃10］均给出了典型的优化

模型，其中，RBF 神经网络模型由于结构简单且受

限于隐含层权重的赋值，故提出使用粒子群优化

（particle swarm optimization，PSO）算法优化 RBF
神经网络这一突出弊端，再辅以模糊逻辑以削弱人

为设定参数对模型的影响，理论上该模型已经呈现

出不错的优化状态。LSTM 是神经网络模型发展

至今产生的模块式模型，除去 RNN 上的一些固有

弊端，国内外学者在研究出力预测时，多采用该方

法 或 与 其 他 算 法 结 合 ，如 文 献［11］、［12］利 用

LSTM 模型分别在光伏出力预测和中长期电力系

统负荷预测上取得了不错的预测结果。在风电出

力预测上对组合模型的研究也十分广泛，组合预测

模型是综合 2 种模型的长处以提高模型的预测精

度，一般利用节点直接结合［13］或截取算法中的一

部分与其他算法再组合［14］，进行模型精度的预测。

对于组合模型，文献［15⁃16］将卷积神经网络和

LSTM 相结合，试图将卷积神经网络的精细化和

LSTM 的模块化相结合；文献［17⁃19］利用 K⁃means
聚类算法的中心距离分类特性与众多机器学习算

法相结合，在具体实验中均取得了不错的效果。

上述方法一定程度上解决了机器学习算法中所面

临的几何空间中心定位问题。

研究表明，组合模型能够有效地避免单个模型

的固有缺陷，实现模型的扬长避短。为减小风电的

波动性、季节性强等特点的影响并提高风电出力

的短期预测精度，本文建立一组基于差分自回归移

动 平 均（autoregressive integrated moving average， 
ARIMA）时间序列和 LSTM⁃RBF 组合神经网络的

集成模型，该模型基于数据预处理及一阶差分平稳

性处理后序列，使用 ARIMA 时间序列模型进行预

测，并结合残差白噪声检验筛选无规律数据，将检验

不通过的数据集采用 LSTM 模型进行预测，最后，使

用 RBF 神经网络进行学习和模拟得出最终预测值。

经过算例分析，本文所提 ARIMA⁃LSTM⁃RBF 组合
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模型相较于单一模型，其预测方法能够更好地预测

季节性与波动性强的数据，同时预测精度更高。

1    数据预处理与序列平稳性分析

原始的风机出力数据集往往存在缺失和异常

数据，无法完成时间序列分析。由于时间序列分析

时需要序列有一定的平稳性或周期性，因此，实验

开始前本文对数据进行补偿与替换，并对预处理后

的数据进行平稳性分析。

1.1    数据集的补偿与替换

1.1.1    补偿与替换方法

数据集缺失值与异常值的补偿与替换往往与

其存在的位置有关，当该值存在于整个序列的开头

或者结尾时，可以采用直接删除的处理方式，但是

若该值存在于序列的中间位置，则不能直接删除。

一般处理方式有 5 种：①序列平均值替换，使用整个

序列的平均值进行补偿与替换；②临近点的平均值

替换，使用相邻若干个点的平均值进行补偿与替

换；③临近点的中位数替换，使用相邻若干个点的

中位数进行补偿与替换；④线性插值替换，使用相

邻多个点进行线性拟合，得出中间点值进行补偿与

替换；⑤临近点线性趋势替换，将临近时期数作为

自变量，序列值作为因变量进行回归，求取缺失值

或异常值。

1.1.2    补偿与替换结果

由于风电具有较强的季节性与波动性，因此，

采用线性插值法、临近点线性趋势替换法进行数据

补偿。以某地区风场为例，该风场风电功率序列的

采样频率为 1 h，其中 7 月某日的 24 h 原始风力发电

功率序列如图 1 所示；进行数据预处理之后的风力

发电功率序列如图 2 所示。
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图 1    7 月某日 24 h 风电功率序列

Figure 1    24 h wind power sequence on 
one certain day in July
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图 2    修正后风电功率序列

Figure 2    Corrected wind power sequence

1.2    序列平稳性分析与序列平稳化处理

1.2.1    时间序列的平稳性

一般情况下时间序列只需满足如下 3 个条件即

可满足平稳性要求。

ì

í

î

ï
ïï
ï

ï
ïï
ï

E ( )x 1 = E ( )x2 = u

V ( )x 1 = V ( )x2 = σ 2

Cov ( )xt，xt - s = γs

（1）

式中，E ( )xi 为均值；V ( )xi 为方差；Cov ( )xt，xt - s 为

协方差。

当序列均值恒为常数，序列方差存在且恒为常

数，序列协方差仅与间隔 s 有关而与 t 无关。此时说

明该序列是平稳序列。满足如下条件时则称该时

间序列为白噪声序列，是一种特殊的平稳性序列。

ì

í

î

ï
ïï
ï

ï
ïï
ï

E ( )x 1 = E ( )x2 = 0
V ( )x 1 = V ( )x2 = σ 2

Cov ( )xt，xt - s = 0
（2）

一般情况下，时间序列的平稳性能够直接通过

观看时序图得到粗略的估计，也可使用假设检验的

方式对时间序列的平稳性进行检验，最常见的有

ADF（augmented dickey fuller）单位根、自相关系数

（autocorrelation coefficient function，ACF）和偏自相

关 系 数（partial autocorrelation coefficient function，
PACF）检验等。

1.2.2    ARIMA 时间序列模型平稳性检验

ARIMA 时间序列模型要求所预测的时序数据

必须是平稳的或者经过差分处理后是平稳的，因此

在使用 ARIMA 模型进行预测时，必须先行对序列

做平稳性检验和处理，本文采用 ADF 单位根和

ACF 检验。大部分情况下时序数据都不是平稳的，

需要对原始时序数据做多次差分处理，使原序列转

变为平稳序列。本文选取某地 8 月份风力发电功率

155



电 力 科 学 与 技 术 学 报 2024 年 7 月

数据，对其进行平稳性分析及处理，如图 3 所示。
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图 3    平稳性分析

Figure 3    Stationarity analysis

由图 3 可知，原始数据波动性不强，而一阶差分

处理后的时序数据波动性强，一阶差分的自相关系

数是拖尾的，可以选择自回归（autoregressive，AR）
时间序列模型。本文选用 ARIMA 时间序列模型进

行预测。

2    ARIMA‑LSTM 组合模型

2.1    ARIMA 时间序列模型

ARIMA 模型包含 3 个十分重要的内在变量，即

参数 p、d、q，分别代表 p 阶自回归模型、d 阶差分处

理以及 q 阶移动平均。AR 模型、移动平均模型和差

分过程分别为

yt = μ + ∑
i = 1

p

αi yt - i + εt （3）

yt = μ′+ ∑
i = 1

q

βi yt - i + ε′t （4）

（1-∑
i = 1

p

αi yt - i）( 1 - L )d yt=（1+∑
i = 1

q

βi Li）ε′t （5）

式（3）~（5）中，μ、μ′为常数；αi、βi 为相关系数；yt 为

当前值；εt、ε′t 为误差值。

ARIMA 时间序列模型简单，不需要借助其他

的外在变量，只需要依靠本身的内在变量就能够完

成预测。但是该模型十分依赖输入序列的平稳性，

对其预测精度有一定的影响，故必须进行差分平稳

性处理。

一般而言，在一个时间序列模型中加入的参数

越多，模型拟合效果越好，但是这是以提高模型复

杂度作为代价。因此，所建立的模型需要在模型的

复杂度和数据解释能力之间寻求平衡。本文采用

赤池信息准则（akaike information criterion，AIC）和

贝 叶 斯 信 息 准 则（Bayesian information criterion，
BIC）为依据来选择参数，分别为

A IC = 2T - 2 ln L （6）
B IC = 2 ln T - 2 ln L （7）

式中，T 为参数个数，代表模型的复杂程度；L 为模

型的极大似然函数值或称序列宽度，反映模拟对数

据的解释程度。

由于 AIC、BIC 更适用于小模型，为在模型复杂

程度和数据解释能力上达到最佳平衡效果，需要获

得最小值的 AIC或 BIC。

在 ARIMA 模型中，p、q增加时 T随之增加，而序

列宽度增加时则 L 会增加，如此得到 AIC 或 BIC 的

最小值，从而确定 p、q。本文确定 p=1、q=1。因此，

本文建立的时间序列模型为 ARIMA（1，1，1）模型。

2.2    LSTM 模型的建立

LSTM 网络实质是一种改进型的 RNN，能够解

决 RNN 无法解决的长距离依赖问题。原始的 RNN
隐含层只有一个状态量，记为 C 状态，用于储存短期

状态。在 LSTM 模型中多加入一个状态，记为 h，用

来储存长期记忆。LSTM 网络模仿细胞神经元的

记忆方式来构建模型，以细胞状态向量的形式来储

存过往序列的信息和记忆，把上一个时间的序列状

态、当前时间的序列状态以及上一时间的隐藏状态

综合起来，从而构建长期神经元的历史长期记忆。

LSTM 模型主要是利用三道门来实现预测，三

道门分别是遗忘门、输入门、输出门。遗忘门决定

上一时刻有多少单元状态 Ct - 1 将保存到当前状态

Ct；输入门决定有多少输入 Xt 将保存到 Ct；输出门

决定有多少控制单元的当前状态 Ct 将输出到当前

输出值 ht。具体 LSTM 模型如图 4 所示。

Ct-1 Ct Ct

ft it Ot

× + c

××

e e e

Wc WoWiWf

Ct'

tanh

ht hth［.，.］
ht-1

［ht-1，Xt］

tanh

图 4    LSTM 模型

Figure 4    Schematic diagram of LSTM model
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图 4 中 e为 sigmoid 函数，W f、W i、W c、W o 分别为

遗忘门、输入层遗忘门、输入门、计算单位状态的权

重矩阵。遗忘门和输入门输入分别为图 4 中 ft、it，具

体表达式如下：

ft = e (W f[ ]ht - 1，xt + u ) （8）
it = e (W i[ ]ht - 1，xt + u ) （9）

当前单元记忆状态、单元状态、输出值分别由

C ′t、Ct、ht 来描述，具体表达式如下：

C ′t = tanh (W c[ ]ht - 1，xt + u ) （10）
Ct = ft ·Ct + it ·C ′t （11）
ht = O t · tanh ( Ct ) （12）

2.3    RBF 模型的建立

RBF 神经网络是一种单隐层前向反馈神经网

络，其隐含层的每个节点都有一个参数向量，称为

中心，该中心用于与网络输入向量进行比较，以产

生径向对称的响应；通过输出层的连接权值对隐含

层的响应进行缩放，然后组合产生网络输出。隐含

层神经元是以高斯函数作为核函数的神经元。核

函数是在中心点处响应最大的局部激活函数，在远

离中心点处响应呈指数递减。与其他神经网络模

型相比，RBF 神经网络具有更强的学习、分类和逼

近能力。RBF 神经网络结构如图 5 所示。

φ1

φ2

φq

y1

y2

ym

x1

x2

xn-1

xn

w2m

wqm

隐含层 输出层输入层

…

…
…

…

图 5    RBF 神经网络结构

Figure 5    Structure of RBF neural network

常用的 RBF 函数为

φ ( )r = 1/ r 2 + σ 2 （13）
式中，r = X - ci

2
，i = 1，2，⋯，q，其中 ci 为神经元

的中心点，q 为隐含层节点数；σ 为基函数的扩展常

数，决定 RBF 函数的宽度。

当 RBF 神经网络进行线性加权时，其网络映射

输出为

ym = ∑
j = 1

q

w jk φj （14）

式中，w jk 为隐藏层中第 j 个神经元连接到输出层时

的权重。

2.4    ARIMA‑LSTM‑RBF 组合模型

2.4.1    白噪声检验

白噪声检验又称纯随机数检验，当一个序列为

纯随机数序列时，使用时间序列模型对其分析将变

得毫无意义，故在序列进行完平稳性分析或处理

后，需要对序列进行白噪声检验。在完成估计时间

序列后，本文对残差进行白噪声分析，若残差白噪

声分析通过，则认为该时间序列模型已经较好识别

序列的规律；若残差白噪声分析不通过，则认为该

时间序列无法对该序列的时间规律完成识别，改由

LSTM 对该序列进行预测。

本文白噪声检验时采用 MATLAB 内置函数

Autocorrelation［·］进 行 处 理 ，该 函 数 具 体 采 用

Bartlett定理作为理论基础。

2.4.2    模型的组合

本 文 采 用 残 差 白 噪 声 分 析 作 为 ARIMA 和

LSTM 模型组合节点。由于 ARIMA 模型在处理周

期性和时间规律性强的数据时，具有精度高、速度

快等特点，又因为大部分的风力发电功率数据的周

期性较强，所以选用 ARIMA 模型作为模型的首选

模型。但是当遇到随机性大的序列时，ARIMA 模

型无法有效识别序列规律，此时采用学习性更强的

LSTM 模型对序列进行预测。最后，将 ARIMA 和

LSTM 模型的预测值作为 RBF 神经网络的输入进

行学习与训练，得到最终的预测值。整个组合模型

的运行流程如图 6 所示。

开始

数据预处理

序列平稳性分析

通过

ARIMA 模型预测

残差白噪声分析

通过

RBF 神经网络

结束

不通过

不通过序列平稳
化处理

LSTM模型
预测

图 6    组合模型流程

Figure 6    Flowchart of combined model

3    实验分析

选取某地区风力配网 2020 年 7 月—9 月的风力
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发电功率数据作为训练数据集，在 MATLAB2018b
平台上进行仿真分析。其中选取各月 90% 的数据

作为训练数据，再选取各月中的某一天进行预测后

与原始数据进行对比，并且选取均方根误差（root 
mean square error，RMSE）作为误差评价标准，即

eRMSE = 1
N ∑

i = 1

N

( pi - xi )2 （15）

式中，pi 为第 i 个预测值；xi 为第 i 个真实值；N 为样

本个数。

首先进行平稳性分析（见图 3）。以 8 月数据为

例，在对该风场 8 月风力发电功率数据进行残差白

噪 声 分 析 时 ，其 数 据 不 能 通 过 白 噪 声 ，即 选 用

LSTM 模型对风力配网 7 月 27 日的风力发电功率

进行预测并与检测值进行对比，原始值与预测值对

比如图 7 所示。然后对 8 月数据进行平稳性分析，

发现其序列能够通过残差白噪声分析 ，即采用

ARIMA 模型对风力配网 8 月 26 日的风力发电功率

进行预测并与检测值进行对比，原始值和预测值对

比 如 图 8 所 示 。 经 过 计 算 ，8 月 预 测 的 RMSE
为 5.35。
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图 7    原始值与预测值对比(7 月 27 日)
Figure 7    Comparison of the original and predicted 

value (July 27)
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图 8    原始值和预测值对比(8 月 26 日)
Figure 8    Comparison of original and predicted 

value (August 26)

综合 7、8 月的预测结果，经 ARIMA 模型预测

的结果相较于 LSTM 的预测结果更为精确，但其受

限于残差白噪声分析结果，在数据组不能通过白噪

声分析时，此时选择 LSTM 模型进行预测，7 月的预

测结果也在可以接受范围之内，达到了较好的预测

结果。综合实验结果，对于风力发电功率的预测，

本文所建立的组合模型有较高的预测精度，足以满

足风电短期风机出力预测的现实需求。

此外，为了比较基于 RBF 神经网络的 ARIMA⁃ 
LSTM 的 模 型 性 能 ，分 别 采 用 单 一 ARIMA 和

LSTM 模 型 以 及 基 于 RBF 神 经 网 络 优 化 后 的

ARIMA⁃LSTM 模型对风机出力进行预测。以 9 月

20 日风电出力为例，3 种模型的预测值对比如图 9
所示，其中 raw 曲线为当天实际用电负荷曲线。
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图 9    3 种模型的预测值对比（9 月 20 日）

Figure 9    Comparison of predicted values of three 
models（September 20）

由图 9 可知，3 种模型的预测精度随着预测周期

的延长而降低。然而，基于 RBF 神经网络优化后的

ARIMA⁃LSTM 模型的预测趋势最接近于原始数

据。通过对上述数据集的分析，再使用相对平均误

差对 3 种模型的性能进行比较，如图 10 所示，基于

RBF 神经网络的 ARIMA⁃LSTM 模型的性能更优。

ARIMA
ARIMA-LSTM
ARIMA-LSTM-RBF
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图 10    风机出力预测误差对比

Figure 10    Error comparison of output prediction of 
wind turbine under three models
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4    结语

针对风机出力所具有的数据分布特性，本文提

出了 ARIMA⁃LSTM⁃RBF 组合模型，并对该模型进

行了训练与测试。

1） 使用多种补偿、替换法对原始、缺少和异常

数据进行预处理，使预测具有更高的准确性与合

理性；

2） 基 于 平 稳 性 检 验 与 平 稳 化 处 理 ，使 用

ARIMA 模型处理平稳性或周期性的数据集，并通

过残差白噪声分析判定，对于不满足判定的无规律

数据集使用 LSTM 模型进行预测，使预测具有更广

的适用范围；

3） 在 ARIMA⁃LSTM 模型的基础上，引入 RBF
神经网络进行学习和模拟预测值与真实值的映射

关系，并得出最终预测值，相较于传统单模型预测

方法，该组合模型具有更好的预测精度和实用性；

4） 仿真结果表明，本文所提风机出力短期预测

方法能够在数据波动性强的环境下准确预测风机

出力情况，可为相应设备的运行和调度提供参考，

继而提升供电可靠性。
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