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基于改进 GAF-inception网络的非侵入式
工业负荷识别算法
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摘　要：针对现有非侵入式负荷识别（non‐intrusive load monitoring， NILM）在低频工业数据中的辨识准确率低、泛

化能力弱等问题，提出一种基于格拉夫角场格拉夫角场（Gramian angular field， GAF）与改进 Inception 网络结合的

非侵入式工业负荷识别算法。先基于 GAF，将功率的一维时序信息转换为带有时间特性的二维数据，提取不同工

业场景下负荷特征信息；再建立改进 Inception 网络，利用其稀疏连接特性对多参数负荷特征进行多尺度提取，降低

模型复杂度、提高计算效率，实现多场景工业负荷的高精度辨识；最后，采用工业负荷数据集（industrial appliance 
identification dataset，IAID）对所提算法进行验证。研究结果表明：所提算法能有效提高辨识准确率，其准确率可达

94.48%，降低 8% 的计算成本。
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Monitoring algorithm of non-intrusive industrial loads based on improved 
GAF-inception network

LI Hui， GAO Jiajie， XI Rongjun， CHEN Siying， HUANG Yiqun， SHEN Zefan
（Shanwei Power Supply Bureau， Guangdong Power Grid Co.， Ltd.， Shanwei 516600， China）

Abstract： In view of the existing problems of low recognition accuracy and weak generalization ability in non-intrusive 

load monitoring using low-frequency industrial data， a non-intrusive industrial load monitoring algorithm based on the 

combination of Gramian angular field （GAF） and an improved Inception network structure is proposed. The one-

dimensional time series information of power is converted into two-dimensional data with temporal characteristics based 

on GAF. An improved Inception network is constructed， which leverages its sparse connection characteristics to perform 

multi-scale extraction of multi-parameter load characteristics， thereby reducing model complexity， improving 

computational efficiency， and achieving high-accuracy identification of industrial loads across multiple scenarios. 

Finally， the proposed algorithm is validated using the industrial appliance identification dataset （IAID）. The research 

results show that the proposed algorithm can effectively improve monitoring accuracy up to 94.48% and enhance 

computational efficiency by more than 8% compared to the existing Inception network.
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“双碳”目标的提出，为推进全球气候治理注入

了新动能，给电力行业带来了新一轮变革；同时，其

对电网感知用户负荷使用也提出了更高要求［1-2］。

通过负荷监控识别用户负荷的工作状态、分析用户

用电行为，能提高用户用电能效，修正异常用电行

为，挖掘用户侧节能潜力和需求响应潜力，增强电
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网服务精细化水平［3-4］。非侵入式负荷识别（non-
intrusive load monitoring，NILM）具备实时性、可靠

性与用户隐私信息保护性强等优点［5］。在新型电力

系统下，面对多元用户侧群体与海量冗杂的工业低

频数据，NILM 的识别准确率较低。且该方法在不

同工业场景下的负荷识别效果存在较大的差异，模

型泛化能力弱。因此，提高 NILM 对工业负荷低频

数据的识别准确率和模型泛化能力具有重要的研

究价值和意义。

目前，国内外学者已对 NILM 的识别准确性和

泛化性展开了系列研究。针对当前非侵入式负荷

辨识中不同设备特征选择上主观性、盲目性的问

题 ，文 献［6‐7］提 出 了 基 于 Fisher 支 持 向 量 机 的

（Fisher-support vector machine，Fisher-SVM）特征

选择的非侵入式负荷辨识算法。文献［8‐9］采用基

于 密 度 的 噪 声 应 用 空 间 聚 类 算 法（density-based 
spatial clustering of applications with noise，DBSCAN），

降低了网压波动和噪声对聚类结果的扰动，且结合

改进维特比算法与经典隐马尔可夫模型（hidden 
Markov model，HMM）来更新参数，增强了模型对

负荷状态辨识与功率分解的泛化能力。文献［10‐11］
采 用 加 权 方 式 ，改 善 了 K 邻 近 算 法（K-nearest 
neighbors，KNN）可能误判少数类的问题，提出了基

于 V-I 轨迹和幅值特征综合相似度的负荷识别方

法，提高了对相同电路拓扑、不同功率等级用户负

荷的识别准确率。文献［12］通过规定数据块，先利

用滑动窗采集负荷状态改变时间信息，再使用均值

漂移的方法，确定了状态质心与状态域，并结合时

域信息，实现负荷状态检测。文献［13‐14］通过将用

电设备的相似特征转换为离散模糊数矩阵，实现了

对负荷的辨识。文献［15］提出了 2 种不同映射学习

方式分别处理序列到序列（sequence to sequence，
S2S）和序列到点（sequence to point，S2P）的方法。

基于 S2P 的 NILM 方法先通过单窗口的输入聚合功

耗序列，预测位于该窗口中点位置的目标电器功

耗 ，再 结 合 卷 积 神 经 网 络（convolutional neural 
network，CNN）模型，提高了负荷辨识的实时准确

率。文献［16‐17］在 S2S 基础上引入注意力机制，筛

选与当前时刻相关度最高的数据信息，增强了算法

对负荷信息的提取与分解能力。然而，当工业场景

数较多且数据特征模糊时，这些方法对低精度负荷

信息的提取与分解能力均明显下降。

为提升对数据信息的提取与分解能力，研究者

将一维时间序列的负荷功率值转换为带有时间特

性 的 二 维 图 像 数 据 ，提 出 格 拉 夫 角 场（Gramian 
angular field，GAF）算法。文献［18］基于 GAF 实现

了用户用电数据图像化，其利用三元组孪生网络可

改进聚类效果的特点，提高了小样本数据下的窃电

检测准确性。文献［19‐20］采用 GAF 算法，将一维

故障样本转化为三维特征图像，使用改进深度压缩

模型，在不降低识别准确率的前提下，有效降低所

需存储空间和运行资源。文献［21-24］利用 GAF
算法，结合 ResNet 网络，提取历史数据中相关特

征，解决了神经网络退化问题，提高了算法预测准

确 度 。 文 献［25‐26］使用 GAF-CNN 生成对抗网

络，增强生成图像的关键信息密度，实现了对台区

缺失数据较好的修复。GAF算法可提升数据信息的

提取与分解能力。但这些算法并不适用于工业类负

荷辨识，导致多场景工业负荷识别准确率较低。

同时，非侵入式工业负荷采集通常处于低频状

态，这导致模型的辨识准确率偏低。一方面，低频

信号所包含的信息量相对匮乏，从该信号中提取有

效特征极为困难；另一方面，低频信号更易受到环

境噪声、谐波干扰等因素的影响，其信号纯净度较

低。此外，在工业环境中，当多个负荷同时运行时，

常会出现信号重叠状况，这将进一步导致负荷辨识

率下降。

为此，针对现有非侵入式工业负荷识别在低频

工业数据中辨识准确率低、泛化能力弱等问题，本

文提出基于改进 GAF-Inception 网络的非侵入式工

业负荷识别算法。该方法将 GAF 的特征变换与改

进 Inception 网络结合，利用 GAF 特征变换，将低频

工业数据的一维时序信息变为二维图像信息，建立

改进 Inception 网络的负荷辨识模型，并利用其自选

卷积（或池化）优点，在不损失 GAF 算法输出信息精

度的前提下，降低参数运算量，提升运算效率和辨

识准确率。本文以工业低频数据为例，在金属厂、

塑料厂、玻璃厂和化工厂的数据集中进行训练和测

试，验证所提算法的准确性和有效性，其辨识准确

率可达 94.48%。

1　工业低频负荷数据处理与特征

变换

在非侵入式工业负荷辨识中，负荷数据的处理

至关重要。然而，受仪表故障、通信故障、电网故障

等多种故障因素影响，工业用户功率的测量数据常

存在缺失和异常情况。为此，本文对其进行数据处

理和特征变换。
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1.1　负荷数据处理

受仪表故障、通信故障、电网故障等因素影响，

工业用户功率的测量数据常存在不同程度的缺失

和异常。本文先对数据集进行预处理，包括数据缺

失值的填充、异常值的替换和数据的归一化处理，

以提升数据质量，降低其对识别准确率的影响。

1.1.1　缺失值处理

工业用户数据采集和传输过程中的通信中断

或故障易导致部分数据丢失。如果这只是单数据

点缺失的情况，可采用线性插值方法来填补该缺失

值，其计算式为

P ( t )=
ì
í

î

ïïïï

ïïïï

P ( t - 1 )+ P ( t + 1 )
2 ， P ( t )∈ ∅

P ( t )， 其他

（1）

式中，t为时间变量；P（t）为在时刻 t采集到的工业用

户数据；P（t）∈∅ 为 P（t）的缺失值。

若该数据缺失是数据在采集、传输过程中通信

中断或故障导致的，即 P（t）附近数值均出现空缺，

则可采用拉格朗日插值法对其进行插值来填充相

应的缺失项，即

ℓ i ( t )= ∏
0 ≤ j ≤ i

j ≠ i

t - tj

ti - tj
（2）

P ( t )= ∑
i = 0

n

P ( i ) ℓ i ( t ) （3）

式（2）~（3）中，t 为缺失值时刻；tj、ti 为 t 时刻附近非

缺失值的时刻；ℓ i ( t )为拉格朗日函数；n 为插值多项

式的次数。

1.1.2　异常值替换

工业用户环境相对复杂，在数据采集过程中计

量设备自身故障、电磁干扰、温度变化等因素均可

能会影响测量仪器的测量精度，产生数据异常值。

本文采用 3σ定律来进行异常值的替换，即

P ( t )=
ì
í
î

ïï
ïï

P ( t )， P ( t )≤ avg( P͂ )+ 2std( P͂ )
avg( P͂ )+ 2std( P͂ )， 其他

   （4）

式中，avg（P͂）和 std（P͂）分别为计算一维功率时间序

列 P 构成的向量 P͂的均值和标准差。

1.1.3　归一化处理

为提高模型的收敛速度，并使各特征具有相同

的尺度，对一维功率时间序列 P（t）进行最小‒最大

值缩放，将数据映射到［0，1］，其计算式为

P͂ ( t )= P ( t )- Pmin

Pmax - Pmin
（5）

式中，P͂ ( t ) 为 t 时刻归一化后功率值；Pmax、Pmin 分别

为整个功率序列的最大、最小值。

1.2　工业低频数据 GAF特征变换

为提高不同工业负荷识别场景下的识别准确

率和泛化能力，本文采用 GAF 算法，将处理后的工

业低频数据一维功率时间序列转换为包含时间信

息的二维负荷功率图像，其功率时间序列的 GAF 变

换如图 1 所示。

从图 1 中可以看出，经过预处理的功率序列先

进行极坐标变换；再经过 GAF 变换，计算格拉夫矩

阵；最后，形成功率序列 GAF 特征图。该特征图通

过计算不同时间点之间角度的余弦值来构建反应

功率序列数据内在结构的图像。该格拉夫矩阵 G

计算式为

G= P͂ i P͂ T
j - I- P͂ i P͂ T

i I- P͂ j P͂ T
j =

æ

è

ç

ç

ç
çç
ç

ç

ç
ö

ø

÷

÷

÷
÷÷
÷

÷

÷
cos ( ϕ1 + ϕ1 ) cos ( ϕ1 + ϕ2 ) … cos ( ϕ1 + ϕn )
cos ( ϕ2 + ϕ1 ) cos ( ϕ2 + ϕ2 ) … cos ( ϕ2 + ϕn )

⋮ ⋮ ⋱ ⋮
cos ( ϕn + ϕ1 ) cos ( ϕn + ϕ2 ) … cos ( ϕn + ϕn )

  （6）

式中，ϕi、ϕj分别为 i、j 时刻对应的极坐标变化角度；
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图 1　功率时间序列的 GAF 变换

Figure 1　GAF transform of power time series
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P i、P j 分别为 i、j 时刻归一化后的功率值向量；I为

单位矩阵。

经过 GAF 特征变换，工业用户 t 时刻的一维总

功率 P（t）先生成 n×n 的矩阵，再转换为二维图像，

对应功率序列的图像的纹理信息，颜色分布包含原

始一维功率数据的特征。

2　基于 GAF-Inception工业负荷识别

2.1　工业负荷辨识算法流程

基于改进 GAF-Inception 的非侵入式负荷辨识

算法步骤共 3 步。

1） 数据处理。采用线性插值填充缺失数据，并

采用 3σ 定律替换异常值，提高数据质量；对处理后

的数据，进行标准化处理，并进行 GAF 特征变换，实

现一维数据特征图像化。

2） 模型训练。将负荷特征数据和标签中的

80% 作为训练集。训练改进的 Inception 的非侵入

式负荷辨识深度网络，使其学习工业负荷特征与设

备运行状态间映射关系。

3） 模型评估阶段。将负荷特征数据和标签中

的剩余 20% 作为测试集。基于训练好负荷的识别

模型，对负荷特征数据进行识别，得到负荷运行状

态，根据测试集实际标签对改进 GAF-Inception 网

络的识别结果进行评估。

2.2　改进 Inception网络模型结构

对 NILM 系统而言，其模型应布置在嵌入式、边

缘等资源受限设备上。过于庞大的参数模型难以

在此类设备上实现高效运行。因此，减少模型参数

量有助于在有限计算资源下实现高效的负荷识别。

为降低 Inception 网络结构的参数量和计算负担，本

文提出一种新型改进 Inception 网络结构，减少 5×5
的卷积通道，该改进的 Inception 网络结构如图 2
所示。

在图 2 中，在原 Inception 网络结构消除右侧 5×
5 卷积通道，减少不必要的特征提取。该改进后网

络结构仍通过使用不同大小的卷积核提取多尺度

的特征，但减少了一个通道的计算，大幅降低了模

型的参数量。基于 Inception 网络结构不同通道的

特征提取能力间的相关性，移除一个通道，减少冗

余信息和计算负担，同时保留对目标特征的有效表

达，使 Inception 网络结构能在保持较低计算成本，

提高模型的表达能力和灵活，从而更好实现工业负

荷监测和分析。本文建立基于改进 Inception 负荷

识别网络结构，该基于改进 Inception 网络结构负荷

识别模型如图 3 所示。

在图 3 中，c 为卷积核个数，s 为步幅。该改进

Inception 网 络 结 构 负 荷 识 别 模型总共包含 4 个

Inception 结构块，每 2 个 Inception 块组成一个 block
结构块，且第 1 个 Inception 块的步幅为 2，第 2 个

Inception 块的步幅为 1。第 1 个 block 结构块的卷积

核个数设置为 16，第 2 个 block 结构块的卷积核个数

设置为 32。输入矩阵经过 3×3 的卷积层升维成 16
通道输入到第 1 个 block 块，该结构块将输入数据加

深到 64通道，且输入数据的尺寸降低为原来的 50%，

再经过第 2 个 block 结构块将深度加倍，尺寸减半。

由于过多模型参数会影响计算效率，本文先简化 2
个 block 结构块，输入数据经过卷积操作后，进行全

局平均池化以减小参数数量；再进入全连接层；最

后，通过 softmax 函数，输出负荷识别结果，减少计

算时间，提高运算效率。

2.3　模型的损失函数

本文选取分类交叉熵作为度量损失函数，该损

失函数是是机器学习和深度学习中主要采用的损

失函数，可用于多分类问题。对负荷辨识的问题，

滤波器拼接

3×3
卷积

1×1
卷积

5×5
卷积

1×1
卷积

1×1
卷积

3×3
最大池化

1×1
卷积

前层

图 2　改进 Inception 网络结构

Figure 2　Improved Inception network structure
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图 3　基于改进 Inception 网络结构负荷识别模型

Figure 3　Load monitoring model based on improved 
inception network structure
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假设有 N 个类别，真实设备标签用对应 one-hot 编
码的向量来表示。

分类交叉熵损失函数 L 定义为

L = - 1
m ∑

i = 1

m

∑
j = 1

N

y ( i )
j log10 ( ŷ ( i )

j ) （7）

式中，y ( i )
j 为真实设备状态的 one-hot 编码，i 为设备

编号，j 为设备状态编号；ŷ ( i )
j 为预测的设备状态的

one-hot编码；m 为设备数；N 为设备状态类别。

2.4　基于 GAF-Inception的 NILM 算法

为提取更丰富的特征并提高计算效率，本文

提出基于改进 GAF-Inception 的 NILM 算法，该基

于改进 GAF-Inception 的 NILM 整体框架如图 4
所示。

在图 4 中，用户低频总功率的一维时间序列作

为输入，工业设备运行状态为输出。先将采集整理

完备的一维功率时间序列通过 GAF 特征变换成带

有时间特性的二维负荷功率图像，增加数据间的高

维度特征；再将二维负荷功率图像经过一维卷积层

增加数据特性表达能力；最后，基于改进 Inception
网络实现工业设备运行状态的识别。

本文提出的基于改进 GAF-Inception 的 NILM
负荷识别算法具体实现步骤共分 4 步。

1） 数据获取。基于智能电表收集一维时间序

列数据，记录工业用户的总功率消耗情况。

2） GAF 变换。对收集到的总功率时间序列数

据进行预处理，并通过 GAF 变换，将其转换为 300×
300×1的格拉夫图像，增加负荷间高维度特征。

3） 卷积增强。采用含有 3×3×16 卷积核的单

层卷积网络处理 GAF图像，将特征映射至 16个通道，

进一步增强数据的特征表现力。

4） 负荷监测。应用改进的 Inception 网络模型，

对经过增强的特征进行精细化处理，最终准确辨识

出工业用户设备的运行状态。

3　试验验证与分析

为验证本文提出的基于改进 GAF-Inception 网

络的工业负荷识别算法的准确性和有效性，采用国

际公认工业设备识别数据集（industrial appliance 
identification dataset，IAID）作为数据集，基于多场

景的工业负荷数据对非侵入式负荷辨识算法的性

能进行验证。该数据集包括多个工业用户的 30 d
的 1 Hz的低频总功率数据 P，并以 5 min 为时间尺度

记录设备运行状态，共采集 8 640个设备状态数据［27］。

本文改进的 Inception 网络采用 Intel Core i5-12600K
进行训练与测试，模型语言为 Python，网络开发框

架为 Tensorflow。

3.1　评价指标建立

本文采用混淆矩阵、准确率 IACC 与调和平均数

F1 作为指标，评价负荷监测算法的性能。准确率

IACC 为预测正确的负荷分类个数与预测的负荷分类

总数比，即

IACC = xTP + xTN

xTP + xFP + xTN + xFN
× 100% （8）

式中，xTP 为样本的真实类别是正类，且模型预测的

结果同是正类的数据个数；xTP 为样本的真实类别是

负类，但模型将其预测成为正类的数据个数；xFN 为

样本的真实类别是正类，而模型将其预测成为负类

的数据个数。

根据混淆矩阵，可计算每个设备运行状态的准

确度 IPRE、召回率 IREC与这 2 者的调和平均数 F1，具体

的计算式分别为

IREC = xTP

xTP + xFN
× 100% （9）

IPRE = xTP

xTP + xFP
× 100% （10）

F 1 = 2IPRE IREC

IPRE + IREC
× 100% （11）

3.2　IAID数据集介绍

IAID 数据集由多个工业用户 30 d 的对设备的

1 Hz低频率低频总功率记录，涵盖 2019年 6月 1日至
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Figure 4　Overall framework of NILM based on improved GAF‐Inception
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2019 年 6 月 30 日之间 8 640 个设备状态信息［27］。针

对不同行业工厂运行特点，本文选取 IAID 数据中的

4家工厂（金属厂、化工厂、塑料厂、玻璃厂）的总负荷

数据和设备状态进行分析，工业用户设备及其状态

见表 1。

由表 1 可知，玻璃厂有 2 种设备，电热炉和电动

回火炉，其设备状态数分别为 3 和 4。因此，玻璃厂

的设备状态数组合为 12 种。

3.3　模型参数与训练过程

为验证基于改进 GAF-Inception 网络对低频工

业负荷的辨识准确率，采用该方法对金属厂、化工

厂、塑料厂和玻璃厂等 4 家工厂的工业设备进行负

荷识别。

由于金属厂设备数量庞大、种类繁多、技术先

进程度高，且其设备利用率、故障率等运行状态指

标能更全面反映行业生产模式现状，更具有代表性

和典型性，故本文以金属厂为例展开分析。

在进行数据处理和特征转换之后，所得到的带

有时间特性的图像数据被用于构建网络模型。其

中，80% 的数据被送入所改进的 Inception 网络中，

该网络负责输出不同工业用户的状态标签数量。

模型的网络结构和参数设置详细信息见表 2。

表 2　改进的 Inception 网络结构

Table 2　Structure of improved Inception network

数据输入层

Inception_1

Inception_2

Inception_3

输入层

卷积层

批标准化层

卷积层

最大池化

卷积层

卷积层

最大池化

卷积层

卷积层

（None，300，300，1）

（None，298，298，16）

（None，298，298，16）

（None，149，149，48）

（None，149，149，48）

（None，75，75，96）

Relu

Relu

Relu

Relu

网络（类型） 层类型 输出形状 激活函数

Inception_4

结果输出层

最大池化

卷积层

卷积层

最大池化

卷积层

全局平均池化层

全连接层

（None，75，75，96）

（None，1，1，96）

（None，1，1，4）

Relu

Softmax

续表 2

网络（类型） 层类型 输出形状 激活函数

采用本文建立的改进 Inception 网络模型，对金

属厂的识别准确率和损失值进行训练，其训练结果

如图 5 所示。

从图 5 中可以看出，在训练开始后的前 10 轮迭

代中，测试准确率超过 85%，损失值大幅下降；直到

第 75 次迭代后，损失值趋于稳定；在经过 100 次迭

代后，负荷识别的最高准确率为 93%，满足当前工

业环境实际负荷识别精度的要求。

3.4　不同工业场景泛化性分析

为验证本文建立的 GAF-Inception 负荷识别模

型在不同生产场景下的泛化能力，分别在金属厂、

玻璃厂、化工厂、塑料厂验证所提算法，金属厂、玻

璃厂、化工厂、塑料厂的负荷识别混淆矩阵分别如

图 6（a）~（d）所示。

表 1　工业用户设备及其状态

Table 1　Industrial user equipment and its operational status

工业用户

金属厂

玻璃厂

塑料厂

化工厂

工业设备

电热处理炉

电热炉、电动回火炉

注塑机

反应槽

设备状态数

4

12 （3，4）

3

4 95

90

85

80

75

70

65

60

55

准
确

率
/%

1009080706050403020100

训练轮次

训练准确率
验证准确率

（a） 准确率

1.2

1.0

0.8

0.6

0.4

0.2

0

损
失

值

1009080706050403020100

训练轮次

训练损失
验证损失

（b） 损失值

图 5　金属厂准确率与损失值训练曲线

Figure 5　Accuracy and lost value training curves for 
metal plants
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从图 6（a）中可以看出，本文改进的 Inception 网
络模型对金属厂设备的停止状态与运行状态 1 的识

别预测准确率较高，可达到 99%；设备处于运行状态

2 与运行状态 3 时工况复杂，协调该设备运作的其他

辅助设备较多，从而产生较多噪声，影响对核心碳排

放设备状态识别的准确性，导致识别准确率较低。

从图 6（b）、（c）中可以看出，该方法对玻璃厂和塑料

厂的整体识别准确率均超过 94%，除数据样本缺失

情况外，各设备状态下识别准确率均超过 87%。从

图 6（d）中可以看出，化工厂主要设备少且辅助设备

多，设备间相互影响，在设备状态 0 的特征与设备状

态 1 和 2 的特征存在相似之处，故设备状态 1 和 2 易

被误判为设备状态 0，但方法整体准确率仍高于

83%，满足工业环境实际负荷识别的准确性要求。

综上所述，本文提出改进 GAF-Inception 网络

的负荷识别算法先将负荷用电功率信息解构，将功

率特征转换为如图 5 所示的二维灰度图像，其纹理

信息丰富了特征参数；再对改进的 Inception 结构模

型进行负荷识别，这 4 个工厂中的整体负荷识别准

确率均超过 83%，实现了高精度的工业负荷辨识。

这表明该算法具有良好的泛化性能，适用于不同类

型工厂的设备状态识别。

3.5　与现有算法对比分析

为验证本文提出的基于改进 GAF-Inception 网

络的非侵入式工业负荷识别算法的优越性，与现有

采用主流算法进行比较分析，包括 K 近邻算法（k-
nearest neighbor，kNN）、决策树（decision tree，DT）、

随机森林（random forest， RF）、岭回归分类、卷积神

经网络‒双向长短期记忆网络（convolutional neural 
network bi-directional long short-term memory， 
CNN-BiLSTM［28‐29］）、挤压激励残差网络（squeeze-
and-excitation resnet，SE-Resnet［30］）、挤压激励长短

期记忆网络（squeeze-and-excitation long short-term 
memory SE-LSTM［31］）、多层门控循环单元（multi-
layer gated recurrent unit，Multi-GRU［27］）算法。其中

KNN、DT、RF、Ridge 等算法超参数遵循的 Python
中 sklearn 库的默认参数配置，CNN-BiLSTM［28］、

SE-Resnet［30］、SE-LSTM［31］和 Multi-GRU［27］等算法

参数则根据相应文献进行了详细设定，不同算法的

对比结果见表 3。
由表 3 可知，本文所提算法的 F1和 IACC在 4 个不

同工业用户中均表现优越，实现了最佳辨识效果。对

于金属厂、玻璃厂和塑料厂的辨识准确率均达到 92%
以上。其中，该算法对塑料厂辨识准确率最高，达
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Figure 6　Confusion matrix for load monitoring
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到 94%。化工厂的辨识准确率最低，仅有 84%，但

本文所提算法辨识准确率依旧最高。塑料厂、玻璃

厂和化工厂中的 F1 值略次，这些厂中设备状态复

杂，二维图像的特征不佳，造成总体 F1 偏小。虽然

SE-Resnet、SE-LSTM 和 Multi-GRU 在玻璃厂和塑

料厂上 IACC均较高，但是没有进行 GAF 提取的灰度

图像特征，其 F1 明显低于本文所提算法的，表明本

文算法在不同类别识别性能更加平衡，具有更佳的

泛化性。Multi-GRU 对金属厂和玻璃厂均有较高

辨识准确率，但对于其他厂的辨识结果欠佳，泛化

性差。综上所述，本文提出算法在工业负荷辨识准

确率与泛化性上均优于现有算法，且在不同类别工

业负荷识别平衡性能更强。

3.6　消融试验

为减少冗余信息和计算负担，本文提出了改进

Inception 网络。为验证网络的有效性，基于模型参

数与训练过程，以金属厂为例，其改进前、后模型结

构见表 4。
由表 4可知，改进后网络结构的所需训练的参数

量大幅减少，减少 51% 的参数量。其中，Sequential层
的参数量参数最多。因为该部分中 5×5卷积通道计

算量较大，去除 5×5卷积通道，减少模型计算的冗余

信息和计算负担，同时可保留网络的复杂性和计算效

率，使得改进的 Inception网络结构能够在保持较低计

算成本的同时，提高模型的表达能力和灵活性。

为验证改进模型的有效性，选用金属厂、塑料

厂、玻璃厂和化工厂的数据构建试验，将 5×5卷积核

替换为 2个 3×3卷积核，与改进前、后的 Inception网

络进行对比试验，并采用准确率、F1分数和计算时间

等进行指标分析。算法改进前、后结果对比见表 5。
由表 5可知，改进后模型相较于改进前模型在金

属厂中准确率下降 0.84%，计算时间减少 174.75 s；
在塑料厂中准确率下降0.04%，计算时间减少140.95 s；
在 玻 璃 厂 中 准 确 率 下 降 0.28%，计 算 时 间 减 少

131.35 s；在化工厂中准确率下降 0.85%，计算时间

减少 137.40 s。相较于替换后模型，在金属厂中改进

后模型计算时间减少了 520.13 s；在塑料厂中改进后

模型的计算时间减少了 595.42 s；在玻璃厂中改进后

模型计算时间减少了 595.46 s；在化工厂中改进后模

型计算时间减少了 521.6 s。综上所述，这 4个工厂的

整体计算成本降低 8%，验证了本文改进后模型在保

持合理准确率的同时，能显著降低计算资源的消耗。

表 5　算法改进前、后结果对比

Table 5　Result comparison before and after algorithm improvement 

工厂

类型

金属厂

塑料厂

玻璃厂

化工厂

IACC/%
改进前

93.50
94.52
94.52
84.84

替换后

91.51
94.33
93.79
83.50

改进后

92.66
94.48
94.24
83.99

F1/%
改进前

92.68
93.18
85.33
77.50

替换后

92.20
94.50
93.78
83.95

改进后

92.18
89.53
84.85
79.89

计算时间/s
改进前

1 748.57
1 713.56
1 697.08
1 722.27

替换后

2 093.95
2 168.03
2 161.19
2 106.53

改进后

1 573.82
1 572.61
1 565.73
1 584.87

表 4　改进前、后模型结构

Table 4　Structure of models before and after improvement

层名（类型）

输入层

卷积层

Inception 层

最大池化层

全连接层

输出形状

（None，300，300，1）
（None，300，300，16）
（None，150，150，512）

（None，512）
（None，4）

改进前

参数量

0
224

119 616
0

516

改进后

参数量

0
224

58 176
0

516

表 3　不同算法的对比结果
Table 3　Comparison results of different algorithms %                           

算法

KNN
DT
RF

Ridge
CNN‐BiLSTM［28］

SE‐Resnet［30］

SE‐LSTM［31］

Multi‐GRU［27］

GAF‐Inception

金属厂

IACC

91.14
88.03
90.54
49.56
83.61
91.03
91.55
91.26
92.66

F1

89.52
87.71
89.82
48.25
83.40
87.73
88.62
88.15
92.18

玻璃厂

IACC

85.18
78.24
87.85
38.64
49.52
87.15
89.41
94.10
94.24

F1

75.41
78.32
79.53
46.59
76.96
54.48
54.68
63.38
84.85

塑料厂

IACC

92.91
93.86
94.19
50.66
84.76
93.69
93.69
93.81
94.48

F1

71.37
68.75
72.24
32.18
81.52
62.34
62.34
89.07
89.53

化工厂

IACC

80.34
82.13
83.00
51.69
74.94
82.70
82.52
83.04
83.99

F1

76.46
77.69
78.49
58.45
66.77
78.70
78.31
79.17
79.89
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4　结语

针对当前非侵入式工业负荷识别准确率不高、

泛化能力弱的问题，本文提出了基于改进 GAF-
Inception 网络的工业负荷非侵入式负荷辨识算法，

得到了如下的结论：

1） 本文提出的基于 GAF 的特征变换方法，将一

维时间序列数据转为带有时间特性的二维图像信息，

更有效地获取不同工业场景下负荷特征信息，解决了

负载监测中数据高维度和复杂特征提取的问题，将低

频工业数据上的识别准确率最高提高至 94.48%。

2） 本文建立了改进的 Inception 网络模型，对

Inception 网络结构进行改进，减少冗余信息和计算

负担。在保证工业负荷识别效果的同时，提高了模

型的计算效率和表达能力，减少了 51% 的参数量，

降低了 8% 以上的计算成本。

3） 本文提出的基于改进 GAF-Inception 网络的

负荷监测算法，使用多尺度特征提取和稀疏连接网

络，解决了非侵入式负载监测中特征提取复杂、参数

过多的问题，其在这 4个工厂中的识别准确率均大于

83%，且与现有算法对比具有最佳泛化性。

综上所述，本文提出的基于改进 GAF-Inception
网络的工业负荷非侵入式辨识算法能对低频数据

下工业负荷实现精准、高效识别，且具有良好的场

景泛化能力，满足新型电力系统建设下多种工业场

景负荷辨识的实现要求。
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