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摘　要：数据清洗、特征选择和预测模型建立是基于数据采集与监视控制系统（supervisory control and data 
acquisition，SCADA）数据，实现风电机组异常状态预警不可缺少的重要环节。先结合孤立森林  （isolation forest，
iForest）和 基 于 密 度 的 空 间 聚 类（density‐based spatial clustering of applications with noise，DBSCAN）算 法 对

SCADA 数据异常点进行有效清洗，并采用随机森林算法（random forests，RF）与 Person 相关系数法优选模型输入

参数；再进而基于 Optuna 优化的类别提升树（categorical boosting，CATBoost）算法，建立风电机组正常工况齿轮箱

油池温度的预测模型；然后采用滑动窗方法，构建状态评价指标，并使用区间估计理论确定油温异常状态判别的临

界阈值；实现油温异常预警；最后利用某风电机组 SCADA 系统油温异常的真实历史故障数据进行检验，验证了该

方法的有效性。
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Anomaly warning of gearbox oil temperature in wind turbine generator system 
based on iForest-DBSCAN-RF and optimized CATBoost
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Abstract： Data cleaning， feature selection， and the establishment of a prediction model are indispensable steps to 

realize anomaly warning of the wind turbine generator system based on data collection and supervisory control and data 

acquisition （SCADA）. Firstly， isolated forest （iForest） and density-based spatial clustering of applications with noise 

（DBSCAN） algorithm are combined to effectively clean the data outliers of SCADA， and random forest （RF） and 

Pearson correlation coefficient method are used to optimize the input parameters of the model. Based on the categorical 

boosting （CATBoost） algorithm optimized by Optuna， a prediction model of gearbox oil pool temperature in the wind 

turbine generator system under normal operating conditions is established. Then， the state evaluation index is 

constructed with the sliding window method， and the interval estimation theory is employed to determine its critical 

threshold for anomaly discrimination of oil temperature. Finally， the anomaly warning of oil temperature is realized. The 

real historical fault data of oil temperature anomaly in the SCADA system of the wind turbine generator system are used 

to verify the effectiveness of the method.
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当前，作为一种重要的清洁能源利用方式，风

力发电的技术日趋成熟，其装机容量逐年攀升［1］。

齿轮箱作为风电机组的关键装置，在长期运行过程

中，其负载变化、设备异常等会导致油池温度升高。

油池温度异常升高是齿轮箱故障的一个重要前兆，

油温异常监测对保障风力发电系统的安全稳定运

行起了十分关键的作用［2］。

目前，针对风电机组齿轮箱故障的研究主要有

2 类：一类是利用人工智能算法对数据采集与安全

监控系统（supervisory control and data acquisition，
SCADA）的正常运行数据进行学习，识别早期异常

工况，实现故障的提前预警；另一类则是利用已发

生故障的历史数据建立辨识模型，实现故障类型的

正确判别。对及时发现早期故障、协助运维及时处

理、降低运维成本而言，第一类研究更有价值［3］。

风电机组异常预警一般需要建立正常工况性

能参数的预测模型，根据异常或故障发生时参数偏

离正常值的程度来及时预警。因此，其对性能预测

模型的精度要求较高［4］。而数据清洗、特征选择和

模型优化则是基于 SCADA 数据，实现风电机组异

常状态预警不可缺少的重要环节。已有诸多学者

针对各环节开展了富有成效的研究。

在 SCADA 记录的原始数据中，存在停机、限负

荷和其他各种原因导致的异常偏离点。有效的数

据清洗是保障正常工况预测模型建立的重要前提

之一。由于异常点类型较多，单一算法往往无法取

得理想效果。现有研究多采用 2 种以上算法对原始

数据进行处理。文献［5］将四分位法与孤立森林算

法结合，对异常数据进行清洗，有效去除离群点和

限负荷点，但其清洗效果仍有提升空间。文献［6］
则提出了 Box-Cox 变换与 Bin 算法相结合的方法，

实现异常数据清洗，但该方法在一定程度上改变了

数据的分布形式，会对清洗效果带来一定影响。

原始数据包含近百个变量，其数据维度高。预

测模型建立时，应根据被预测变量选取与之相关性

高的关键特征变量作为模型输入，以降低参数冗

余，降低建模数据维度，才能保证模型的精度不受

影响［7］。常见的特征变量选择法有轻量梯度提升机

（light gradient boosting machine，LightGBM）、随机

森林（random forests，RF）算法等。文献［8］利用最

大互信息系数法，从各变量与模型输出特征的相关

性来进行特征选择，但其未考虑输入特征之间的相

关性。文献［9］针对风机故障诊断，提出了一种多

算法组合的分段式特征选择方法，有效地实现了对

高维度数据的降维，其泛化能力也较强，但该方法

较为繁琐且未考虑输入特征之间的相关性。

在模型类型选择方面，也涌现了诸多研究成

果。他们常采用多模型融合来提高预测精度。文

献［10］对长短期记忆（long short-term memory，LSTM）

网络进行改进，并将其用于齿轮箱故障预警和电价

预测，取得了较好效果，但其模型训练时间较长。

文献［11］采用改进的随机森林算法预测齿轮箱油

温，模型训练时间较短但精度不够高。文献［12］提

出了一种基于 Stacking 的多模型融合方法，优选各

种机器学习算法以提高模型预测精度，但模型结

构较复杂，且数据量过少可能导致出现过拟合。文

献［13-14］分别利用改进飞蛾火焰（mirage search 
optimization，MSO）算法优化的 LSTM 和对输入数

据优化的自组织核回归模型进行齿轮箱油温预警，

模型预测精度较高，但这些方法均采用样本残差作

为状态评价指标，易发生误报警。

本文在现有研究基础上，建立一种基于类别提

升树（categorical boosting，CATBoost）算法的齿轮

箱油池温度异常预警模型，并采用中国河北省某风

电场油温异常故障的真实历史数据来验证该方法的

有效性。首先，利用孤立森林算法与基于密度的空

间聚类（density-based spatial clustering of applications 
with noise，DBSCAN）算法，依次清洗原始数据中

大量连续的离群点和剩余的离散噪声点，获得高质

量的建模数据；其次，将齿轮箱油池温度作为预测

模型输出，结合随机森林与 Person 相关系数法，分

别考虑输入特征对输出特征的重要性、输入特征间

的相关性，确定模型输入参数；再次，使用 Optuna 优

化的 CATBoost 算法，建立油温预测模型；最后，以

所建预测模型为基础，基于滑动窗口法构建油温状

态指标，采用区间估计方法计算异常状态判别阈

值，根据实时油温与模型预测偏差，实现齿轮箱油

温异常的判别［15］。

1　数据清洗

1.1　手动处理

选取中国河北省某风电场一台风电机组某全

年的运行数据进行建模，其采样周期为 1 min，共
计 525 780 组数据。该风机的切入、切出风速均为

3.25 m/s，其额定功率为 1.5 MW，其风速‒发电机转

速‒功率原始数据分布如图 1 所示。

风电机组正常性能预测模型可预测对机组正

常运行中的某些参数，但不包含启动和停机工况。
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通讯中断等意外导致的 SCADA 数据的部分空缺会

影响建模。根据风机运行原理，当风速小于等于切

入风速时，风电机组为待机或启动状态；当风速大

于切出风速时，风电机组处于停机状态。当风电机

组停机时，发电机有功功率应不超过 0 kW。因此，

应删除风速小于 3 m/s、风速大于 25 m/s、发电机有

功功率小于等于 0 kW 的数据及其空缺值。原始数

据经处理后，得到 347 804 组有效数据，其对应风

速 ‒发电机转速‒功率手动处理后数据分布如图 2
所示。

1.2　算法清洗

从图 2 中可以看出，处理后的风电机组数据量

大且分布不均，存在大量连续且稀疏的异常点需要

剔除。孤立森林（isolated forest，iForest）算法不依

赖类似距离、密度等指标来表征一个样本与其他样

本的差异，而是直接刻画样本间疏离程度，该算法

简单、高效［16］。因此，本文采用 iForest 算法对数据

进行清洗，去除规模庞大的连续异常点。

iForest 原理示意如图 3 所示。从图 3 中可以看

出，该算法先从待清洗数据集中随机选取 m 个样本

作为子集，并将其放入树的根节点，并随机选择一

个特征进行分割，生成切割点；再依据这个切割点，

将数据空间划分为 2 个子空间，并递归地选择特征

和分割数据，构建一棵二叉树，直到满足终止条件；

然后，重复此过程，生成 n 棵孤立树，形成孤立森林；

最后，将数据点放入孤立森林中，计算其从根节点

到叶节点的路径长度，并根据路径长度赋予异常评

分。路径越短，图中颜色越深，这些数据点是异常

的可能性越大［17］。

iForest 算法的关键参数是基评估器的数量，该

参数值越大，算法准确度越高。但如果该参数值过

大，则可能导致计算时间延长，且过大的该参数值

对算法准确度提升能力有限［18］。因此，经试验寻

优，最终确定该参数值为 200。经过 iForest一、二次

清洗后的数据集如图 4 所示。从图 4（a）中可以看

出，iForest 算法能清洗大量的连续异常点，但清洗

完成后数据中仍存在少量的噪声数据，应继续进行

二次数据清洗。

作为一种基于密度的聚类算法，DBSCAN 的核

心思想是，如果一个点在给定半径内邻域内有足够

数量的其他点，则该点为核心点，这些点可以一起

形成簇；否则，该点为噪声点。对每个数据点重复

此检验过程，就可以完成对数据的异常点的筛

选［19］。一次清洗后剩余的异常数据大多为离散点，

这 样 的 点 与 周 围 数 据 的 距 离 较 远 ，可 以 通 过

DBSCAN 有效地清除剩余的少量噪声点。

DBSCAN 算法有 2 个主要参数：邻域半径和最

小点数。邻域半径定义了点的邻域范围，而最小点

数则决定了一个点是否为核心点。经多次试验调
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图 1　风速‒发电机转速‒功率原始数据分布

Figure 1　Wind speed‐generator speed‐raw power 
data distribution
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图 2　风速‒发电机转速‒功率手动处理后数据分布

Figure 2　Wind speed‐generator speed‐power data 
distribution after manual treatment
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图 3　 iForest 原理示意

Figure 3　Schematic diagram of iForest principle
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试，选择邻域半径为 0.42，最小点数为 5。最终，经

DBSCAN 算法二次清洗后，得到 290 814 组正常工

况下的数据，其风速‒发电机转速‒功率数据分布如

图 4（b）所示。

2　特征选择

SCADA 系统包含风电机组的上百种运行参

数。在建立正常工况性能预测模型时，过多的输入

特征会导致模型结构庞大、训练时间过长或过出现

拟合的情况。因此，应对输入变量进行特征选

择［20］。特征选择通常利用智能算法计算输入特征

的重要度，并对输出特征的重要度排序。但根据重

要度选择输入特征的方法仍具有一定主观性，且这

种方法没有考虑所选输入特征间的相关性。因此，

本文先根据重要度的计算结果，优先选定重要性程

度高且稳定的特征量作为输入，再考虑剩余特征间

的相关性，据此进行二次特征选择。

齿轮箱油池温度可直观地反应齿轮箱运行是

否正常，故将其作为本文的监测对象，确定其为模

型输出变量。由于其余特征对齿轮箱油温的重要

性不尽相同，故使用 RF 算法计算其余特征与油池

温度的重要性并排序。为克服模型训练结果的随

机性，重复 4 次该试验，列出重要性排名前 21 的特

征，重要性指标试验结果见表 1。对这 4 次试验中的

21 个特征的重要性指标求均值并排序，结果如图 5
所示。
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（b） DBSCAN 算法二次清洗结果

图 4　算法清洗后的数据分布

Figure 4　Data distribution after algorithm cleaning

表 1　重要性指标试验结果

Table 1　Experimental results of importance index

试验

1
2
3
4

试验

1
2
3
4

试验

1
2
3
4

齿轮箱油路

入口温度/℃
0.135 7
0.137 2
0.134 5
0.136 4

发电机驱动端

轴承温度/℃
0.021 8
0.019 0
0.022 6
0.021 9

3#桨电机

温度/℃
0.015 5
0.014 6
0.014 7
0.014 9

主轴转速/
(r·min-1)
0.133 8
0.134 1
0.134 2
0.136 1

发电机非驱动端

轴承温度/℃
0.019 2
0.021 6
0.018 7
0.018 4

1#桨电机

温度/℃
0.014 8
0.015 0
0.015 6
0.014 7

齿轮箱高速轴

驱动端轴承温度/℃
0.082 3
0.088 3
0.084 5
0.087 5

舱内温度/
℃

0.018 8
0.019 0
0.018 3
0.019 3

PLC 风机状态

（10 min）
0.014 5
0.015 2
0.014 7
0.015 2

轮毂内温度/
℃

0.044 8
0.045 3
0.046 6
0.045 5

发电机定子 U
相线圈温度/℃

0.018 3
0.018 2
0.018 2
0.018 6

网侧频率/
Hz

0.013 8
0.013 1
0.012 9
0.013 1

齿轮箱油路

入口油压/MPa
0.036 7
0.035 2
0.035 4
0.034 7

发电机定子 V
相线圈温度/℃

0.017 8
0.018 9
0.017 8
0.018 3

机舱角度/
（°）

0.013 5
0.013 6
0.013 7
0.013 7

发电机转速/
(r · min-1)

0.031 8
0.032 1
0.033 0
0.032 5

机舱控制柜内

温度/℃
0.017 1
0.017 6
0.018 4
0.017 9

偏航状态

0.013 4
0.013 8
0.013 9
0.013 7

齿轮箱高速轴非

驱动端轴承温度/℃
0.024 3
0.023 8
0.024 8
0.023 9

2#桨电机

温度/℃
0.015 8
0.015 3
0.015 3
0.015 4

瞬时设定扭矩/
(N・m)
0.010 5
0.013 7
0.013 1
0.013 5
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由表 1 可知，这 4 次试验得到的特征重要性指

标前 7 位排名均稳定不变。从机理上看，齿轮箱油

路入口温度与油池温度密切相关；当齿轮箱入口油

压减小时，润滑油量减小，冷却效果变差，轴承温度

升高，发电机和主轴转速增大均会使齿轮间摩擦生

热增加，导致齿轮箱油温升高；齿轮箱油温升高导

致润滑失效，此时的齿轮箱高速轴轴承、主轴等机

械部件的摩擦力均增大，其温度也会相应升高。同

样地，这些机械部件温度升高会将热量传递至齿轮

箱油池与轮毂内部，导致油温和轮毂内部温度升

高。依据算法所选的这前 7 个特征参数确实与齿轮

箱油池温度具有很高的相关性。因此，优先选定这

前 7 个特征为模型的输入参数。

利用 Person 相关系数法对一次特征选择后剩

余的 14 个特征进行相关性分析，其计算式为

ρX，Y =
E ( )XY - E ( )X E ( )Y

E ( )X 2 - ( )E ( )X
2

E ( )Y 2 - ( )E ( )Y
2

  （1）

式中，X，Y 均为待计算的随机变量；E (X )为随机变

量 X 的数学期望；ρX，Y 为 X，Y 的 Person 相关系数。

求出各特征与其他特征之间的相关系数，绘制

特征相关性热力图，结果如图 6 所示。将各特征所

对应的 14 个相关系数取绝对值并求和，最终得到相

关性指标排序，结果见表 2。表 2 中相关性排名前 3
的特征在第一步的 4 次试验中均位于前 14 名的，其

对输出特征的重要性影响较高，这些特征与其他的

特征相关性最强，对其他参数具有较好的替代性。

因此，综合考虑后，补充选取该 3 个特征作为模型的

输入参数。

综上所述，最终选择的模型输入参数：齿轮箱

油路入口温度、主轴转速、齿轮箱高速轴驱动端轴

承温度、轮毂内温度、齿轮箱油路入口油压、发电机

转速、齿轮箱高速轴非驱动端轴承温度、发电机非

驱动端轴承温度、机舱控制柜内温度、舱内温度，输

出特征参数为齿轮箱油池温度。

为验证本文特征二次选择方法的合理性，采用

了 3 种单一特征选择方法：RF 特征重要性排序算

法、序列前向选择算法（sequence forward selection，
SFS）和特征递归消除算法（RFE）与本文方法进行

对比［21-22］，并以齿轮箱油池温度为输出，采用这 3 种

算法分别选择 7、10、13、16、19 个输入特征，利用与

文 3 中相同的数据集和 CATBoost 算法进行建模

并进行 100 次参数寻优。最终，比较各模型与本文

建立的 10 参数模型针对测试集的预测性能，发电

龄
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机非驱动端轴承温度为 6.096 1 ℃，机舱控制柜内

温度为 5.727 7 ℃，舱内温度为 5.514 1 ℃，2#桨电

机温度为 5.112 9 ℃，1#桨电机温度为 5.109 2 ℃，

发电机定子 V 相线圈温度为 4.983 5 ℃，发电机定子

U 相线圈温度为 4.913 8 ℃，发电机驱动端轴承温

度为 4.788 8 ℃，机舱角度为 3.995 4°，3#桨设定角

度为 3.985 7°，每隔 10 min 的 PLC 风机状态指数为

1.759 2，网测频率为 1.294 1 Hz，偏航状态指数为

1.023 6。
模型性能评价使用拟合优度 R2、均方误差 IMSE

（mean squared error，MSE）、平均绝对误差绝对值

IMAE（mean absolute error，MAE）3 种指标［23］，其计算

公式分别为

R2 = 1 -
∑
i = 1

n

( )y ( i )- ŷ ( i )
2

∑
i = 1

n

( )y ( i )- ȳ ( i )
2

（2）

IMSE = 1
n ∑

i = 1

n

|| ( )y ( i )- ŷ ( i )
2

（3）

IMAE = 1
n ∑

i = 1

n

|| ( )y ( i )- ŷ ( i ) （4）

式（2）~（4）中，y ( i )为数据的实际值；ŷ ( i )为模型预

测值；n 为数据的个数。

不同特征选择方法对应模型性能指标对比见

表 3。由表 3 可知，利用 RF 算法和 SFS 算法选择 13
个特征，RFE 算法选择 16 个特征时，所建各模型预

测性能达到最佳。当特征数量减少时，这 3 种算法

构建的模型预测性能均显著下降；而当特征数量进

一步增加时，模型预测效果不仅未提升，反而呈现

下降趋势。这种现象在一定程度上是特征之间的

共线性所导致的。采用本文方法选取的 10 个特征

所建立的模型，其预测性能明显优于采用 RF、SFS、

RFE 3 种算法选择的 10 个特征对应的模型的。与

RF 算法选择的 13 个特征的最佳模型相比，本文 10
参数模型的 R²降低 0.019 1%，MSE 提高 0.369 1%，

但 MAE 降低 0.698 9%，整体预测性能差异较小。

与 SFS 算法选择的 13 个特征建立的最佳模型相比，

本文模型在 R²和 MSE 上表现更优，但 MAE 提高

4.057 1%。与 RFE 算法选择的 16 个特征建立的最

佳模型相比，本文模型在所有性能评价指标上均表

现最佳。

综上所述，相比于 RF 算法通过重要性选取特

征、SFS 算法逐步增加重要特征，RFE 算法根据训

练结果逐步剔除特征的 3 种方法，本文方法在有效

降低输入特征维度的同时，较好地保证了模型的

预测性能。此外，RF、SFS、RFE 这 3 类算法的最

优模型所对应的特征数量均未达到 19，尽管 19 个

特征中包含了所有最优的 13 或 16 个特征，但由于

冗余共线性特征的影响，模型性能反而下降。本

文的二次特征选择在降维的同时消除了共线性特

征，减少了特征冗余，进一步提升了模型的预测

性能。

表 3　不同特征选择方法对应的模型性能指标对比

Table 3　Comparison of model performance indicators 
corresponding to different feature selection methods

特征选择方法

RF

RF

RF

RF

RF

SFS

SFS

SFS

SFS

SFS

RFE

RFE

RFE

RFE

RFE

RF+Person

特征数量

7

10

13

16

19

7

10

13

16

19

7

10

13

16

19

10

R2

0.988 308

0.989 411

0.991 357

0.989 824

0.988 936

0.987 768

0.988 783

0.990 933

0.989 814

0.988 491

0.986 484

0.986 844

0.988 138

0.989 086

0.987 424

0.991 166

IMSE

0.536 108

0.485 526

0.401 365

0.466 576

0.507 338

0.560 836

0.514 355

0.415 728

0.467 027

0.527 733

0.619 745

0.590 082

0.543 907

0.500 410

0.576 640

0.405 056

IMAE

0.546 804

0.492 229

0.456 134

0.468 504

0.471 796

0.401 497

0.431 480

0.408 574

0.406 861

0.432 691

0.572 805

0.575 433

0.517 017

0.478 599

0.495 484

0.449 145

表 2　相关性指标排序

Table 2　Correlation index ranking
特征名称

发电机非驱动端轴承温度

机舱控制柜内温度

舱内温度

2 号桨电机温度

1 号桨电机温度

发电机定子 V 相线圈温度

发电机定子 U 相线圈温度

发电机驱动端轴承温度

机舱角度

3 号桨设定角度

PLC 风机状态（10 min）

网侧频率

偏航状态

单位

℃

℃

℃

℃

℃

℃

℃

℃

°

°

Hz

相关性指标

6.096 1

5.727 7

5.514 1

5.112 9

5.109 2

4.983 5

4.981 3

4.788 8

3.995 4

3.985 7

1.759 2

1.294 1

1.023 6
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3　齿轮箱油温预测模型的建立

前文选择的风电机组数据多为温度、转速等变

化范围较大的数据。传统的梯度提升算法在工作

时，弱学习器模型均在同一完整训练集上训练，再

不断提升成强学习器。如果训练集和测试集的数

据分布不一致，模型就会在训练集产生过拟合，在

测试集上表现不佳，发生预测偏移问题。

CATBoost 基于梯度提升算法，通过迭代地构

建决策树来逐步减小预测残差。每个决策树都基

于前一个模型的误差进行训练，以此来提高模型的

整体性能［24］。梯度提升算法原理如图 7 所示。在图

7 中，pk( x)为各决策树预测值，其中 k=1，2，3，…，

N；y 为训练数据集的实际值。

CATBoost 在训练阶段对数据特征执行处理，

采用改进的排序提升方法来避免预测偏移问题，并

运用对称的决策树架构来管理叶节点的数量［25］。

此外，还引入了优先级或称为先验值的权重系数。

设样本 σ=（σ1，σ2，…，σn ) 是随机排列顺序，样本 σi

的第 j个特征 Q σi，j 为数据特征，则有［25］

Q σi， j =
∑
k = 1

j - 1

[ ]Q σk，j = Q σi，j Zσk
+ αP

∑
k = 1

i - 1

[ ]Q σk，j = Q σ i，j + α
 （5）

式中，Q 为样本的数据特征，Z 为样本的特征值；［⋅］ 
为指示函数，其在某个元素属于特定子集时取值为

1，否则为 0；P 为先验值，对每一个回归任务，将其

特征值的平均值作为先验值；α 为优先级的权重系

数，降低低频次特征带来的影响。

由于 CATBoost 模型具有多个超参数，为提高

模型预测准确性，本文使用 Optuna 自动寻优框架针

对 CATBoost 模型中的树深度、数值变量的分箱个

数、正则化系数、学习率、分支数目这 5 个超参数进

行寻优［26］。

选择该风电机组正常工况的 50 000 组数据，前

40 000 组数据用于模型训练，后 10 000 组数据用于

模型测试和性能评价。

使用 Optuna 框架对模型超参数寻优时，应对

Optuna 框架进行参数选择，选择目标函数迭代次数

为 100，损 失 函 数 选 择 均 方 根 误 差（mean square 
error，RMSE）。由于采样器的选择对模型性能有较

大 影 响 ，分 别 采 用 树 结 构 的 Parzen 估 计 器（tree 
structured Parzen estimator，TPE）算法、进化策略算

法（covariance matrix adaptation evolutionary strategy，
CmaEs）、随机搜索（random search，RS）3 类采样器

对 CATBoost 模型进行寻优。为克服寻优的随机

性，对每个采样器进行 5 次试验，选取效果最好的作

为寻优结果，结果见表 4。

对比评价指标可知，采用 TPE 采样器寻优的模

型均方误差及平均绝对误差均为 3 类采样器中最小

值，并且其拟合优度最高。

为展示 Optuna 寻优下的 CATBoost 模型性能

的 优 越 性 ，这 里 选 择 集 成 算 法 中 的 XGBoost 及

LightGBM 算法作对比，采样器均使用 TPE 算法，

迭代次数为 100，所建立模型预测性能指标见表 5。
根据这 3 个模型的性能评价指标对比可知，

CatBoost 模型的 R2 和 MSE 均为最优值，XGBoost
模型的 MAE 最佳，LightGBM 的拟合效果各指标均

为最差。由于风电机组数据集庞大，拟合优度 R2要

比平均绝对误差绝对值 MAE 更能反映模型的总体

预测效果。因此，本文选择 CATBoost 作为预测模

型，模型最优超参数见表 6。

训练数据集

单棵决
策树

两棵决
策树

N 棵决
策树

…

增加树数量
降低L（x）

p1 ( x ) p1 ( x )，p2 ( x ) p1 ( x )，p2 ( x )…pN ( x )

L( x )=
y - p1 ( x )

L( x )= y -
1
2 ( )p1 ( x )+ p2

L( x )= y -
1
N ∑

k = 1

N

pk ( x )

图 7　梯度提升算法原理示意

Figure 7　Schematic diagram of gradient boosting 
algorithm principle

表 4　不同采样器模型寻优结果对比

Table 4　Comparison of model optimization results of 
different samplers

采样器

TPE

CmaEs

Random

R2

0.991 166

0.991 032

0.988 605

IMSE

0.405 056

0.410 342

0.522 494

IMAE

0.449 145

0.456 527

0.488 442

表 5　模型预测性能指标

Table 5　Model prediction performance index
模型

CATBoost

XGBoost

LightGBM

R2

0.991 166

0.989 773

0.982 472

IMSE

0.405 056

0.478 347

0.592 073

IMAE

0.449 145

0.420 420

0.539 188
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利用所得的最优 CATBoost预测模型对测试集

进行预测，部分数据的拟合结果如图 8 所示。根据

拟合结果可见，绝大多数数据的拟合绝对误差低于

0.6，表明模型的拟合精度较高。

4　基于滑动窗口的齿轮箱油温预警

4.1　状态评价指标及预警阈值计算

根据风电机组正常工况数据所建立的预测模

型仅在机组正常工作时预测较为精准，而实际由于

风电机组工作环境恶劣，当机组发生故障时，模型

预测的准确度会呈现不稳定性，若仅根据单一时刻

的工况偏离情况进行预测会加大误报警概率［27］。

因此，采用基于滑动窗口的故障预警方法，将对于

单一工况点的分析转变为对窗口内数据的整体分

析。该时间滑动窗口的原理示意如图 9 所示。在图

9 中，y 为数据实际值；S 为窗口内数据的集合，在时

间 tk处输入 Sk；h 为窗口宽度；m 为时间增量。

选取单个窗口内齿轮箱油温的实际值与模型

预测值之间的平均绝对误差作为故障预警的状态

指标，其计算公式为［28］

M tk = 1
h ∑

t = tk - h

tk

|Tt - T ' t | （6）

式中，h 为滑动窗口宽度；t 为当前时刻；Tt 为当前时

刻实际温度；T ' t 为当前时刻预测温度；M tk 为状态

指标。

发生故障时，状态指标会不断增加，当其超越

某一个值可视为故障的发生。因此，应合理设定状

态指标的阈值。本文采用滑动窗口与区间估计相

结合的方法设置阈值，即采用滑动窗口进行区间估

计，选择置信上限作为阈值，其计算公式如下［28］：

N t = M̄ + σM

l
tα ( l - 1 )+ 3σM （7）

式中，N t 为状态指标的阈值；M̄ 为正常工况下状态

指标 M tk 的平均值；l 为滑动窗口个数；σM 为状态指

标的标准差；tα 为小概率值。

选取模型建立所使用的机组正常工况数据，经

试验，当窗口宽度 h 选择为 12，时间增量 m 设置为

1，α 设为 0.000 5 时，预警效果最好，经过式（7）计算

得到状态指标阈值为 1.11 ℃。

4.2　实例分析

选取该机组的原始数据，仅剔除数据中的空缺

值、风机启动、停机以及风速小于 3 m/s 的运行数

据，以保证故障预警的准确性。为比较本文模型与

表 6 中其他 2 种模型在异常预警时的性能表现，同

时利用所建 XGBoost 和 LightGBM 最优模型进行

故障预警试验，通过该方法计算 2 种模型对应的状

态指标阈值分别为 1.19 和 1.31 ℃。

1） 实例 1。查询该机组故障列表，发现 2018 年

8 月 31 日 22 时 40 分 SCADA 系统记录发生了“齿轮

箱油池温度高于上限值”的故障。选取故障发生前

6 h 至故障记录时刻的数据进行故障预警试验，结果

如图 10 所示。
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图 8　CATBoost 模型预测结果

Figure 8　CATBoost model prediction results
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图 9　滑动窗口原理示意

Figure 9　Schematic diagram of sliding window principle

表 6　模型最优超参数

Table 6　Optimal hyperparameters of models
树深度

2

正则化系数

3

学习率

0.256

分支数目

1 454

分箱个数

275
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从图 10 中可以看出，CATBoost 模型的状态指

标首次大约于第 280 个窗口超出阈值，发出报警提

示，其所对应的时间为 2018 年 8 月 31 日 21 时 21 分，

比 SCADA 记录的故障时刻提前 79 min 报警。而

XGBoost及 LightGBM 模型分别比记录时刻提前预

警 76 min 和 66 min。此外，XGBoost 大约于第 20 个

窗口出现了短暂的超出阈值情况，导致了误报警。

相比之下，CATBoost 模型的预警时间最早且没有

误报警情况出现。

2） 实例 2。查询该机组故障列表，发现同年 9
月 29 日 16 时 38 分 SCADA 系统记录再次发生“齿

轮箱油池温度高于上限值”的故障。选取故障发生

前 6 h 至故障记录时刻的数据进行试验，结果如图

11 所示。

从图 11 中可以看出，CATBoost 模型预警结果

的状态指标首次大约于第 110 个窗口超出阈值，发

出报警提示，其所对应的时间为 2018 年 9 月 29 日 12
时 30 分 ，提 前 报 警 了 248 min。 而 XGBoost 及

LightGBM 模型分别比记录时刻提前预警 37 min 和

32 min。此外，XGBoost 模型在约第 35 个窗口时出

现了短暂的超出阈值情况。相比之下，CATBoost
模型不仅预警时间显著早于其他模型，而且未出现

误报警现象。

在实际生产中，故障及时报警可为工作人员提

供更多的故障处理时间，而误报警则会干扰工作

人 员 的 判 断 ，应 尽 力 避 免 。 由 该 试 验 可 见 ，

CATBoost 模型比 XGBoost 和 LightGBM 模型的异

常预警效果更好。这一方面是由于各模型本身的
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图 10　故障预警结果  （实例 1）
Figure 10　Fault warning result （case 1）
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数据学习机制存在差异，对同一数据集的预测效

果存在不一致性。对故障发生前的异常数据，

CATBoost 模 型 的 敏 感 度 要 优 于 XGBoost 和

LightGBM 模型的，预测值较早偏离实际值，预警

更及时；而对于距离故障发生时间较远的正常数

据，CATBoost 的状态指标波动较小，对正常数据

的拟合能力较强，故没有发生误报警。另一方面，

本文各预警模型的状态指标阈值均按式（7）计算，

该阈值的大小同样会影响各模型预警的及时性和

误报警率，而由于不同风电机组的数据差异影响，

工程应用中可尝试不同的阈值计算方法或进行阈

值微调，以获取最佳阈值，进而提早预警时间，减

小误报警概率。

5　结语

针对风电机组齿轮箱异常工况预警，建立一种

基于 CATBoost 算法的油池温度异常预警模型，以

实现对风电机组齿轮箱故障的提前预警。本文主

要结论如下：

1） 针对风电机组 SCADA 系统原始数据，依次

采用 iForest 和 DBSCAN 方法对数据集中大量连续

的异常离群点和剩余离散噪声数据进行针对性清

洗。试验结果表明，该方法可有效清除异常数据

点，获得高质量的机组正常行为建模数据。

2） 使用 RF 与 Person 相关系数相结合的方法，

分别考虑模型输入特征对输出特征的重要性、输入
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图 11　故障预警结果（实例 2）
Figure 11　Fault warning result（case 2）
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特征之间的相关性，实现了模型输入特征的 2 次选

择。经试验对比，相比于仅考虑输入特征与输出特

征相关性的特征选择方法，本文方法所选特征维度

有所降低且保证了所建模型的预测精度。

3） 建立了基于 CATBoost 的油温预测模型，利

用滑动窗口模型构建状态评价指标，并基于区间估

计理论设定阈值。实际故障数据验证，表明该方法

所建模型预测准确度较高，能准确及时地对油温异

常进行预警，并减少了误报警概率。

应指出，风电机组各类特征值受季节影响显

著，采用全年数据训练能提升模型预测精度和预警

准确性，但数据量过大会增加模型训练时间并可能

导致过拟合。未来研究中可考虑采用迁移学习方

法，提升模型的泛化能力与方法不同季节和气候下

的故障预警准确性。
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