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摘　要：为提升变压器故障诊断精度，提高模型识别的效率，改善不平衡样本对变压器故障识别模型的不良影响，

提出一种基于边界线合成少数类过采样技术（borderline synthetic minority over‑sampling technique，BSMOTE）与北

方苍鹰优化（northern goshawk optimization，NGO）算法的双层极限梯度提升（extreme gradient boosting，XGBoost）
的变压器故障模式识别模型。首先，利用 BSMOTE 对少数类样本进行扩充，得到平衡的数据集。其次，通过无编

码比值法建立多维特征量，并采用 XGBoost 确定最优特征子集。再次，通过 NGO 对 XGBoost 进行参数寻优，得到

变压器故障诊断模型，实现对变压器故障的准确识别。最后，采用实例对所提方法进行了仿真分析。所提方法的

诊断准确率比递归特征消除法（recursive feature elimination，RFE）、随机森林（random forest，RF）特性筛选、分类提

升（categorical boosting，CatBoost）特征提取与 19 维特征分别提高了 2.88%、4.03%、4.44% 与 7.47%。研究结果表

明，所提方法故障辨识精度高、误判率低、性能稳定。
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Research on transformer fault pattern recognition based on double-layer XGBoost 
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Abstract： To enhance the diagnostic accuracy of transformer fault， raise the efficiency of model recognition， and 

mitigate the adverse effects of imbalanced samples on transformer fault recognition models， a transformer fault pattern 

recognition model with double-layer extreme gradient boosting （XGBoost） based on borderline synthetic minority 

over-sampling technique （BSMOTE） and northern goshawk optimization （NGO） algorithms is proposed. Firstly， 

BSMOTE is used to expand minority class samples， and a balanced dataset is obtained. Secondly， the noncoding ratio 

method is used to establish multidimensional feature quantities， and XGBoost is used to determine the optimal feature 

subset. Then， an NGO algorithm is used to optimize the XGBoost parameters， and a transformer fault diagnosis model 

is obtained， achieving accurate recognition of transformer faults. Finally， practical cases are adopted to make a 

simulation analysis of the proposed method. The diagnostic accuracy of the proposed method is 2.88%， 4.03%， 4.44%， 

and 7.47% higher than that of the recursive feature elimination （RFE）， random forest （RF） feature screening， 

categorical boosting （CatBoost） feature extraction， and the 19-dimensional feature， respectively. The results show that 

the method proposed in this article has higher fault recognition accuracy， lower misjudgment rate， and stable 

performance.
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作为电气系统中起枢纽作用的主设备，电力变

压器的运行状态在很大程度上影响着电力系统的

安全与稳定［1-4］。如果不能及时发现并诊断变压器

的故障，就会导致大规模停电等民生问题，造成大

范围的经济损失。因此，建立一套高效、全面、准确

的变压器故障诊断模型对保证电力系统安全与稳

定至关重要［5-6］。

变压器的绝缘老化会使绝缘油发生分解，H2、

CH4、C2H6、C2H4与 C2H2等气体会溶解于绝缘油中。

作为最常用的变压器状态评估与故障诊断方法，油

中溶解气体分析（dissolved gas analysis，DGA）通过

分析绝缘油中溶解的各气体的成分与含量比值来

判别变压器内部故障类型与严重程度。常见的

DGA 方法有：三比值法［7‑8］、四比值法［9］、三角形法［10］

等。该类方法原理简单，易于实现，但是其存在边

界比值僵硬、误判率高等缺点［11］。随着人工智能的

发展，机器学习的方法逐步应用在变压器故障模式

识别上，如支持向量机［12-13］（support vector machine， 
SVM）、神经网络［14-15］、云模型［16-17］等。但这些方法

也有一些缺点。SVM 采用二次规划方法来确定支

持向量，当数据量较大时，SVM 的计算效率会降低。

神经网络虽然具有较强的学习能力，但其可能出现

过拟合现象，增加模型复杂性。云模型要求有大量

的数据供其训练，实际情况不一定能满足该条件。

与传统的机器学习模型不同，集成学习通过结

合多个模型的力量，提高模型的预测精确度与稳定

性，且其具备更好的可解释性与适应性［18-20］。文

献［21］将处理完备的样本数据输入到梯度提升树

（gradient boosting decision tree，GBDT）中，有效提

升了变压器故障诊断效果。但是 GBDT 模型的训

练速度与效率还有待提高，且其在诊断的时效性上

也存在不足。近年来，不少学者对 GBDT 进行了优

化 改 进 。 其 中 ，极 端 梯 度 提 升（extreme gradient 
boosting，XGBoost）由于极致的训练效率而活跃在

机器学习领域，展现了较好的训练精准度与出色的

普适性。文献［22］探索了 XGBoost 算法在变压器

故障检测中的应用，并借助遗传算法对相关参数进

行了优化调整，但该研究并未借助 XGBoost 模型对

多维特征的重要性进行排序与特征关联性分析。

文献［23］通过应用粒子群优化技术来提升极限学

习机（extreme learning machine，ELM）的诊断准确

度，并取得了一定的成效。该研究也指出，粒子群

优化算法在初始种群设置和避免陷入局部最优解

的方面仍有待改进。

在运用机器学习与集成学习工具对变压器

故障进行模式识别时，充分平衡的数据集是不可或

缺的。而实际运行状态中的变压器故障率较低，且

故障类别并不平衡，这就必须对原始数据集进行提

前处理。处理不平衡数据集的方法主要有欠采样

和过采样 2 种。欠采样方法［24-25］一般从多数类样本

中直接删去部分数据，这可能导致多数类中具有重

要信息的样本被删去。在过采样方法中，合成少

数 类过采样技术（synthetic minority over-sampling 
technique，SMOTE）、边 界 线 合 成 少 数 类 过 采 样

技 术（borderline synthetic minority over-sampling 
technique，BSMOTE）［26］、自 适 应 合 成 过 采 样 方

法（adaptive synthetic sampling，ADASYN）是过程

简单且常见的算法。文献［27］采用 SMOTE 处理

原始数据集，并结合随机森林对变压器故障进行诊

断，得到了不错的效果。然而，SMOTE 主要基于相

邻少数样本的假设，并未深入考虑邻近样本的分布

特征，这可能导致类间出现较高的重复性。文献［28］
提 出 自 适 应 合 成 过 采 样 技 术（adaptive synthenic 
sampling，ADASYN），该算法考虑了在少数类样本

周围多数类的分布密度，特别是在密度较高的区

域，该算法会采集更多的样本。但其对异常值较为

敏感。

鉴于这些问题，本文将过采样技术与集成学习

相结合，提出一种基于 BSMOTE 与 NGO 优化的双

层 XGBoost 的变压器故障模式识别模型。首先，利

用 BSMOTE 对原始不平衡数据进行处理。其次，

通过无编码比值法建立多维特征量，并采用优选特

征 策 略 确 定 较 优 特 征 子 集 。 再 次 ，搭 建 NGO-
XGBoost 变压器故障诊断模型，实现对变压器故障

的准确识别。最后，在实例中进行仿真分析，验证

所提算法的可行性与有效性。

1　算法原理

1.1　边界线合成少数类过采样技术

基于 SMOTE 的 BSMOTE，通过生成合成的

少数类样本来过采样少数类。对每一个少数类样

本，该算法先寻找其同类别的 k 个最近邻；再根据过

采样率从中随机选择一些样本；最后，在少数类样

本和其选定的最近邻样本间的连线上生成新的合

成样本。SMOTE 算法主要基于相邻少数样本的假

设，未深入考虑邻近样本的分布特征，这可能导致类

间出现较高的重复性。BSMOTE 算法通过识别危

险类别的边界样本，有效减少了此类重复现象的发
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生。BSMOTE 只对边界少数类样本（危险少数类

样本）进行过采样。该算法先找出危险少数类样

本，再将这些样本创造出的合成样本整合进基础的

训练资料库中。令整个训练集为 T，少数类集为 P，

多数类集为 N，则有

P = { p1，p2，⋯，pr } （1）
N = { n1，n2，⋯，nq } （2）

式中，pi 为第 i 个少数类；r 为少数类样本个数；ni 为

第 i个多数类；q 为多数类样本个数。

BSMOTE 算法可分为 4 步。

1） 对少数类集 P 中的每一个 pi，i = 1，2，⋯，r，

在整个训练集 T 中选取其 m 个最近邻，这 m 个最近

邻中有 m ' ( 0 ≤ m '≤ m )个多数类样本。

2） 如果 m = m '，也就是 pi 周围的全部 m 个最近

相邻点均为多数类别样本，则将 pi 判定为噪声点，并

在后续处理过程中予以忽略。如果
m
2 ≤ m '< m，也

就是 pi 的最近邻中的多数类点的数量多于其最近邻

少数类点的数量，则 pi 被认为是容易误分类的，并被

放入一个名为 D 的集合中。如果 0 ≤ m '<
m
2 ，也就

是 pi 的最近邻中的多数类点的数量少于其最近邻少

数类点的数量，则 pi 被认为是安全的，在后续处理过

程中予以忽略。

3） 集合 D 所包含的样本为边界数据 ，故有

D ⊆ P，令

D = { p'i| p'i ∈ P，i = 1，2，⋯，d }，0 ≤ d ≤ r   （3）
对 D 中的所有样本，从 P 中寻找其 k个最近邻。

4） 从 D 中 生 成 s × d 个 合 成 正 例 样 本 ，s 为

［1，k］的整数。对 ∀p'i ∈ D，i = 1，2，⋯，d，先随机抽

取其 k 个近邻中的 s 个 pj，j = 1，2，⋯，s；再计算 p'i 与

这些每一个最近邻 pj，j = 1，2，⋯，s 之间的差异 αj；

然后，将 αj乘以随机数 γj，j = 1，2，⋯，s，γj ∈ [ 0，1 ]；最
后，生成新的合成少数类样本 p͂ ij，即

p͂ ij = pi + αj γj，j = 1，2，⋯，s （4）
1.2　XGBoost原理

梯度提升法依次结合弱分类器的决策，是一种

决 策 树（decision tree，DT）的有效机器学习算法。

XGBoost 是梯度提升机器学习集合方法的扩展，是

一种有效的分类器方法，其降低了梯度提升方法的

计算复杂度，节约了计算时间。

设包含 n 个实例和 m 个特征的给定数据集为

Q ={( x i，y i) | x i ∈ Rm，y i ∈ Rn，i = 1，2，⋯，n }，则 具

有 k个加法函数的树提升模型的输出为

ì

í

î

ïïïï

ïïïï

ŷ i = ∑
k = 1

K

fk ( xi )， fk ∈ F

F = { f ( x )= ωq ( x ) | q：Rm → T，ω ∈ Rt }
（5）

式中，ŷ i为样本 xi的预测值；F 为分类和回归树的空

间；T 为特定树的叶子；q 为树的结构部分；ω 为叶子

重量；fk 为包括 q 与 ω 的函数。

为更好地分类，使用树中的决策规则。该规则

通过将各个叶子的分数相加来估计最终预测，函数

fk 通过最小化目标函数 O 来学习，即

min O = ∑
i = 1

n

L ( yi，ŷ i )+ ∑
k = 1

K

W ( fk ) （6）

W ( f )= γT 2 + 1
2 λ ω

2
（7）

式中，L 为训练损失函数或误差估计函数，即测量预

测项 ŷ i 和实际对象 yi 之间的距离；W 为树模型复杂

度惩罚项，即额外正则化项，其有助于平滑最终的

学习权重，以防止模型出现过度拟合等情况；n 为

样本总数；K 为函数总数；T 为树叶的数量；γ、λ 为控

制参数 ，分别用于控制叶子节点的数量及权重

分数。

树提升模型以加法的方式训练。若直接将

式（6）的树提升模型作为目标函数，则其不能在欧

几里得空间中借助传统优化方法来优化。梯度树

提升是树提升方法的增强版本。如果 ŷ ( )t
i 为第 i 个

实例的第 t 次迭代的预测项，则在第 t 次迭代时，添

加 ft，即 ŷ ( )t - 1
i 。故式（6）可改写为

O ( t ) = ∑
i = 1

n

L ( yi，ŷ ( t - 1 )
i + ft ( xi ))+ W ( ft) （8）

XGBoost技术通过二阶泰勒展开来近似，式（8）
的第 t次迭代的泰勒展开式 O͂ ( t ) 为

O ( t ) ≃ O͂ ( t ) =

∑
i = 1

n é

ë

ê
êê
êL

ù

û
úúúú( yi，ŷ ( t - 1 )

i + gi ft( )xi + 1
2 bi f 2

t ( )xi + W ( )ft

（9）
式中，gi 和 bi 分别为损失函数的一阶和二阶梯度统

计量。

继续简化，则有

O͂ ( t ) = ∑
j = 1

T é

ë

ê
êê
ê
ê
ê ù

û

ú
úú
ú( )∑

i ∈ Ij

g i ωj + 1
2 ( )∑

i ∈ Ij

b i + λ ω 2
j + γT  （10）

式中，ω j 为第 j 片树叶权重；Ij 为第 j 片树叶的实例，

即 Ij = { i|q ( xi)= j }。
对于树的固定结构 q ( x)，叶 j的解权重 w *

j 为

34



第 40 卷第 6 期 李友才，等：基于Borderline SMOTE与NGO优化的双层XGBoost算法的变压器故障模式识别研究

w *
j = -

∑
i ∈ Ij

g i

∑
i ∈ Ij

( bi + λ )
（11）

式（11）又被认为是用于 q ( x)树结构估计的评

分函数，其可获得用于分类的最佳树结构。通常，

不可能评估所有树结构 q ( x)。本文采用一种有效

的算法，该算法从单个叶子开始，迭代地将分支附

加到树中。假设 IL 和 IR 分别是分裂后左节点和右

节点集，并且有 I = IL ΔIR。则分裂后的损失最小化

目标函数 O split 为

O split =

1
2

é

ë

ê

ê

ê

ê
êêê
ê

ê

ê ( )∑
i ∈ IL

gi

2

∑
i ∈ IL

( bi + λ )
+

( )∑
i ∈ IR

gi

2

∑
i ∈ IR

( bi + λ )
+

ù

û

ú

ú

ú
úú
ú

ú

ú( )∑
i ∈ I

g i

2

∑
i ∈ I

( bi + λ )
- λ

（12）
1.3　NGO原理

NGO 优化算法［29-30］具有较高的收敛精度和稳

定性。NGO 模仿苍鹰的狩猎过程，其包括 2 个主要

阶段：识别并攻击猎物，追逐与逃逸。

1.3.1　识别并攻击猎物

这一阶段的苍鹰随机选择目标并迅速攻击，其

数学模型为

Zi = Y k，i = 1，2，⋯，N （13）

Y new，z1
i，j =

ì
í
î

ïï

ïïïï

yi，j + r ( )zi，j - Ixi，j ，W p
i < W i

yi，j + r ( )xi，j - pi，j ，W p
i ≥ W i

   （14）

Y i =ì
í
î

Y new
i ，W new，p1

i < W i

Y i，W new，p1
i ≥ W i

（15）

式中，Zi 为第 i只苍鹰选择的猎物的位置；Y k 苍鹰种

群中另一只苍鹰的位置；k 为［1，n］中的随机自然

数；Y new，z1
i，j 为第一阶段第 i只苍鹰在 j维上的新位置；

yi，j 为更新前第 i只苍鹰在 j维上的位置；r为［0，1］的

随机数；zi，j 为模拟捕食行为时，第 i 只猎物在第 j 维

上的位置；I 为随机数，I ∈ { 1，2 }；W p
i 为猎物位置的

适应度；W i 为苍鹰当前位置适应度；Y i 为第 i 只苍

鹰位置；Y new
i 为第 i 只苍鹰第一阶段产生的新位置；

W new，p1
i 为第 i 只猎物新位置目标函数值；r 为搜索和

更新中产生自发 NGO 行为的随机数。

1.3.2　追逐与逃逸

苍鹰接近猎物后，猎物会试图逃跑，鹰会继续

追逐，形成你追我赶的局面。鹰可全局搜索，捕获

猎物。其数学模型为

Y new，z2
i，j = yi，j + R (2r - 1) yi，j （16）

R = 0.02 (1 - t
T ) （17）

Y i =ì
í
î

Y new，z1
i ，W new，z2

i < W i

X i，W new，z2
i ≥ W i

（18）

式中，Y new，z2
i，j 为第 2 阶段第 i 只苍鹰在 j 维上的新

位置；R 为苍鹰攻击系数，其值由式（21）确定；r 为
［0，1］的随机数；t，T 分别为当前迭代次数和最大迭

代次数；Y i
new，z2 为第 i只苍鹰第二狩猎阶段产生的新

位置；W new，z2
i 为第 i只苍鹰在新状态下的适配值；W i

为第 i只苍鹰在当前位置的适应度。

2　双层XGBoost变压器故障诊断模型

为对变压器的特性优选与故障诊断这两个方

面进行优化，本研究建立双层 XGBoost 模型。首

先，利用 BSMOTE 对样本进行扩充；其次，采用

XGBoost 对多维变压器特征量进行优选；最后，使

用 NGO-XGBoost 模型对故障模式进行识别，并利

用测试集对模型进行了综合评价。本模型旨在提

升变压器故障样本不均匀情况下故障模式的识别

精度。双层 XGBoost 变压器故障诊断模型结构如

图 1 所示。

2.1　特征优选层

气体比例的多样性扩展了特征参数的选取范

围，但这也导致了特征之间的重复性，降低了模型

处理效率。基于特征在作为分裂点时所贡献的平

开始

DGA 数据集

XGBoost
特征优选层

归一化处理

Borderline 
SMOTE 过采样

特征构建

XGBoost特征优选

测试集 训练集 验证集

结束
模型
评估

测试集诊断
结果

XGBoost故障
诊断模型

NOG-XGBoost
模型故障诊断层

NOG-XGBoost
模型训练

验证模型

否

是

是否满足准
确率

保存 XGBoost
故障诊断模型

图 1　双层 XGBoost 变压器故障诊断模型结构

Figure 1　Structure of double‑layer XGBoost transformer 
fault diagnosis model
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均增益值，XGBoost 为每个特征赋予一个重要性评

分，并按该评分对特征进行排序，识别与预测目标

密切相关的特征。利用这一特征排序，可剔除不必

要的特征，降低数据冗余，简化模型结构，提升模型

的运算速度与泛化能力，有效防止过拟合现象的

发生。

在模型训练完成后，先按重要性从高到低对特

征分数进行排序，并设定不同阈值，进行特征筛选，

形成多个特征组合；再依次评估使用这些特征组合

的模型在测试集上的诊断表现；最后，将在诊断准

确性方面表现最佳的特征组合作为最终采纳的特

征集合。

2.2　故障诊断层

2.2.1　基于 NGO 优化 XGBoost的变压器故障诊断

在对变压器故障数据特征进行优化选择后，将

经过预处理的样本数据导入至下层诊断模型 。

XGBoost 的参数众多且设置烦琐，若选择不当，极

易造成过拟合或欠拟合问题，损害模型的精度及其

泛化能力。故本研究运用 NGO 算法对 XGBoost 模
型的超参数进行调整优化。以 XGBoost的 5 折交叉

验证中的系数平均 Ikappa 作为 NGO 算法的优化目标，

同时将（1-Ikappa）作为最小化的适应度值。经过连续

的迭代训练，构建一个在变压器故障诊断中具有较

高诊断精度的超参数配置，并使用这组最优的超参

数配置对测试数据集进行诊断。通过基于混淆矩

阵的评价标准对测试诊断结果进行分析，检验模型

的泛化性能。

NGO 与 XGBoost 模型参数：NGO 参数最大迭

代次数 G 为 100，搜索维度 D 为 8，种群规模 N 为 20；
XGBoost 参数惩罚项 γ 为（0，10］，样本采样率 r sub 为

［0.5，1］，学习率 η 为［0.01，0.50］，最小样本权重 w min

为［1，10］，特征采样率 rcol 为［0.5，1.0］，L2 正则项 λ

为（0，10］，树的最大深度 dmax 为［1，10］，迭代轮数

R num 为［50，100］
2.2.2　评估函数

1） Ikappa 系数。

Ikappa 系数是衡量分类算法预测结果与实际结果

匹配程度的量化指标，其被广泛应用于评价分类算

法的表现。 Ikappa ∈ [-1，1 ]。若 Ikappa = -1，则此时的

预测与实际完全相反；若 Ikappa = 0，则此时的预测与

实际结果的匹配纯属偶然；若 Ikappa = 1，则此时的预

测与实际完全吻合。一个更高的 Ikappa 值通常意味着

更好的分类器准确度。

2） 基于混淆矩阵的评估指标。

混淆矩阵是机器学习领域评价模型性能的重

要手段之一，其不仅记录了分类器在多个类别上的

判别情况，还能通过图形化的方式展示分类效果，

提供了一个全面且易于理解的模型效能分析途径。

以 正 负 二 分 类 问 题 为 例 ，其 混 淆 矩 阵 为 A 2 × 2 =

( )xTP xFN

xFP xTN
。其中，xTP 为本来是正类，也被判别为

正类的真正例的个数；xFN 为本来是正类，但被判别

为负类的假负例的个数；xFP 为本来是负类，但被判

别为正类的假正例的个数；xTN 为本来是负类，也被

判别为负类的真负例的个数。

具体的评价指标分别为

ì

í

î

ï

ï
ï
ïï
ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

I recall =
xTP

xTP + xFN

Iprecision = xTP

xTP + xFP

F 1 - score = 2I recall Iprecision

I recall + Iprecision

（19）

式中，I recall 为分类模型在识别正类样本时的敏感程

度的召回率；Iprecision 为模型对于正类样本判定的信赖

度的精确率；F 1 - score 为 F1 分数，其作为精确率和召

回率的加权平均，综合体现了模型的性能。

3　试验结果与分析

将变压器的状态分为 6 类：中低温放热（T1&T
2）、高温放热（T3）、正常（N）、低能放电（D1）、高能

放电（D2）和局部放电（PD）。本研究采用中国某家

供电企业提供的 480 组监测数据，构建故障样本库。

在该故障样本库中，不同运行状态由 H2、CH4、C2H6、

C2H4 及 C2H2 这 5 种标志性气体组成。数据分布与

样本标签见表 1。

3.1　数据预处理

当变压器发生故障时，其绝缘油内溶解的气体

表 1　数据分布与样本标签

Table 1　Data distribution and sample labeling
状态类型

N

D2

T1&T2

T3

PD

D1

标签

1

2

3

4

5

6

占比/%

16.3

21.9

30.6

15.8

9.4

6.0

数量

78

105

147

76

45

29
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种类及其浓度会相应地改变。对这些标志性气体

进行归一化处理，即

x'=
xi - xmin

i

xmax
i - xmin

i

（20）

式中，xi 和 x'分别为某特征在归一化前、后的状态

值；xmax
i 与 xmin

i 分别为在进行归一化之前的特征数据

中的最小值和最大值。

3.2　数据平衡化处理

由表 1 可知，中、低温过热型故障的比例为

30.6%，而局部放电型故障仅占 6.0%。这说明该数

据集是不平衡的。如果使用不平衡的数据集来训

练模型，可能导致模型对这些少数类别的样本学习

不足；在后续的分类识别过程中，模型很可能误判

少数类别的样本，影响其识别准确度。本文运用

BSMOTE 对数据集中的少数类样本进行过采样处

理。数据在 BSMOTE 平衡化前、后的分布情况见

表 2。由表 2 可知，各类别的样本数量在处理后实现

了均衡，为后续进行特征筛选、模型训练及诊断打

下了良好基础。

3.3　变压器故障特征优选

变压器发生故障时，其内部的绝缘介质受到电

场、热和机械应力等影响，发生分解或击穿，从而释

放出一定量的 H2、CH4、C2H6、C2H4 与 C2H2 等气体，

这些气体溶解于绝缘油介质中。通过研究溶解于

油中的气体种类及其浓度，能推断变压器的内部工

作状况与可能出现的故障种类。

在 DGA 故障检测研究中，常规的 IEC 三比值

法和 Rogers 四比值法被作为基准，广泛采用。但这

些方法在特征选择上存在局限性，不能充分利用数

据，无法充分揭示故障与特征之间的内在联系。鉴

于此，本文选取 H2、CH4、C2H6、C2H4 与 C2H2 这 5 种

主要特征气体，构建一个 19 个维度的比值特征体

系。变压器候选比值特征见表 3。在表 3 中，THC
是 CH4、C2H6、C2H4与 C2H2的混合气体。

本文构建的 19 维特征向量拓展了特征维度，能

更全面、充分地利用了数据信息。但这一过程容易

造成信息重叠。重叠的信息特性会增加模型的计

算复杂度。因此，采用了 XGBoost 对这 19 个特征

量进行重要性评估与排序。特征重要度排序结果

见表 4。
表 2　数据在 Borderline SMOTE 平衡化前、后的分布情况

Table 2　Data distribution before and after Borderline 
SMOTE balance

数据类型

原始数据

Borderline 
SMOTE 处理后

不同样本标签的数量

1

78

147

2

105

147

3

147

147

4

76

147

5

45

147

6

29

147

表 3　变压器候选比值特征

Table 3　Alternative ratio features of transformer

特征编码

T1

T2

T3

T4

T5

T6

T7

T8

T9

T10

特征量

H2

CH4

C2H6

C2H4

C2H2

CH4/C2H6

CH4/C2H4

C2H6/C2H4

C2H2/C2H4

C2H4/C2H6

特征编码

T11

T12

T13

T14

T15

T16

T17

T18

T19

特征量

CH4/H2

C2H2/H2

C2H4/THC

C2H6/THC

CH4/THC

C2H2/THC

H2/THC

（CH4+C2H4）/THC

H2/全部 5 种气体

表 4　特征重要度排序结果

Table 4　Feature importance ranking result

特征编码

T3

T11

T9

T5

T1

T7

T17

T4

T19

T12

T15

T18

T16

T13

T6

T10

T14

T8

T2

特征量

C2H6

CH4/ H2

C2H2/ C2H4

C2H2

H2

CH4/ C2H4

H2/ THC

C2H4

H2/ALL

C2H2/ H2

CH4/ THC

（CH4+ C2H4）/ THC

C2H2/ THC

C2H4/THC

CH4/ C2H6

C2H4/ C2H6

C2H6/ THC

C2H6/ C2H4

CH4

特征重要度值

0.168

0.110

0.095

0.055

0.054

0.053

0.051

0.047

0.039

0.037

0.034

0.031

0.029

0.027

0.025

0.022

0.015

0.014

0.012
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依次将经过 XGBoost 算法重要性排序的特征

输入至第 2 层，进行模式识别。为降低结果偶然性，

本文采用 10 折交叉验证方法对数据样本进行验证，

并以其平均准确率作为评判标准，模型诊断准确率

平均值与特征子集的数量关系如图 2 所示。从图 2
中可以看出，随着诊断模型的输入特征个数从 1 逐

步增加到 8，XGBoost 的识别精度也随之提高，当输

入诊断模型的特征个数为 8 时，该模型的平均诊断

准确率达到最高的 93.68%，随后，特征数量的增加

并不会进一步提升模型诊断准确率。这是因为过

多的特征增加了模型的复杂度。综上所述，本文采

用 XGBoost排序后的前 8 个关键特征来进行模型的

训练与诊断。

3.4　NGO-XGBoost模型故障诊断结果

按照 6∶2∶2 的比例，将优选的特征子集分为训

练集、验证集与测试集。样本数据的分布见表 5。

测试集样本混淆矩阵如图 3 所示。图 3 展示了

结合 BSMOTE 与 NGO-XGBoost 的变压器故障识

别的混淆矩阵。在该矩阵中，对角线部分的区块数

字为实际样本中被准确识别的数量，各行的数据总

和为相应类别的样本总量。从图 3 中可以看出，在

174 个测试样本中，7 个故障样本被误判，该变压器

故障检测的准确率为 95.98%。这进一步验证了该

模型在识别准确率方面的优势。在正常类别与中

低温过热类别中，所有样本均判别正确；在高能放电

类别中，3个故障样本被错误归类。这可能是在平衡

化处理过程中，故障特征的权重有所提升，使得部分

高效能放电类边缘样本被误判。该模型的 Iprecision=
0.959 8，I recall=0.960 1，F 1- score=0.959 9，Ikappa=0.952 1。
这些均反映该模型的实际分类结果与预测结果高

度一致，充分说明了本文所提模型在故障辨识与分

类方面的优势。

4　结果与讨论

4.1　多种特征优选方式对比研究

为检验所采纳的特征选择策略的优势，本文

采 用 递 归 特 征 剔 除（recursive feature elimination，
RFE）、CatBoost、随机森林（random forest，RF）与

19 个维度的特性组合方法，并将其分别输入至

NGO-XGBoost 模型中。不同特征优选方法诊断结

果对比如图 4 所示。RFE、RF、CatBoost 与 19 维特

征 方 法 的 诊 断 准 确 率 分 别 为 93.10%、91.95%、

91.54% 和 88.51%，RFE、RF、CatBoost 与 19 维特征

方 法 的 Ikappa 值 分 别 为 0.918 3、0.911 7、0.900 0 和

0.865 2。 XGBoost 的 诊 断 准 确 率 比 RFE、RF、

CatBoost 与 19 维特征方法的诊断准确度分别提高

了 2.88、4.03、4.44 与 7.47 个百分点，XGBoost的 Ikappa

也比 RFE、RF、CatBoost 与 19 维特征方法的 Ikappa

分别增加 0.033 9、0.047 2、0.052 1 及 0.086 9。这些

都进一步说明了 XGBoost 特征选择策略的卓越

性能。
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准
确
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191715131197531

特征子集个数

图 2　模型诊断准确率平均值与特征子集的数量关系

Figure 2　Relationship between mean value of 
model’s diagnostic accuracy and number of 

feature subsets

表 5　样本数据的分布

Table 5　Distribution of sample data

状态类型

1

2

3

4

5

6

训练集样本

个数

89

89

89

89

89

89

测试集样本

个数

29

29

29

29

29

29

验证集样本

个数

29

29

29

29

29

29

28

281 1

1

28

28 1

1 128

28

654321

预测类

真
实

类

1

2

3

4

5

6

图 3　测试集样本混淆矩阵

Figure 3　Test set sample confusion matrix
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4.2　样本均衡化效果对比分析

为检验诊断模型在应对数据失衡问题上的优

势，本文在数据预处理阶段分别运用了 SMOTE 和

ADASYN 这 2 种过采样技术，并将其结果与直接使

用未处理的原始数据集得到的诊断效果进行对照。

样本均衡化混淆矩阵对比如图 5 所示，不同样本均

衡方法下的诊断结果见表 6。诊断结果表明，未经

平衡处理的初始数据集的少数类样本训练不足，导

致低能放电、局部放电和高温过热这 3 种类型的样

本在分类时存在较高的误判率。通过采用过采样

技术，模型的诊断准确率及 Ikappa 值均有所提高。本

文运用 BSMOTE 进行少数类样本数据扩充，每种故

障类型的诊断精确率与整体性能均超越了 SMOTE
和 ADASYN 的，这进一步证明了本文所提方法在

应对数据不平衡问题上的高效性。

4.3　多模型诊断效果对比分析

为检验本文所提出的 NGO-XGBoost 在提高变

压器故障识别准确率方面的有效性，本文对 4 种

集 成 学 习 模 型 ：DT、RF、XGBoost 以 及 WOA-
XGBoost进行分析与比较。

不同集成学习诊断模型下诊断准确率与 Ikappa 值

如图 6 所示。不同集成学习诊断模型综合评价指标

结果见表 7。分析图 6 与表 7 可知，在单个诊断模型

中，XGBoost 模型的精确率上领先于 RF 与 DT 的。

不论是在精确率、召回率还是 F1 分数等关键指标

上，XGBoost 均显著胜出，这证明其在变压器故障

识别方面具有更高的适用性和效能。另外，本文通

过采用 NGO 算法对 XGBoost 的关键参数进行优化

搜索，所建立的最佳诊断模型在故障识别精确率上

优于 WOA-XGBoost 模型的。该优化算法显示出

较强的寻优能力，显著提升了变压器故障诊断的准

确率。
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图 4　不同特征优选方法诊断结果对比

Figure 4　Comparison of diagnostic results of different 
feature optimization methods
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图 5　样本均衡化混淆矩阵对比

Figure 5　Comparison of confusion matrices with sample 
balancing

表 6　不同样本均衡方法下的诊断结果

Table 6　Diagnostic results under different sample 
balancing methods

数据采样方法

SMOTE

ADASYN

非均衡数据集

准确率/%

94.83

93.68

86.21

Ikappa

0.938 6

0.925 1

0.836 0
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5　结语

本文聚焦于电力变压器的故障检测问题，提出

了一种结合 BSMOTE 与 NGO 优化的双层 XGBoost
算法的故障诊断方法。实证分析表明，该策略可

行、高效。本文得出了以下结论：

1） XGBoost 特征选择模型能够筛选出最优特

征集，并在此基础上提高变压器故障诊断精度。

2） 本文在数据处理环节针对故障样本的不均

衡问题进行了优化，采用 BSMOTE 算法进行样本

的过采样处理，有效克服了样本量不足及分布不平

衡所带来的诊断准确率下降的难题，显著降低了诊

断模型的误判可能性。

3） 相较于传统的机器学习架构，NGO 优化的

双层 XGBoost 算法展现出了更优异的泛化能力和

预见性。在应对多样本类别以及较小规模数据集

的情境中，其依旧能够保持稳健的分类准确率。
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