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摘　要：为有效预防线路时序故障导致的电网连锁故障，提出一种融合深度强化学习 (deep reinforcement learning，
DRL)与暂态稳定约束的辨识方法。该方法核心在于将辨识任务形式化为一个马尔可夫决策过程 (Markov decision 
process，MDP)问题，使 DRL 智能体能够通过与暂态仿真环境的交互学习，高效筛选出导致系统失稳的关键故障路

径。其先引入一种结合 Q 值与时序累积效应的薄弱度指标，实现对薄弱线路的精准定位；再结合电网时域暂态仿

真计算，筛选易导致电网失稳的关键故障；然后，结合时序故障累积效应与 Q 学习，提出线路薄弱度指标，计算得到

时序故障累积效应情况下考虑暂态稳定约束的电网薄弱线路；最后，使用 IEEE 5 节点、IEEE 39 节点和 IEEE 300
节点系统作为测试案例，进行仿真，其仿真结果均验证了所提方法在学习效率和识别电网薄弱环节方面的适用性。

研究结果表明，该 DRL 方法在 Q 学习的基础上结合乐观的初始猜测和贪心算法，可实现对关键故障的选择，并能评

估在不同线路故障情况下的学习效率，其稳定性和训练速度均较好。
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Abstract： To effectively prevent cascading faults of the power grid caused by line timing faults， an identification 

method that integrates deep reinforcement learning （DRL） and transient stability constraints is proposed. The core of 

this method lies in formalizing the identification task as a Markov decision process （MDP） problem， enabling the DRL 

agent to efficiently screen out the key fault paths that cause system instability through interactive learning with the 

transient simulation environment. Firstly， a vulnerability index combining Q value and timing cumulative effect is 

introduced， achieving precise positioning of weak lines. By combining the time-domain transient simulation calculation 

of the power grid， the key faults that are prone to cause power grid instability are screened out. Then， the line weakness 

index is proposed through Q learning combined with the cumulative effect of timing faults， and the weak lines in the 

power grid considering the transient stability constraint under the cumulative effect of timing faults are calculated and 

obtained. Finally， IEEE 5 node， IEEE 39 node， and IEEE 300 node systems are used to simulate as test cases. The 
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simulation results all verify the applicability of the proposed method in terms of learning efficiency and weak link 

identification in the power grid. Research results show that the proposed DRL method， based on Q learning， combines 

optimistic initial guessing and greedy algorithm to achieve selection for critical faults and evaluate the learning 

efficiency under different line fault conditions， with favorable stability and fast training speed. 

Key words： line timing fault； deep reinforcement learning； transient stability； identification of weak lines in power 

grid； Q learning

新能源并网与区域电网的互联［1］，不仅能有效利

用可再生能源资源，还能实现资源优化配置。在现

代电力系统的发展过程中，提升供电的可靠性和经

济性是其发展的关键方向之一。在高度互联的电网

环境下，若重要输电线路出现故障并被切除，就有可

能导致系统暂态稳定性问题的发生［2-4］，此类故障常

常导致电力潮流在网络中大规模转移。若这类事故

无法得到及时控制，将引发一系列连锁故障，最终甚

至可能演变为电网崩溃或大范围停电等重大安全事

故［5］。为避免此类事故，提前识别电网中对暂态稳定

性影响较大的薄弱线路并对其进行必要的加固，就

显得尤为重要。通过对薄弱线路的有效识别，电网

的规划、运行与调度人员可以有针对性地加强潜在

薄弱环节，提高电网在极端工况或突发事件下的稳

定性［6］。这不仅保障了电网的安全可靠运行，还为区

域电网的高效调度提供了数据支撑和决策依据，对

现代电力系统的可持续发展具有深远的意义。

目前，通常假设多支路故障是同时发生的。这一

假设忽略了故障的时间特性，无法反映故障逐步演化

的真实情况［7‑8］。在实际系统中，多个故障往往依次发

生，即这些故障应为时序故障。时序故障筛查一般须

在不同的时间节点对系统的运行状态进行鲁棒性

评估，从中筛选出一个关键节点或支路，并通过移除

该节点或支路来模拟线路故障的动态过程［9-12］。文

献［13］提出，时序故障能造成比相同强度的并发故障

更严重的损害。电力系统的动态特性可能使一些连

续发生的线路中断影响延迟显现，且连续线路中断

也会使这些动态效应叠加，甚至引起比故障同时发

生更严重的系统停电事故。因此，本文从电网故障

的动态演化视角出发，探讨如何按照对电网稳定性

造成影响程度的强弱次序制定最优故障序列，从而

识别出潜在的脆弱线路。构建有效的故障筛选与评

估方法，精确定位系统中薄弱线路的位置和特性。

在实际电网运行方式的制定中，庞大的节点与

线路规模使得采用穷举法进行全面的暂态稳定仿

真校验面临困难［14-16］。故而，工程实践普遍依赖由

经验确定的预想故障集，以此实现对电网薄弱线路

的初步甄别，维护供电安全。然而，经验设定的方

法在电网结构复杂性增加、运行条件多变的情况下

易出现失误或遗漏。文献［17］基于风险指标与非

支配故障筛选理论，对潜在故障集进行了脆弱性评

估。文献［18］则引入了能量熵测度，以此辨识在连

锁故障中易受大能量冲击的关键元件。文献［19］
结合随机矩阵与熵理论，通过分析暂态仿真数据的

关联特性来定位系统薄弱环节。这些方法高度依

赖数据经验，当电网的网架结构或运行方式发生显

著变化时，预设的故障集可能无法覆盖新形势下的

脆弱线路，这增加了运行决策中的不确定性。

鉴于此，现代电力系统亟待发展一种基于数据

驱动和智能算法的电网薄弱线路辨识方法，该方法

能在复杂、动态的电网条件下提供更具适应性的分

析结果［20-21］。近年来，人工智能算法的革新与计算

能力的突破，推动了机器学习、深度学习与强化学

习等方法在电力系统中的深入应用，这些方法尤其

在电网稳定性分析领域取得了重要进展［22］。相关

研究已将深度学习应用于暂态稳定评估［23］和短期

负荷预测［24］中，将强化学习应用于电网紧急控制［25］

和自动发电控制中［26］。尽管如此，现有的应用多集

中在稳态潮流计算模型上；在电网薄弱环节辨识方

面，将人工智能引入这一领域的研究鲜见。文献［27］
提出了一种基于 Q 学习算法的电网脆弱性评估与

关键线路识别方法，其主要针对电网中序列拓扑调

整下的薄弱线路。但该研究未充分考虑故障动态

特性及其对电网暂态稳定性的影响，仅在稳态条件

下进行分析，可能无法全面捕捉在实际运行过程中

薄弱线路的复杂动态行为。

针对这些研究的不足，本文提出一种基于深度

强化学习（deep reinforcement learning，DRL）的 Q 学

习算法的电网薄弱线路辨识方法，该方法结合了

DRL 的自学习能力与电网动态响应特性，能在暂态

仿真反馈的基础上，通过反复迭代、动态调整故障

模拟和线路状态更新，实现对关键薄弱线路的辨

识。具体而言，所提方法将薄弱线路辨识建模为马

尔可夫决策过程 (Markov decision process，MDP)，并
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利用结合时域暂态仿真的 DRL 技术来评估线路的

脆弱性，通过学习过程动态更新故障方法，实现对

导致系统失稳的线路组合的精准筛选。与传统的

能量函数、熵测度等方法不同，该方法不仅突破了

传统稳态模型忽视暂态故障的局限，还减少了对人

工经验的依赖，提升了识别精度。

本 文 通 过 对 IEEE 5 节 点 、IEEE 39 节 点 和

IEEE 300 节点系统的仿真结果分析，验证了所提方

法在较少仿真次数的情况下成功识别对电网暂态

安全性有显著影响的薄弱线路。这一研究可为电

网规划和运行，特别是在针对复杂故障条件的运行

控制与资源分配，提供精准的指导。同时，本文所

提方法在不同负荷水平和复杂故障条件下比传统

方法展现出了更好的识别效果，可为电网调度和防

御方案提供科学依据与理论指导。

1　电网薄弱线路辨识

1.1　考虑系统的动态特性的薄弱线路辨识

系统的动态特性意味着电网重要线路的短路

或断线故障可能直接引发电网暂态失稳，直接威胁

电网的安全与稳定运行。鉴于系统动态特性引发

的暂态失稳风险，薄弱线路辨识应结合暂态运行状

态来制定控制措施，并对失稳故障集所揭示的关键

线路实施针对性监控。

考虑系统动态特性的电网薄弱线路辨识过程

如图 1 所示。

1.2　制定线路时序故障集

电网故障在时间与空间上的随机性，显著提升

了暂态稳定分析的复杂性。本文将一个线路时序

故障定义为一个含二元数组的集合，即

A = { a1，a2，⋯，an }，n ≤ N' （1）
T = { t1，t2，⋯，tn }，n ≤ N' （2）

S ={ }( )A，T ={ }( )a1，t1 ，( )a2，t2 ，⋯，( )an，tn

n ≤ N
（3）

式中，A 为故障情况集；T 为故障时间集；S 为线路时

序故障集；N' 为电网非故障输电支路总数；ai( i =
1，2，⋯，n)为目标线路上电网的第 i 次故障；ti( i =
1，2，⋯，n)为第 i 次故障的故障时间；n 为单次仿真

计算中故障线路的总数量。

根据对线路时序故障的定义可知，故障时间集

T 对应故障情况集 A 中的任意元素都是非负且单调

递减的。本文采用的简化数学定义，其核心目的是

便于仿真计算，从而更清晰地揭示计及暂态稳定性

的薄弱线路辨识流程。即便后续引入更复杂的故障

模型导致结果变化，本文方法的普适性依然成立。

据此可知，当采用穷举搜索法时，线路时序故

障的搜索空间将扩大至 C n
N *。其中，N * 为电网输电

支路总数，当 n = 1 时，该故障为 N - 1 故障，其搜索

空间大小为 N *；当 n = 2 时，该故障为 N - 2 故障，

其搜索空间大小为 N * × (N * - 1)。依此类推，搜索

空间大小为 A n
N *。由此可见，当系统规模较大且采

用穷举搜索法对所有可能线路时序故障进行仿真

时，将消耗大量的时间、计算资源和处理能力。

2　基于深度强化学习的薄弱线路

辨识

电网薄弱线路的识别问题可以建模为一个复

杂的决策问题，电网的状态、线路的故障情况以及

可能的操作动作都会影响系统的稳定性。为突破

在薄弱线路辨识过程中的电网运行数据对制定预

想故障集的局限，减少计算时间以及资源消耗，有

效识别影响电网暂态稳定性的关键线路或线路组

合。本文引入了 MDP，并以此为基础，提出基于

DRL 的薄弱线路辨识方法。DRL 作为一种通过智

能体与环境交互不断优化决策的算法，能在这种动

态环境中表现出良好的学习能力。其中，Q 学习作

为一种经典的 DRL 算法，特别适合离散的状态和动

作空间。在电网薄弱线路识别的场景下，Q 学习能

初始化电网的
潮流运行状态

确定电网输电
支路总数

结倒带系统
动态特性

确定需要验证暂态稳定
性的线中睡时序故障集

分析各输电支
路的薄弱度

对线路时序故障集中的
所有顺序故障逐一进行

暂态潮流仿真计算

根据各输
电支路的
薄弱度

为电网后续的潮流运行方式调整及规划建设
提供针对性的建议

输出导致暂态潮流失稳的顺序故障集

制定相应的暂态稳定紧急控制措施

图 1　考虑系统动态特性的电网薄弱线路辨识过程

Figure 1　Identification process of weak lines in power grid 
considering dynamic characteristics of system
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够通过逐步探索和学习，构建一张状态‒动作表（Q

表），并通过更新 Q 值来识别出对系统稳定性影响

最大的线路或线路组合。

2.1　马尔可夫决策过程

根据帕累托法则，80% 的电网暂态失稳可能

由 20% 的关键线路或线路组合故障引发。因此，

攻击者的目标并不是攻击大量线路，而是集中精力

找出那些对电网暂态稳定性影响最大的少数薄弱

线路，通过最少的攻击行动实现对系统的最大破

坏。也就是说，攻击者希望通过精准识别和攻击这

些关键线路或线路组合来造成电网的暂态失稳，提

高攻击的效率，降低攻击难度。为评估电网系统中

各线路的薄弱程度，该问题可以简述为一个 MDP
决策过程。在这个过程中，系统状态即为电网当前

运行状况，动作为对不同线路的干扰或攻击选择，

转移概率为电网在受到干扰后从一个状态转移到

另一个状态的可能性，奖励函数则衡量了电网暂态

失稳的程度。这一过程系统化地评估每条线路对

电网稳定性的影响，能识别出最易导致暂态失稳的

薄弱线路或线路组合。薄弱线路 MDP 流程如图 2
所示。

2.2　Q学习算法

Q 学习是一种无模型的强化学习算法，属于

DRL 的范畴。DRL 学习框架如图 3 所示。从图 3 中

可以看出，在实现最终目标的过程中，智能体会通

过交互环境提供的反馈（即“奖励”）来不断自适应

调整其行为，逐步优化决策策略。

Q 学习可解决 MDP 问题。Q 学习算法机制如

图 4 所示。定义以下关键元素：

1) 状态 st：当前 t 时刻的电网的状态 (各线路的

运行状况 )。
2) 动作 at：对 t时刻的电网中的某条线路进行干

扰 (即单切线或多切线故障 )。
3) 奖励 rt：根据 t时刻的电网的暂态稳定性反馈

给予的即时奖励（如果识别出薄弱线路并导致暂态

失稳，则给出较高的奖励；反之，则不给出奖励）。

4) 反馈 Q ( st，a *
t )：在当前 t 时刻的系统状态 st

下，采取最佳动作 a*
t 后计算得出的 Q 值。

一般来说，在当前电网状态 st 下采取行动 at 时，

通过反馈的即时奖励 rt 来进行累积函数计算，从而

得到期望总奖励 Q，即

Q = ∑
t = 1

n

γt - 1 rt( )st，at （4）

式中，Q 为期望累积回报函数；γ 为折扣因子，通常

将 γ 的值设为略小于 1，以便于学习过程中 Q 值的收

敛；st 为当前 t 时刻的电网的状态；at 为对 t 时刻的电

网中的某条线路进行的干扰动作。

虽然 Q * 的真正最优值在实际应用中通常是未

知的，但可通过 Q 学习算法不断迭代，逼近真正最

优值。Q 学习是一种非策略的、时间差分的 DRL 算

法，其通过蒙特卡罗模拟不断逼近最优 Q 值。

在 Q 学习中，所有 Q 值经过初始化后都设置为

0。利用算法迭代，Q 值先被分配给每个相应的状

态‒动作 ( s，a)，且 Q、s 和 a 构成的每个 3 元组都将同

时更新。再观察当前电网状态 st，并从故障情况集

A t 中搜索一组可用动作 at，确定在该处的最佳动作

at
* 为

电网各线路初始化

引入单条线路的故障干扰

电网各线路
均处于正常
运行状态

增加故障线
路的数量

电网暂态稳定

电网发生暂
态失稳

记录该线路
的故障情况

判断该故障干
扰是否会影响电网

正常运行

分析记录的失稳
线路故障情况

得出各线路
的薄弱度值

量化每条线路对电
网稳定性的贡献

提出输电线路薄弱
试值表

图 2　薄弱线路 MDP 流程

Figure 2　MDP of weak line 

奖励 状态

策略交互
环境 智能体

图 3　DRL 学习框架

Figure 3　DRL framework 

故障集

奖励函数

Q 值表

电力系统
状态 st

动作 at

奖励 rt

反馈 Q（st，at
*）

图 4　Q 学习算法机制

Figure 4　Q learning algorithm mechanism
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at
* = arg max Q ( st，at)  at ∈ A t （5）

式中，at
* 为时刻的导致电网故障的最佳动作。

Q ( )st，at ← ( )1 - α Q ( )st，at +
α{ }rt + 1 ( )st，at + γ max Q ( )st，at

at ∈ A t

（6）

式中，α 为控制学习积极性的学习率；rt + 1 ( st，at)为
基于当前系统状态 st 下采取动作 at 的收到的即时

奖励。

如果在选取最佳动作 at
* 时存在多个可用动作，

则将随机选择一个可用动作。为实现长期最优性，

可以通过式（6）得到期望累积回报 Q 的最大值，而

不是反馈的即时奖励 rt。

在寻找最优期望累积回报策略的过程中，通过

随机试验不断更新 Q 值，不断改进可用动作序列的

选择和组合。

在薄弱线路识别中，当 α 设为 1 时，智能体聚焦

即时故障反馈与未来状态预测，忽视历史经验，这

可能引发策略波动；当 α 设为 0 时，则过分保守，固

守初始估计，无法适应电网变化或无法从新故障中

学习。因此，在实践中，α 常采用逐步衰减的动态策

略，即

α = α0 D rate
t/D steps （7）

式中，α0 为初始学习率；D rate 为衰减率；D steps 为衰减

步长；t为时间。

该逐步衰减的动态策略可使智能体既能依据

即时反馈迅速调整，又能有效利用历史数据，精准

识别电网关键薄弱线路。

在薄弱线路识别中，更新的 Q 值存储于 Q 表，

供未来决策参考。在智能体初期，可能选择非最优

选择，导致评估偏差，但通过持续学习故障反馈，策

略会逐步得到优化；最终，算法收敛，精准识别最脆

弱线路组合，优化系统回报，确保决策最优。

2.3　Q学习算法对电网薄弱线路识别的初期探索

在电网薄弱线路识别过程中，Q 学习可能对初

始设置和局部最优解问题较敏感。这可能导致智

能体在识别薄弱线路时耗费更多的学习时间。因

此，在实际应用中，探索策略通常被用于 DRL，以避

免智能体陷入局部最优解。本文采用乐观的初始

猜测和贪心算法进行探索，提高智能体在不同线路

故障情况下的学习效率，帮助 Q 学习算法快速识别

电网中的关键薄弱线路。

乐观的初始猜测能有效克服 Q 学习在薄弱线

路识别中的初始阶段可能遇到的探索不足问题。

该方法思想是将初始状态 s0 的所有有效动作的 Q 值

设为一个较高的初始值，鼓励智能体在初期优先探

索更多线路组合，从而避免因早期探索不足而遗漏

关键的薄弱线路。在这个过程中，智能体逐步调整

Q 值估计，获得实际的长期奖励。

在此学习过程中，为解决局部最优问题，本文

采用了贪心算法。当智能体从 Q 表中查询当前状

态 st 的最佳动作时，贪心策略允许其偶尔采取非最

佳动作，避免过早陷入局部最优。这意味着智能体

可能以较小概率选择次优线路，而不是始终选择当

前 Q 值最大的动作。智能体采取最优行动的概

率为

P (at = a *
t |st)= 1 - ε， 0 < ε < 1 （8）

式中，ε为探索的概率；P ( )at = a *
t |st 为系统在当前状

态 st 下采取的最佳动作 at
* 的条件概率。

传统算法一般采用一种简单的方式来选择一

个固定的 ε 值。为保持探索与利用之间的平衡，本

文提出了一种逐渐衰减的机制来优化探索过程。

先在训练初期设置较高的探索概率，智能体能广泛

尝试不同的状态‒动作组合，确保充分了解所处的

环境；然后，随着学习的深入，探索概率逐渐降低，

此时的智能体能更多地利用已学到的最优策略，加

快收敛速度，提升决策效率。这种动态调整的机制

有效避免了固定 ε 可能导致的算法陷入局部最优解

与收敛速度缓慢的问题。该动态 ε衰减式为

ε = εmin + ( εmax - εmin) e-λβ （9）
式中，εmin 为最小探索概率；εmax 为初始探索概率；λ 为

衰减率；β 为时间步长。

2.4　线路状态

首先，将电力系统中薄弱支路的运行状态定义

为线路状态 st，并以集合的形式加以描述。其次，通

过时序上的故障事件对线路状态的影响进行建模，

描述薄弱支路在不同时间点的状态变化。每条线

路的状态可用一个二进制变量来表征，即

S̑ t ={ }st(1)，st(2)，⋯，st(M ) （10）

f ( l，t )= st( l )=
ì
í
î

0，线路l正常运行

1，线路l发生故障
（11）

式中，S̑ t 为当前 t 时刻下系统发生故障时电网的各

线路状态集合；st( i)，i = 1，2，⋯，M 为系统当前时

刻 t下各支路的状态（若 st( i)= 1，则线路正常运行，

若 st( i)= 0，则线路发生故障）；M 为电网输电支路

总数。

在第一次发生序故障策略前，所有线路都处于
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正常运行状态。

2.5　奖励函数设计

奖励函数 rt( st，at)是 DRL 中的一个关键函数，

其直接影响智能体在学习过程中选择的动作。本

文的目标是识别电网中的薄弱支路，分析其运行稳

定性被削弱所导致的系统出现严重故障的风险，故

提出采用奖励函数来评估每条线路对系统稳定性

的影响程度。

在每次操作后，系统根据线路状态来反馈奖励

值 rt( st，at)。如果切断某条线路导致电网暂态失稳，

则给出高额正奖励，这说明该线路对电网稳定性至

关重要，即该线路薄弱；反之，如果切断线路后系统

仍维持稳定，则给出低或负奖励，这说明该线路对

电网整体稳定性影响较小。该奖励函数为

rt + 1 ( st，at)=
ì

í

î

ïïïï

ïïïï

+F ( )t ，

-F ( )t ，

0，

N 0 ≥ N θ且k < N θ

N 0 ≥ N θ且k ≥ N θ

其他

  （12）

式中，F ( t )为 t 时刻时序故障对系统稳定性的累积

影响；N 0 为暂态失稳时停电规模的线路故障总数；

N θ 为不稳定状态下的系统临界阈值，即系统进入暂

态失稳的关键故障线路总数；k 为连续发生故障的

线路总数。

如果某个故障策略通过放大效应成功触发系

统暂态失稳，即通过条数少于 N θ 条的线路的故障导

致 N θ 条或更多线路失稳，则该策略被认为是成功

的。相反地，若必须 k ≥ N θ 成立，才能引发系统失

稳，则该策略被视为不成功。而当故障次数和失稳

线路数均少于 N θ 时，该策略处于中性状态，故障攻

击策略将继续执行 ，直到达到系统暂态失稳的

目标。

结合系统暂态稳定性可知，该过程反映了故障

线路的逐步累积效应，即一系列较小的故障可能通

过连锁反应引发大规模的系统失稳。在这种情况

下，及时识别薄弱线路并预防连锁故障扩散对保障

电网的安全与稳定运行至关重要。

3　针对时序故障的薄弱线路的辨识

在考虑系统暂态稳定性的情况时，线路的薄弱

度指标与时序故障之间的关系至关重要。在电网

中，薄弱线路通常是那些在系统运行过程中的小规

模故障或扰动引发的系统暂态失稳的线路。薄弱

度指标可以用于衡量每条线路对系统暂态稳定的

影响，并结合时序故障来分析线路在不同时间段内

的故障行为及其对整体系统的影响。

当某条线路发生故障时，系统的暂态稳定性会

受到影响［28］。如果故障线路的薄弱度高，则该线路

将更容易导致连锁故障，进一步加剧系统的不稳定

性。因此，线路薄弱度指标不仅与线路自身的状态

（运行或故障）相关，还与时序故障的累积效应有

关。综上所述，薄弱线路在时序上的多次或连续故

障更有可能引发系统暂态失稳。

3.1　线路薄弱度指标

线路薄弱度是评估线路对电网暂态稳定影响

的关键指标。通常情况下，系统在正常运行时具有

一个稳定裕度；当线路发生故障时，系统的稳定裕

度下降。因此，线路薄弱度可通过故障前、后的系

统稳定裕度差值来表征。电网中的线路故障往往

是时间相关的，即线路在不同时间发生的故障可能

会对系统稳定性产生累积效应。系统在某一时刻

的线路薄弱度和故障影响表达式分别为

W ( l )= X no min - X ( l ) （13）

F ( t )= ∑
l = 1

N

W ( l ) f ( )l，t （14）

式中，W ( l )为线路 l 的薄弱度；X nomin 为系统稳定裕

度；X ( l )为线路 l 发生故障时的系统稳定裕度的下

降值；N 为系统中的总线路数。

3.2　时序故障累积效应的暂态稳定约束

为考虑时序故障的累积效应，引入一个衰减系

数 φ，描述时间间隔对线路故障影响的弱化程度。

系统暂态稳定的约束可以通过临界稳定裕度来表

示。如果系统的稳定裕度在某一时间步长下低于

该临界值 X critical，则系统进入暂态失稳状态。假设连

续 2 次故障发生之间的时间间隔为 Δt，则系统故障

影响的暂态稳定约束为

F ( t )= ∑
l = 1

N

W ( l ) f ( )l，t e-φΔt （15）

X *( t )= X no min - F ( t ) （16）
X *( t )≥ X critical （17）

式中，φ 为衰减系数；X *( t )为考虑时序故障累积效

应下系统的稳定裕度；X critical 为临界值。

通过引入暂态稳定约束，可评估某条线路在发

生故障时对系统稳定性的贡献程度。若线路薄弱

度较高，则该线路在时序故障过程中对系统稳定性

的破坏能力较强，其可增加连锁反应发生的可能

性。因此，线路薄弱度指标与时序故障之间的关系

反映了系统在不同时间点的动态故障特性，其可帮

助识别薄弱支路和潜在风险，以便在故障发生前采
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取防范措施，确保系统的暂态稳定性。

3.3　结合时序故障影响的薄弱线路辨识流程

基于 Q 学习的关键薄弱线路识别流程如图 5
所示。

依照图 5 所示的流程，线路薄弱度、时序故障的

传播效果与 Q 值的动态更新形成一个相互影响的

闭环，构成了关键薄弱线路识别的基础。

4　算例仿真

4.1　仿真参数设计

为验证提出的基于 DRL 的脆弱性分析方法，在

MATLAB/Simulink 计算平台中选择 3 个基准测试

系统进行测试：小型 IEEE 5 节点测试系统、中型

IEEE 39 节点测试系统与大型 IEEE 300 节点测试

系统。其中，IEEE 5和 IEEE 39节点系统分别如图 6、

7 所示。不同系统规模的暂态失稳所需的级联中断

临界值不同，故为每个系统设置了相应的暂态失稳

阈值。

对于小型 IEEE 5 节点系统，目标是使系统完全

崩溃，设 θ = 100%，N θ = 6。对于中型 IEEE 39 节

点系统和大型 IEEE 300 节点系统，设定更为现实的

临界暂态失稳故障目标。其中，IEEE 39 节点系统

的临界值 θ = 20%（对应 N θ = 9），IEEE 300 节点系

统的临界值 θ = 2.5%（对应 N θ = 11）。在具体分析

流程中，采用蒙特卡洛模拟解决脆弱性分析中的随

机性因素，这也是电力系统安全性验证中的常用方

法。对每个基准系统进行 100 次独立模拟试验，每

次试验最多包含 1 000 次尝试。

Q 学习参数设置：在初始阶段，每个状态‒动作

对的 Q 值均设置为+1.0，作为一种乐观的估计，其

目的是在训练早期鼓励智能体积极尝试不同的动

作组合。每次试验后，初始状态重置为无故障状

态，且线路中断状态设置为 0。同时，保留从先前试

验中学到的 Q 值。探索概率采用逐渐衰减策略，探

开始

设置 Q 学习初始参数

系统初始化，设置电
网系统初始参数

线路状态初步评估，
建立状态向量

根据当前系统状态，计算所有
线路的薄弱试，并初始化 Q 表

根据可行的故障组合，执行
时序故障

乐观猜测策略初始化故障线路选择

系统支路状态更新

对更新状态下的电力系统，
进行暂态稳定仿真计算

更新所有线路的薄弱度

根据时序故障的传播效果和当前线路的
薄弱度指标计算 Q 值，并更新 Q 表

否

是

否

是

定期标注薄弱度较高的线路

是否到达
迭代上限

输出导致系统暂态失稳的时序故障集合

结束

代入式（7）、（9）计算

N0≥Nθ

图 5　基于 Q 学习的关键薄弱线路识别流程

Figure 5　Identification flow of key weak lines based on 
Q learning
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图 6　IEEE 5 节点测试系统

Figure 6　IEEE 5 node test system
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图 7　IEEE 39 节点测试系统

Figure 7　IEEE 39 node test system
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索概率的初始值 εmax = 0.30，将其逐步减小至最终

值 εmin = 0.05，衰减率 λ = 0.01，以保证探索的平滑

过渡。此外，为适应较为保守的学习进程，设置学

习率 α = 0.1，折扣因子 β = 0.9，平衡近期和长期的

回报，并通过调整权重来提升对策略的全面评估。

4.2　基于深度强化学习的标准系统薄弱线路辨识

表 1 列出了各个测试系统的具体参数。首先采

用 Q学习算法辨识 IEEE 5节点系统中的薄弱线路。

IEEE 5 节点系统时序故障后的 Q 值变化情况

及线路失稳规模分别如图 8、9 所示。从图 8、9 中可

看出，每次试验中所采取的动作的 Q 值变化情况与

其导致的线路暂态故障失稳次数。经过约 200 次试

验后，该算法趋于稳定。从图 8 中可以观察到，在初

始阶段 ( t = 1)，Q 值初始值为 1.0，在约 10 次试验

后，该值迅速下降至接近 0。这表明早期试验大多

未能有效识别出薄弱线路。由于冷启动效应，100
次试验中的早期试验均为随机探索，缺乏针对性。

这种 Q 值的急剧下降也说明随机或穷举搜索在识

别薄弱线路序列方面效率低下。在初期试验之后，

Q 学习逐步锁定薄弱线路组合，积极更新 Q 值以优

化序列选择，以表征每条线路在系统暂态故障中

的脆弱程度和潜在失稳影响。约 100 次试验后，Q
值趋于稳定，在不同轮次的测试中，各动作的不同

预期总回报逐渐显现。该算法有效识别出了薄弱

线路。

图 9 还展示了线路失稳的数量（失稳规模）。除

首次故障扰动外，在 Q 学习过程中，每次扰动后的

平均失稳规模都在增加，扰动后的失稳规模见表 2。
第 2 次扰动的失稳规模提升最显著，该次失稳增加

了 1.20 条失稳线路。在第 5 次扰动时，Q 学习实现

了 0.58 条线路的额外失稳增量，且最终的平均失稳

规模为 6.00，即达到 6 条线路的系统临界失稳水平。

值得注意的是，系统为 N-1 安全，故首次扰动只导致

一条线路失稳对应的 Q 值约为 0.58。
从图 8、9 中还可以看出，随机扰动未能利用任

何先前试验中的信息，故其无法随着试验推进识别

出更脆弱的序列。 IEEE 5 节点系统的仿真结果也

表明，基于 Q 学习的薄弱线路辨识在逐步试验中

识别潜在薄弱线路组合方面效果颇佳，其可使系

统在基于纯拓扑信息的目标失稳规模下进行分析

和优化。

IEEE 39 节点系统时序故障后的 Q 值变化情况

及线路失稳规模分别如图 10 和图 11 所示。从图 10
中可观察到 Q 值在第 1 次至第 3 次扰动期间的变化

表 1　各个测试系统具体参数

Table 1　Specific parameters of each test system
测试节点系统

IEEE 5

IEEE 39

IEEE 300

母线

5

39

300

支路

6

46

411

负载/MW

1 000.0

6 176.6

23 525.8

容量/MW

1 530.0

7 367.0

32 678.4

1.0

0.8

0.6

0.4

0.2

0

Q
值

200150100500

测试次数

t=5
t=4
t=3
t=2
t=1

图 8　IEEE 5 节点系统时序故障后的 Q 值变化情况

Figure 8　Variation of Q value in IEEE 5 node system 
after timing fault

7

6

5

4

3

2

1

0

线
路

失
稳

规
模

200160120400

测试次数

80

t=5 时序故障
t=4 时序故障
t=3 时序故障
t=2 时序故障
t=1 时序故障

t=5 随机线路故障
t=4 随机线路故障
t=3 随机线路故障
t=2 随机线路故障
t=1 随机线路故障

图 9　IEEE 5 节点系统时序故障后线路失稳规模

Figure 9　Scale of line instability in IEEE 5 node system 
after timing fault

表 2　扰动后的失稳规模

Table 2　Instability scale after disturbance

故障序列

2

3

4

5

初始失稳规

模

2.03

3.09

4.50

5.42

最终失稳规

模

3.23

4.27

5.42

6.00

最优随机故障

失稳规模

2.25

3.33

4.56

5.51
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与这些扰动带来的各自预期总回报。从图 11 中还

可以看出，在第 2 次扰动后，系统的失稳规模从 2.17
显著提升至 6.33，而在第 3 次扰动后，失稳规模进一

步从 3.21 增加至 9.93。尽管 IEEE 39 节点系统具备

N‑1 安全性，且系统失稳的临界目标设定为 N θ = 9，
但在应用 Q 学习算法并经过 460 次试验后，仅需 3
次连续扰动故障就可达到 9 条线路失稳的程度。

从图 10、11 中还可以看出，随机扰动的结果未

随着试验次数的增加表现出任何显著改善。这表

明了随机扰动故障在逐步识别系统关键线路和关

键扰动故障序列方面的低效性。随机扰动故障所

引起的最大线路失稳数量与 Q 学习的相比，显得微

不足道，随机扰动故障未能有效挖掘出系统的脆弱

线路和关键故障序列。在相同的拓扑信息条件下，

所提出的基于 Q 学习的扰动序列发现方法能更有

效地识别出了 IEEE 39 节点系统中的关键扰动序

列，更准确地定位系统中的薄弱线路，能更好地帮

助识别对系统暂态稳定影响较大的线路。

最后，以 IEEE 300 节点系统作为算例，进一步

验证所提方法在大型系统中的有效性。 IEEE 300
节点系统时序故障后的 Q 值变化情况及线路失稳

规模分别如图 12 和图 13 所示。从图 12、13 中可以

看出，在 Q 学习的过程中，Q 值逐步收敛，DRL 从第

2 次扰动开始使目标失稳事件的规模得到有效提

升；在 491 次试验后，即可达到 11 条线路失稳；在

700 次试验后，达到 14 条线路失稳的状态。这是系

统连锁失效和潜在的隐藏故障导致失稳规模的进

一步扩大。该仿真结果表明，所提方法可以扩展应

用到大规模电力系统中。在较大规模的电网下，所

提方法同样能够有效识别薄弱线路，评估暂态故障

下的失稳风险，具有良好的稳定性和适用性。

不同系统下 Q 学习的扰动次数如图 14 所示。

从图 14 中可以看出，扰动成本可通过实现目标失稳

规模所需的平均扰动次数来评估。在最不成功（或

1.2
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0.4
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0

Q
值
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测试次数

600

t=3
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图 10　IEEE 39 节点系统时序故障后的 Q 值变化情况

Figure 10　Variation of Q value in IEEE 39 node 
system after timing fault
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图 11　IEEE 39 节点系统时序故障后线路失稳规模

Figure 11　Scale of line instability in IEEE 39 node 
system after timing fault
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图 12　IEEE 300 节点系统时序故障后的 Q 值变化情况

Figure 12　Variation of Q value in IEEE 300 node 
system after timing fault
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最差）情况下，可能要对系统中的更多线路施加扰

动来实现失稳目标，这种情形下的扰动次数达到最

大值。根据图 14 的结果，对 IEEE 5、IEEE 39 和

IEEE 300 节点系统，在初始阶段达到目标失稳规模

所需的平均扰动次数分别为 5.65、8.08 和 10.03 次。

IEEE 5 节点系统在 150 次试验的扰动次数下降至

4.86 次，IEEE 39 节点系统在 450 次试验的扰动次数

下降至 2.91 次，IEEE 300 节点系统在 700 次试验的

扰动次数下降至 3.28 次。此后，这些值保持在各自

的稳定范围内，IEEE 5、IEEE 39 和 IEEE 300 这 3 个

节点系统的实现目标失稳的最终扰动次数分别稳

定在 4.84 次、2.88 次和 3.13 次。仿真结果显示，基

于 Q 学习的方案不仅能有效减少学习过程中所需

的扰动次数，还能显著提高识别系统脆弱线路和失

稳风险的效率。这种方法有助于识别系统的薄弱

点，能更有针对性地提高线路的稳态能力。

本文以 IEEE 39 节点系统仿真测试为例，展示

Q 学习识别出的时序故障。如图 7 所示的 IEEE 39
节点系统由 39 个节点和 46 条线路组成，这 46 条线

路被标记为 l1~l46。

时序故障序列见表 3。表 3 中，列出了 5 组 3
线 路组合以及相对应的线路故障序列。以组合

( l26，l39，l3)为例：在发生时序故障时，l26 先发生故障，

这导致了功率的重新分配，功率重新分配使得某些

线路上的负载增加并且几乎达到其容量；l39 再发生

故障，导致与 l39 连接的发电机的损耗，引起功率重

新分配；最后，经过一段时间的延迟，l3 开始发生故

障，l3 的故障进一步导致 l42、l1、l6、l13、l9 和 l23 在短时

间内发生一系列故障。最终，整个电网被分成 6 个

子电网。“/”表示前后故障序列无直接联系。

4.3　基于深度强化学习的标准系统不同负载率薄

弱线路辨识

电力系统的负荷水平会随时间波动，故应在不

同的运行点下进行测试，以验证所提出方法的鲁棒

性。本文假设基准系统的默认负载水平为 100%，

通过求解最优潮流得到的峰值负载为 130% 的运行

点与低负载为 70% 的运行点。基于这 3 个不同的

运行点，在各基准系统上分别进行多次模拟试验，

分析在不同负载水平下达到失稳目标时的最终扰

动规模。不同负载条件下系统暂态失稳的影响分

别见表 4~6。在表 4~6 中，“—”代表在确定的负载

率条件下仿真已达到失稳规模。

表 5　IEEE 39节点系统不同负载条件下系统暂态失稳的影响

Table 5　Impact of transient instability on IEEE 39 node 
system under different load conditions %   

时刻

1

2

3

4

5

6

7

8

默认负载率

1.00

6.33

9.93

—

—

—

—

—

高负载率

1.91

7.16

10.97

—

—

—

—

—

低负载率

1.00

2.95

4.15

5.31

6.43

7.56

8.73

9.91
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IEEE 5-Q 学习
IEEE 5-失稳阈值
IEEE 39-Q 学习

图 14　不同节点系统下 Q 学习的扰动次数

Figure 14　Number of disturbance in Q learning 
under different node systems

表 3　时序故障序列

Table 3　Sequence of timing faults
顺序故障线路

l26，l39，l3

l10，l33，l3

l8，l27，l3

l6，l33，l3

l28，l38 l9

故障线路顺序

l26，l39，l3，l42，l1，l6，l13，l9，l23

l10，l33，l3，l42，l23，l1，l8，l28，l38，l9

l8，l27，l3，l23，l42，l13 / l28，l4 / l4，l29，l38

l6，l33，l3，l42，l6，l4 / l28，l13 / l38，l9

l28，l38 l9，l3，l42，l1，l13，l7，l24

表 4　IEEE 5 节点系统不同负载条件下系统暂态失稳的影响

Table 4　Impact of transient instability on IEEE 5 node 
system under different load conditions %   

时刻

1

2

3

4

5

6

默认负载率

1.00

3.23

4.27

5.42

6.00

—

高负载率

1.95

4.01

5.03

6.00

—

—

低负载率

1.00

3.11

4.19

5.21

5.98

6.00
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由表 4~6 可知，所提方法能有效识别在不同负

载水平下系统中存在的薄弱线路，并确定可能引起

系统失稳的故障序列。在不同负载条件下，系统对

级联故障的耐受能力有所不同。较低负载水平能

缓解系统压力，提高其对连续线路故障的弹性，保

证系统不会发生级联故障。而在峰值负载条件下，

即便是 N-1 安全的系统也会更紧张、更易受影响，更

容易因线路薄弱而发生失稳情况。

综上所述，所提方法能灵活地适应不同负载

率条件，生成的停电规模随负载变化而调整。随

着负载增加，系统对连续薄弱线路故障的敏感性

增强，发生故障线路的数量和连锁反应导致的线

路失稳风险显著增加。在相同的故障次数和高负

载率下，所提方法更快地实现了失稳目标，体现了

负载水平对系统整体稳定性的重要影响。这些结

果验证了该方法在不同负载率条件下的鲁棒性和

适用性。

5　结语

1） 本文提出了一种基于 DRL 的考虑电网暂态

安全稳定约束下的识别系统薄弱环节的电网脆弱

性分析新方法。通过监测系统的拓扑变化，该方法

利用 Q 学习找到导致系统出现临界性失稳的薄弱

线路序列。其不仅在学习过程中提升了识别故障

线路的准确率，还通过排除未引发系统级联失稳的

无效序列，减少了分析所需的尝试次数。本文使用

IEEE 5 节点、IEEE 39 节点和 IEEE 300 节点系统作

为测试案例，进行仿真，数值仿真结果验证了所提

方法在学习能力和识别电网薄弱环节方面的有

效性。

2） 从电网防御者和运行人员的角度来看，基于

Q 学习的脆弱性分析能识别潜在的顺序切换方案中

的关键线路，提供关键防护信息。此外，该方法还

为利用拓扑状态信息设计高破坏性的故障方案提

供了借鉴，有助于提升电网抵御系统故障的态势感

知能力。

本方法通过 DRL 技术识别出潜在的脆弱线路

切换序列，但并不局限于直流潮流模型或隐含故障

模型，下一步研究还可以扩展对电压、频率等因素

进行脆弱性分析；进一步研究针对序列性故障的检

测和缓解策略，增强电网的安全性和稳定性；还可

将数据源拓展到更多参数，更准确识别对关键电力

基础设施构成威胁的因素；在实际应用中精细化脆

弱性检测，进一步提高方案的适应性和有效性。
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