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基于 TFEC-INNE的配电网台区电压异常
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摘　要：配电网台区运行时会产生大量电压异常数据，这些数据无法正确反映配电网的运行工况，还会严重影响台

区电压特性分析。因此，台区电压运行数据的异常检测具有重要意义。针对传统异常检测方法精度不高的问题，提

出一种结合修剪窗口特征提取聚类（trimmed window feature extraction clustering， TFEC）和最近邻隔离的集成异常

数据检测算法（isolation‑based anomaly detection using nearest‑neighbor ensembles， INNE）。先使用 TFEC 的修剪窗

口提取原始数据日特征，基于 PCA 和 K‑means算法对日特征数据进行降维聚类，最终得到多种日波动类型的原始电

压运行数据簇。然后，使用 INNE 算法在每一簇的数据空间中构造集成 INNE 检测器并计算每个样本的综合异常得

分，根据异常得分确定异常样本。该模型的主要优势在于通过结合修剪窗口和聚类，进一步扩大了 INNE算法在局部

和全局异常检测能力方面的优势。最后，使用某市配电网台区实际电压运行数据进行验证，与其他算法的召回率等多

项评价指标进行综合对比。结果显示，TFEC‑INNE模型在各种异常场景下检测效果都有提升。
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Study on anomaly data detection of voltage in transformer district of distribution 
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Abstract： A large amount of anomaly data of voltage can be generated during the transformer district operation of 

distribution network. These anomaly data cannot correctly reflect the operating conditions of the distribution network and can 

seriously affect the analysis of the voltage characteristics of the transformer district. Therefore， anomaly detection of the 

voltage operation data in the transformer district is of great significance. Due to the problem of low accuracy of traditional 

anomaly detection methods， an algorithm， combining trimmed window feature extraction clustering （TFEC）  and isolation-

based anomaly detection using nearest-neighbor ensembles （INNE）， is proposed. The daily features of the initial data are 

first extracted by using the trimmed window of TFEC. Then， based on principal component analysis （PCA） and K-means， 

the daily feature data are downgraded and clustered to obtain operation data clusters of initial voltage based on multiple daily 

fluctuation types. Moreover， the INNE algorithm is used to construct an integrated INNE detector in the data space of each 

cluster and compute a composite anomaly score for each sample. Finally， the anomaly samples are determined based on the 

anomaly scores. The main advantages of the model lie in integrating the trimmed window and clustering， which further 

enhances the advantages of the INNE algorithm in terms of local and global anomaly detection capabilities. By using the 

actual voltage operation data of the transformer district in a city’s distribution network for validation and comprehensively 
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comparing with other algorithms in terms of several evaluation indices， the results show that the TFEC-INNE model 

improves the detection effects in various anomaly scenarios.

Key words： distribution network； trimmed window； principal component analysis； K-means； INNE； anomaly detection

在“双碳”目标引领下能源结构调整的深入，加

速能源供给侧绿色转型、大力发展新能源已成为必

然趋势［1-3］。坚持集中式与分布式（主要以分布式光

伏为主）开发并举，推动构建新型电力系统［4-5］。然

而，伴随各类分布式电源在城市配电网中日益广泛

的应用，台区电压治理面临新的挑战。其中，台区

电压越限问题已成为制约光伏系统消纳与管控的

关键瓶颈［6-7］。因此，获取高质量的配电网台区电压

量测数据，开展电压特性分析并提出可靠的治理方

案，已成为电力系统科研人员关注的焦点。

配电网电压运行数据主要来源于数据采集与

监视控制（supervisory control and data acquisition，
SCADA）系统，其采样频率通常为 15 min/次。对

于单台配变而言，一年产生的数据量约为 35 040
条；而对于台区密集的大型城市而言，配电网年度

采集数据量可达数十亿条［8-9］。受线路故障、量测设

备误差及网络传输干扰等因素影响，此类数据往往

呈现出形式多样、分布规律复杂的特点，包含大量

异常值［10-11］。鉴于配电网台区电压运行数据是分析

用电情况及电压质量的关键依据，精准的异常检测

不仅能有效识别运行中的异常事件，还能显著提升

数据质量［12］。因此，亟需一种适应配电网电压大数

据特性的异常检测方法。

目前，常见的异常检测方法主要包括基于状态

估计的方法和无监督学习方法［13-14］。前者通常利用

加权残差或标准残差作为特征量，基于概率论假设

检验原理，设定特定置信水平的阈值，通过二值逻

辑判断来识别异常数据［15-16］。文献［17］提出了一种

基于事件触发加密的配电网预测辅助状态估计方

法，利用状态预测值辅助鲁棒滤波以实现未知量测

噪声分布下的状态准确估计。文献［18］使用威布

尔分布对智能电表的运行数据建立分布模型，从而

预估电表的异常状态。然而，基于状态估计的方法

高度依赖数据的先验分布模型，而实际台区电压数

据往往难以获取确切的分布规律，这限制了该方法

在实际场景中的应用。

相比之下，无监督异常检测方法侧重于从海量

数据中挖掘潜在的特殊信息关系，能够有效避免状

态估计中存在的重复评估、残差污染及淹没效应等

问题，因此在处理大规模电力大数据时展现出显著

优势［19-20］。在无监督检测领域，基于聚类、基于密度

以及基于隔离的方法应用最为广泛。基于聚类的

方法里，文献［21］利用三指数平滑模型计算电量预

测值与实际值的残差，并采用基于密度的聚类算

法（density-based spatial clustering of applications 
with noise，DBSCAN）对残差项进行聚类以识别电

量异常；文献［22］通过预测误差与分类准确度计算

确定 DBSCAN 参数，进而用于风电机组的异常检

测。而基于聚类的方法通常对参数设置非常敏感，

且部分算法对噪声的鲁棒性较差，加之较高的计算

复杂度，在面对配电网电压这种异常形式复杂、数

据体量庞大的场景时，极易遭遇性能瓶颈。局部异

常因子算法（local outlier factor， LOF）作为一种经

典的基于密度的算法，因其原理简单、结果直观而

被广泛应用。文献［23］基于 LOF 构建了一套配电

网异常缺失负荷数据的清洗流程，利用高斯混合模

型（Gaussian mixture model，GMM）对异常得分进

行聚类以确定阈值。然而，该研究忽略了 LOF 算法

在全局异常识别方面的固有局限性。

孤立森林（isolation forest，IF）是一种基于集成

学习策略的无监督异常检测算法［24］。该算法摒弃了

传统方法中为训练高精度检测器而付出高昂代价的

思路，转而通过构建并融合多个子检测器来获得较

好的检测性能，且具有相对较低的时间复杂度。文

献［25］利用孤立森林计算台区节点的线损异常分数

以识别异常节点；文献［26］设计了一种基于密度子

空间孤立森林的异常用电检测方法，通过密度数据

表示与子空间选择降低高维噪声，实现了对异常用

电行为的有效检测。然而，孤立森林算法存在局限

性：其对局部异常及低相关维度数据的敏感度较低，

且当异常样本与划分空间所用的轴平面平行时难以

被有效检测［24-27］。综上所述，上述基于分布或聚类的

方法均难以应对台区电压数据异常形式多样、分布

类型不固定等挑战；虽然基于隔离的孤立森林算法

在该领域取得了较多成果，但其在局部及低相关维

度数据的检测能力上仍有待进一步提升。

针对孤立森林算法的上述局限性，Bandaragoda 
TR 和 Ting KM 提出了一种基于最近邻隔离的集成

异 常 检 测 算 法（isolation-based anomaly detection 
using nearest-neighbor ensembles，INNE）。该算法
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保留了孤立森林基于“隔离”这一核心思想，但将隔

离 机 制 由 随 机 轴 切 割 改 为 基 于 最 近 邻（nearest 
neighbor， NN）距离构建超球。通过集成策略，即构

造多个检测器并取样本在各检测器中异常评分的

均值来判定异常情况，该方法在有效提升查准率的

同时，兼顾了局部与全局异常的检测能力，且维持

了孤立森林线性时间复杂度的优势［27］。

基于上述分析，本文提出了一种结合修剪窗口

特 征 提 取 聚 类（trimmed window feature extraction 
clustering，TW-FEC）与 INNE 算法的配电网台区电

压异常检测模型，简称 TFEC-INNE 模型。该模型

旨在精准识别台区电压数据在面对线路故障、量测

设备误差及网络传输干扰等多种异常情形时的表

现。本文的主要创新点如下：

1） 首先引入修剪窗口思想，提取台区电压运行

数据的时序特征。随后通过聚类算法识别不同运

行状态下的台区电压日波动特性曲线，并获取每簇

对应的原始运行数据。该过程能够将数据集中局

部及低相关维度的异常数据划归至样本数较少的

子集，从而显著提升后续异常检测算法的灵敏度。

2） 在各类别对应的原始运行数据空间中，构建

多组 INNE基检测器。其中，每个基检测器利用多个

随机生成的超球对样本空间进行隔离。通过计算样

本点在各组检测器中被隔离的具体情况，综合得出

其异常得分，并结合预设阈值最终判定异常样本。

3） 选取多种对比算法，利用某市配电网中配电

变压器的实际运行数据进行实验分析。通过对比各

算法的查准率 P（Precision）、召回率 R（Recall）、F1分

数（F1 Score）等关键评价指标，并结合 ROC（receiver 
operating characteristic curve）曲 线 、PR 曲 线 及

AUC（area under ROC curve）值 ，全 面 证 明 了

TFEC-INNE 模型的优越性。此外，绘制电压分布

的散点密度图进一步证实了所提模型在处理局部

及全局异常数据时均具备较高的检测精度。

1　TFEC-INNE异常检测模型

TFEC-INNE 异常检测模型由两部分组成，其

中 TFEC 为数据聚类模块，负责将待检测数据根据

不同的电压日波动特性曲线进行聚类；INNE 为异

常检测模块，负责对 TFEC 划分出的不同类别的数

据进行异常检测。

TFEC 修剪窗口特征提取聚类模块由修剪窗口

特征提取、PCA 降维和 K-means 聚类 3 部分构成，

通过在特征提取时引入修剪窗口的步骤，可以有效

地避免某些极值对聚类算法的影响。

1.1　TFEC-修剪窗口特征提取

根据台区三相电压有效值运行数据，以一日内

连续的 96 个样本作为窗口宽度，根据统计信息及实

验结果得知，影响聚类结果的数据主要为窗口内偏

差较大的极值，因此选取修剪对象为窗口内最大和

最小的 12 个样本。在统计学中，时序特征、统计特

征和周期特征被广泛应用于曲线波形的表征，能够

有效提取数据中的关键信息［28］。本文所选取的修

剪窗口内提取的特征信息见表 1。

其中，周期性特征 Pe能较好地反映日时间尺度

内的数据周期性波动情况，获取步骤为首先对时间

序列进行分解，得到趋势 T（t）、季节性 S（t）和残差 R
（t）3 个部分：

X ( t )= T ( t )+ S ( t )+ R ( t ) （1）
然后，计算季节性能量 ES 和残差能量 ER 来衡

量这些成分的波动程度或振幅大小，即

ES = 1
N ∑

t = 1

N

S ( t )2 （2）

ER = 1
N ∑

t = 1

N

R ( t )2 （3）

式中，N 为时间序列的长度。

最后，通过计算季节性能量 ES与季节性能量 ES

加上残差能量 ER的比值，获得周期性特征 Pe为

P e = ES

ES + ER
（4）

式（4）可以简单理解为：当比值 Pe 接近 1 时，表

示季节性在时间序列中的影响较大，即数据具有较

强的周期性特征；而当比值 Pe接近 0 时，则表示季节

表 1　修剪窗口提取特征信息

Table 1　Trimmed window feature extraction information
特征名

Max Value

Min Value

Mean Value

Median Value

Standard Deviation

QD

Skewness

Kurtosis

MAD

COV

ACF

Periodicity

物理意义

最大值

最小值

平均值

中位数

标准差

四分位差

偏度

峰度

平均绝对偏差数

离散系数

自相关系数

周期性特征
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性对于整个时间序列的影响较小，即数据的周期性

较弱。

1.2　TFEC-特征降维及聚类

通过文 1.1 的方法进行特征提取后，得到三相

各 12 个特征共计 36 维数据矩阵，为了降低数据维

度对聚类算法造成的性能开销，使用 PCA 主成分分

析提取的特征进行降维处理，PCA 的工作流程如下。

1） 数据标准化。设一组数据有 n 个特征，m 个

样本对象，对其进行标准化处理，将所有样本点标

准化后，得到标准矩阵为

Str.Xm × n =
é

ë

ê

ê
êêê
ê

ê

ê ù

û

ú

ú
úú
ú

úStr.x 11 ⋯ Str.x 1n

⋮ ⋱ ⋮
Str.xm1 ⋯ Str.xmn

（5）

2） 计算标准矩阵的协方差矩阵。

C= Str.X (Str.X ) T /m （6）
3） 主成分选取。求出协方差矩阵的特征值 λi

及其对应的特征向量 αi。

Cαi = λ i α i （7）
将特征值 λi从大到小排列并选取前 k 个最大的

特征值所对应的特征向量构造转换矩阵 P。

4） 降维。将原始数据矩阵 X与转换矩 P相乘，

得到最终降到 k维的数据矩阵为

Y= X ⋅ P （8）
K-means 聚类算法作为无监督机器学习聚类算

法中的代表，具有收敛速度快、可解释性强以及在应

对大型数据集时的高效性等优点，其基本思想是在

给定的 K 值的情况下，将数据集中的 m 个对象划分

为 K 个簇，使得每个样本对象都能到其所属聚类中

心的距离之和最小，通常用欧氏距离作为距离度量。

对于一个含有 m 个样本的数据集来说，采用 K-
means算法的损失函数可以定义为

J ( c，μ )= ∑
i = 1

m

 xi - μci

2
（9）

式中，xi为第 i个样本；ci为 xi所归属的簇；μc为 ci所对

应的簇中心点。可将损失函数定义为各个样本距

离各自所属簇的中心点的误差平方和。通过迭代

计算，当损失函数 J 不再变化或者收敛时，停止

迭代。

在 K-means 聚类的过程中，K 值的选择尤为重

要，评价聚类效果的指标通常由内聚度和离散度来

表示：内聚度反映了样本点与同簇内其他样本点的

紧密程度；离散度表示样本点与其他簇中的样本点

的疏散程度。综合二者引入轮廓系数（silhouette 
coefficient，SC）来确定 K 值，其计算式为

S ( i )= b ( i )- a ( i )
max { a ( i )，b ( i ) }

（10）

a ( i )= 1
n - 1 ∑

j ≠ i

n

dist ( i，j ) （11）

式中，a（i）为内聚度。离散度 b（i）的计算方式与

a（i）相同，但是需要遍历样本 i所在簇之外的其他所

有簇，即 b（i）有 K-1 个，而本文只将其中最小的作

为最终的结果。

由上述推导可知，轮廓系数 S（i）的取值在［-1，
1］，且 S（i）越接近于 1，则表示聚类效果越好，实际中

常常通过给定一个 K值范围，并在这个范围中通过计

算不同 K值的轮廓系数 S（i）来确定具体的聚类数目。

1.3　INNE异常检测算法

INNE 异常检测算法选择使用多维超球体切割

数据空间来实现孤立机制，并考虑了数据局部分布

特性，即使用最近邻的距离比率来计算数据的异常

得分。可以理解为数据空间中数据点越密的地方

画的球会越多而且体积越小，数据分布越稀疏的地

方球越少且体积越大，也就是说半径越大的超球越

可能是异常。

INNE 算法的具体实现步骤为：使用样本的 NN
距离在空间中构造超球体，通过超球体将空间隔离

开来，并以超球体的半径来计算每个样本点的异常

分数。其中距离度量一般采用欧氏距离。假设给

定数据集 D∈Rd，定义‖ a-b‖为 a 和 b 的欧氏距

离，a、b∈Rd，数据集 S 为从 D 中随机不放回抽取的

大小为 ψ 的子集，ηx 为 x 的最近邻，定义一个以点 c
为中心，τ（c）=‖c-ηc‖为半径的超球 B（c）：｛x：‖
a-b‖< τ（c）｝，其中 x∈Rd，c、ηc∈S。B（c）作为将

c 与 S 中其他样本孤立的最大超球体，其半径数据

τ（c）反映了 c 的孤立程度，半径越大即越孤立。单

个检测器 S 中孤立评分 I（x）的计算公式如下：

I ( x )=
ì

í

î

ïïïï

ïïïï

1 - τ ( η cnn ( x ) )
τ ( cnn ( x ) )

， x ∈ ∪
c ∈ S

B ( c )

1， 其他

   （12）

其中，cnn（x）=arg min｛τ（c）：x∈B（c）｝。由式（12）
可知，I（x）的取值范围为［0，1］，当一个样本点不包

含在任何一个超球内时，其在检测器 S 中的孤立分

数即为 1。
INNE 作为集成的异常检测算法，定义当算法

生成 t 组检测器时，共有 t 个子样本 St生成，｛｛B（c）：

c∈Si｝：i=1，2，…，t｝，样本最终的异常得分为在所

有检测器中的孤立分数取均值，其计算式为

Ī ( x )= 1
t ∑

i = 1

t

I i ( x ) （13）
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其中，Ii （x）为样本点在子样本集 Si 中的孤立评分。

构造 INNE 异常检测器的算法伪代码见表 2。

1.4　算法评价指标建立

异常检测算法作为一种特殊的分类算法（将样

本对象分为异常和非异常），同样可以选择分类问

题中常用的查准率 P、召回率 R、F1 分数、耗时（time 
elapsed）和 ROC、PR 曲 线 作 为 算 法 效 果 的 评 价

指标：

P = TP

TP + FP
（14）

R = TP

TP + FN
（15）

F 1 = 2 P ⋅ R
P + R

（16）

式中，TP为真正例；FP为假正例；TN 为真反例；FN 为

假反例，这四者关系见表 3。

在 ROC 曲线的绘制过程中，将真正例率 TPR 为

纵轴，假正例率 FPR 为横轴。TPR 为 TP 与 TP 加 FN 的

比值，FPR为 FP与 FP加 TN 的比值，PR 曲线的含义与

ROC 类似，主要区别在于 PR 曲线的横轴为算法的

召回率 R。纵轴为算法的查准率 P，通常可以结合

这 2 种曲线来直观地比较算法的性能，当一个算法

的 ROC 曲线或者 PR 曲线被另一个算法的 ROC 曲

线或者 PR 曲线完全包围时，即可以认为被包围的

算法性能实际上弱于另一个算法。然而，在曲线相

交的情况下，则难以使用此方式来比较算法的绝对

性能。因此，由曲线包围的面积，引入 AUC 值的概

念，AUC 值越大，算法的绝对性能越好。对于分类

算法而言，综合 ROC 曲线和 PR 曲线的形状以及各

自 AUC 值的大小，即可以完全确定算法性能优劣。

本文 TFEC-INNE 异常检测模型应用于配电

网台区电压运行数据异常检测的总流程如图 1 所

示。其中，修剪窗口特征提取部分如图 2 所示。

表 2　INNE 异常检测器构造

Table 2　Anomaly detector construction of INNE
INNE 异常检测器构造算法

function build‑INNE （ψ， t， D）：

INNE = Ø

for i in range （t）：

Si = random select ψ samples from D

Bi=  Ø

for all c in Si：

B（c）= Build ψ hypersphere

Bi expand B（c）

end for

INNE expand Bi

return INNE

表 3　异常检测混淆阵列

Table 3　Confusing array of anomaly detection

异常标签

Normal

Anomaly

算法判定结果

Normal

TP（真正例）

FP（假正例）

Anomaly

FN（假反例）

TN（真反例）

特征提取滑动窗口

X1 X2 X3 X96 X97 X98 Xn Xn+1 Xn+2

修剪窗口，去除最小的 12
个值和最大的 12 个值

对三相电压分别按日提取
12 个特征

修剪窗口特征提取

TFEC

INNE

P
C

A

降
维

降维
后的
数据

各日
所在
聚类
族结
果

聚类 提取

根据聚
类信息，
提取各
日原始
数据

簇1原始三相电压数据

簇2原始三相电压数据

簇n原始三相电压数据

…

是否大于异常得分判定阈值 否是

异常样本点集合 Anomaly 正常样本点集合 Nomal

计算算法的查准率、查全率、F1 分数等性能评价指标

遍历每一簇，在每簇的数据空
间构造 t组集成 INNE 检测器

计算每个样本点的综合异常得分

图 1　TFEC‑INNE 异常检测模型

Figure 1　TFEC‑INNE anomaly detection model
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2　算例分析

2.1　算例分析数据选取

台区电压运行数据是典型的时间序列数据，时

序数据中常见的异常可根据性质不同划分为点异

常、上下文异常以及集体异常［20］。本文基于某市配

电网十余万台配电变压器 2022 年全年每隔 15 min
采样一次获得的全年实际台区电压运行数据，在对

数据经过整理统计分析后，结合电力系统中对三相

电压平衡的相关定义，将本文研究的台区电压运行

中的异常数据划分为 4 种类型，每种类型的异常形

式及其在全部异常数据中的占比见表 4。其中，短

时平衡异常占比 39.2%，对应配电网运行中的实际

情况主要为仪表或传感器受到短暂干扰而失灵，数据

无线传输过程信道受到干扰等。这类异常数目较多，

数据波动较大，电压异常程度也不尽相同。在连续波

动的电压运行曲线中，根据数值往往难以确定是总体

样本空间中的局部异常还是全局异常。

其中，平衡指的是在 ANSI/IEEE Std 936-1987
标 准 下 ，三 相 电 压 数 值 不 平 衡 度（phase voltage 
unbalance ratio，PVUR）小于 2% 的样本点，ΓPVUR 计

算式为

ΓPVUR =
max

i ∈ ( a，b，c )
{ || ui - U avg }

U avg
× 100% （17）

短时和长时的判定在于异常持续时间是否超

过 8 个点（2 h）。表 4 中：短时平衡异常指异常时间

小于 2 h 且三相电压平衡的异常；短时不平衡异常

指异常时间小于 2 h 且三相电压不平衡的异常；长

时平衡异常和长时不平衡异常的定义同上。4 种类

型的异常数据示例在时间序列中如图 3 所示。

2.2　TFEC聚类效果对比

在配电网台区实际运行过程中，由于会出现不

同形状的电压日波动特性曲线，而不同的波动范围

会对异常检测算法造成干扰。由图 2 可知，短时平

衡异常突降至某范围时，会存在部分日期正常运行

时的平均电压也处在这一范围的情况，因此在数据

空间中无法将其与正常数据划分出来。为了减小

这种干扰，可以使用聚类算法对数据进行分类，将

波动曲线相似的日运行数据划归一类进行异常

检测。

现有的聚类算法对极值异常数据较为敏感。

Day1 fa1
… fa12

fb1
… fb12

fc1
… fc12

Day2 fa1
… fa12

fb1
… fb12

fc1
… fc12

⋮ ⋮ ⋱ ⋮ ⋮ ⋱ ⋮ ⋮ ⋱ ⋮
Daym fa1

… fa12
fb1

… fb12
fc1

… fc12

ua fa1
fa2

… fa12

ub fb1
fb1

… fb12

uc fc1
fc1

… fc12

特征提取

特征提取

特征提取

修
剪
窗
口

修
剪
窗
口

修
剪
窗
口

ua1

ua2

⋮
ua72

ub1

ub2

⋮
ub72

uc1

uc2

⋮
uc72

ua1

ua2

⋮
ua96

ub1

ub2

⋮
ub96

原
始
电
压
数
据

X 1 t1 ua1 ub1 uc1

X 2 t2 ua2 ub2 uc2

⋮ ⋮ ⋮ ⋮

X 96 t96 ua96 ub96 uc96

X 97 t97 ua97 ub97 uc97

⋮ ⋮ ⋮ ⋮

Xn tn uan ubn ucn

Xn + 1 tn + 1 uan + 1 ubn + 1 ucn + 1

uc1

uc2

⋮
uc96

图 2　修剪窗口特征提取

Figure 2　Trimmed window feature extraction

表 4　配电网台区异常数据分类

Table 4　Anomaly data classification of transformer 
district of distribution network 

编号

Ⅰ型

Ⅱ型

Ⅲ型

Ⅳ型

异常形式

短时平衡异常

长时平衡异常

短时不平衡异常

长时不平衡异常

占比/%

39.2

17.6

22.3

20.7

240

235

230

225

电
压

/V

240

235

230

225

220

电
压

/V
245

240

235

230

225

电
压

/V

250

245

240

235

230

225

220

215

电
压

/V

ua
uc
ub

15 min/（每刻度）

（a）短时平衡异常 （b）短时不平衡异常

（c）长时平衡异常 （d）长时不平衡异常

15 min/（每刻度） 15 min/（每刻度）

ua
uc
ub

ua
uc
ub

ua
uc
ub

15 min/（每刻度）

图 3　4 种异常类型的时序示例

Figure 3　Examples of time series for four 
anomaly types
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因此，为了使得聚类结果能准确地将各类型的日电

压波动曲线划归一类，本文提出一种基于修剪窗口

的日特征提取方法，通过对窗口内的极值进行过

滤，降低极值对聚类效果造成的影响。

根据上述方法进行特征提取后得到三相各 12
个特征共计 36 维数据，在实际聚类过程中维度过高

会对聚类算法的性能开销产生影响。因此，使用 PCA
主成分分析法进行降维处理后再进行聚类。表 5 为

在某台区部分实际运行数据上进行特征提取后使

用 PCA 降维时，贡献率较高的部分主成分与其相对

应的特征值大小及其方差贡献率和方差累计贡献

率的计算结果，图 4 为从小到大排序的特征值相对

其所属成分关系散点图。

表 5　主成分特征值及对应的贡献率

Table 5　Principal component eigenvalues and 
corresponding contribution rates

主成分

1

2

3

4

5

6

7

8

9

10

11

12

特征向量

特征值

13.794

7.184

3.191

1.267

1.114

0.908

0.534

0.228

0.086

0.072

0.007

0.007

方差贡献率/%

67.691 8

14.454 1

7.800 4

3.001 0

1.991 5

1.442 2

1.220 0

0.995 2

0.773 0

0.387 4

0.184 0

0.059 4

方差累计贡献率/%

67.691 8

82.145 9

89.946 3

92.947 3

94.938 8

96.381 0

97.601 0

98.596 2

99.369 2

99.756 6

99.940 6

100.000 0

14

12

10

8

6

4

2

 

特
征

值

121086420

成分

图 4　特征值相对所属成分关系散点图

Figure 4　Scatter plot of relative relationship between 
eigenvalues and corresponding components

主成分的选择方法可以通过方差累计贡献率

达到 95% 左右来确定，也可以根据特征值相对所属

成分散点图中近似水平的拐点来确定。本文结合

上述两种方法，由表 5 可知，前 6 个主成分的累计贡

献率为 96.381%，结合散点图可知，选择特征值最大

的 6 个主成分即可保留原修剪窗口提取的特征数据

中绝大多数信息。因此，可以使用前 6 个主成分的

特征向量构造转换矩阵并求出相应的降维后的数

据矩阵。

为对比使用修剪窗口特征提取和普通特征提

取两种方式的聚类效果，继续使用某台区部分实际

运行数据在经过特征提取和降维之后的数据进行

聚类对比分析，并绘制出各聚类结果中包含的日期

的原始运行数据折线图，其中普通聚类结果如图 5
所示，根据轮廓系数确定聚类数目为 3，普通聚类的

方式由于并未考虑日内的极值数据的影响，因此类

与类之间的波动特征区分并不明显，类内各日电压

波动曲线较为杂乱，无法进行有效区分。

250

245

240

235

230

225

220

215

电
压

/V

15 min/（每刻度）

（a） 普通聚类 1

15 min/（每刻度）

（b） 普通聚类 2
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240

235

230

225

220

215

电
压

/V
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245

240

235

230

225

220

215

电
压

/V

（c） 普通聚类 3

15 min/（每刻度）

图 5　普通特征提取聚类

Figure 5　Common feature extraction clusterings
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本文提出的基于修剪窗口特征提取的聚类方

法，根据轮廓系数确定聚类数目为 4，由聚类结果绘

制的原始运行数据日波动曲线如图 6 所示。从图 6
中可以看出，每类的电压日运行数据波动特征都近

乎一致，类内的内聚度较高，而类与类之间却具有

较为明显的差异，即类间的离散度较大。因此，可

以认为基于修剪窗口特征提取的聚类方法在面向

含有极值异常的数据聚类时，具有较好的抗噪效

果，可以有效地根据数据运行中的波动特征将数据

划分为波形区分明显的类别。

2.3　INNE异常检测算法关键参数选择

由文 2 可知，在 INNE 异常检测器的构造过程

中，子样本集中样本的大小 ψ 以及子样本集的数量

t 对算法的检测效果和运行成本都具有影响，由文

献［27］可知，ψ 取 8、32、256 时均有较好的效果， ψ 越

大，相应的算法运行开销也越大，在配电网电压运

行数据中，高密度区相对较少，数据分布较为集中。

为了进一步确定在配电网电压运行数据中 TFEC-
INNE 异常检测模型的集成检测器中子样本集中样

本的大小 ψ 以及子样本集的数量  t，本文选取部分实

际运行数据在不同的参数上对数据集进行测试，通

过比较在不同参数 ψ 和 t 下的算法性能综合评估指

标的优劣程度来确定最终的参数。

图 7 为参数 ψ 和 t 的取值与相关评价指标的关

系。可知，算法的时间开销和 t 值呈正相关，这是因

为 INNE 算法的时间复杂度为 O（tψ2）［27］，图 7 中，当

t 的取值为 100 附近时，其检测效果即达到最佳，此

时再增加子检测器数目 t，只会增加算法的运行时
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图 7　不同 ψ 和 t 取值下的检测效果

Figure 7　Detection effects at different values of ψ and t
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图 6　修剪窗口特征提取聚类

Figure 6　Trimmed window feature extraction clusterings
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间。因此，在后续的实验中，参数 ψ、t 分别设置为

8、100。
2.4　单异常形式下各检测算法效果对比

为了检验 TFEC-INNE 异常检测模型在每种

形式的异常数据检测上的效果，选取某台配电变压

器在夏季的实际运行数据作为测试集 T，并对其中

异常数据进行调整，获取 4 个测试集，每个测试集分

别只含表 4 中Ⅰ型的异常数据，同时选择 INNE 算

法、IF 算法、LOF 算法以及 OCSVM 作为对比算法，

分别使用这 5 种算法在每个单类别异常数据测试上

进行实验，得到的测试结果见表 6~9。

由表 6~9 可知，本文提出的 TFEC-INNE 异常

检测模型在每种类型的异常数据测试集中的检测

效果均为最佳，其次为 INNE 算法。由于异常数据

在总体样本中占比较小，导致各个算法的查准率 P

比较接近，因此仅以 P 来比较算法性能较为困难。

但是从 F1 分数这个综合指标来看，TFEC-INNE 在

Ⅰ型异常数据集中表现最佳，而在Ⅱ型异常数据集

中略有下降，但仍保持 0.94 以上，而与Ⅱ型的其他

算法比较仍是最高的。进一步分析可以得出，在Ⅰ
到Ⅳ型异常数据集中，TFEC-INNE 的 F1 分数相较

INNE 算法的提升幅度在 6% 到 14%，相较于 IF 算

法的提升幅度为 18% 到 69%，相较于 OCSVM 算法

的提升幅度在 23% 到 44%，相较于 LOF 算法的提

升幅度为 18% 到 75%。值得注意的是，LOF 算法

在Ⅱ、Ⅳ型异常样本数据集中的表现较为糟糕，查

全率均不超过 0.5，符合该算法对全局异常检测不敏

感的特性。Ⅰ型异常形式下各检测算法的 ROC 曲

线和 PR 曲线如图 8 所示。

由 8 图可知，在 ROC 曲线中，TFEC-INNE 和

INNE 的曲线完全包围其他对比算法，这表明不论

（a）各类算法 ROC 曲线
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（b）各类算法 PR 曲线
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图 8　Ⅰ型异常检测结果对比

Figure 8　Comparison of type I anomaly detection results

表 9　Ⅳ型异常检测结果对比

Table 9　Comparison of type Ⅳ anomaly detection results
算法

TFEC‑INNE

INNE

IF

OCSVM

LOF

P

0.997 5

0.990 8

0.942 3

0.962 4

0.954 0

R

0.968 4

0.810 5

0.421 1

0.526 3

0.410 5

F1

0.982 7

0.891 6

0.582 1

0.680 5

0.574 0

耗时/s

0.357 4

0.180 6

0.537 9

0.529 8

0.044 6

表 6　Ⅰ型异常检测结果对比

Table 6　Comparison of type I anomaly detection results
算法

TFEC‑INNE

INNE

IF

OCSVM

LOF

P

0.995 6

0.965 4

0.958 6

0.950 2

0.967 7

R

0.921 6

0.803 4

0.601 8

0.574 3

0.748 1

F1

0.997 2

0.877 0

0.739 4

0.715 9

0.843 8

耗时/s

0.366 4

0.183 1

0.495 5

0.548 5

0.042 9

表 7　Ⅱ型异常检测结果对比

Table 7　Comparison of type Ⅱ anomaly detection results
算法

TFEC‑INNE

INNE

IF

OCSVM

LOF

P

0.992 8

0.970 8

0.962 1

0.947 9

0.943 1

R

0.885 8

0.812 5

0.671 9

0.568 8

0.373 4

F1

0.936 3

0.884 6

0.791 2

0.711 0

0.535 0

耗时/s

0.344 6

0.163 2

0.460 4

0.516 7

0.040 9

表 8　Ⅲ型异常检测结果对比

Table 8　Comparison of type Ⅲ anomaly detection results
算法

TFEC‑INNE

INNE

IF

OCSVM

LOF

P

0.998 0

0.994 7

0.948 4

0.968 5

0.973 3

R

0.965 7

0.832 1

0.477 8

0.674 9

0.667 6

F1

0.981 6

0.906 2

0.635 5

0.795 5

0.792 0

耗时/s

0.363 4

0.167 2

0.557 3

0.529 3

0.043 9
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