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基于语谱图和轻量化 2D-DSCNN的

电能质量扰动识别方法

刘永强，王金梅，关雪涛，李 峰
（宁夏大学电子与电气工程学院， 宁夏回族自治区  银川市   750021）

摘　要：针对复杂电能质量扰动（power quality disturbances，PQDs）信号难以精确分类识别的问题，提出一种基于语

谱图和轻量化二维深度可分离卷积神经网络（2 dimensional depthwise separable convolution，2D‑DSCNN）的 PQDs
识别方法。首先，采用时间-频率分析，将 PQDs 信号转换为语谱图，以图像形式呈现复杂信号数据；其次，采用深

度可分离卷积技术，构建轻量级的 2D‑DSCNN 模型，分类识别不同 PQDs 信号的语谱图；最后，用仿真试验验证所

提方法的可行性与有效性。研究结果表明，该方法能有效识别和分类各种 PQDs信号，具有较高的准确率和较强的

抗噪声能力，且该模型轻量化程度较高，适用于边缘设备部署和实时监控。
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Power quality disturbance recognition method based on spectrogram and 
lightweight 2D-DSCNN

LIU Yongqiang， WANG Jinmei， GUAN Xuetao， LI Feng
（School of Electronic and Electrical Engineering， Ningxia University，Yinchuan 750021，China）

Abstract： In response to difficulties in accurately classifying and recognizing complex power quality disturbance 

（PQD） signals， this paper proposes a novel PQD recognition method based on spectrogram and lightweight two-

dimensional （2D） depth-separable convolutional neural network （2D-DSCNN）. Time-frequency analysis is applied to 

convert PQD signals into spectrograms， so that complex signal data is presented in the form of images. A lightweight 

2D-DSCNN model is constructed by using depth-separable convolution technology， and the spectrograms corresponding 

to different PQD signals are classified and identified. The feasibility and effectiveness of the proposed method are 

verified through simulation experiments. The experimental results show that the method can effectively recognize and 

classify various PQD signals with high accuracy and strong anti-noise capability， and the model is lightweight， which is 

suitable for the deployment of edge devices and real-time monitoring.

Key words： power quality disturbance signal； two-dimensional convolutional neural network； spectrogram； depth-

separable convolution； disturbance signal recognition； lightweight neural network

随着智能电网的快速发展，更多的非线性负

荷  ［1-2］和带有波动性的新能源［3-4］投入电网，这加剧

了电能质量扰动（power quality disturbances，PQDs）

问题。严重的 PQDs 可能对电网安全和新能源设备

造成损害［5-7］，甚至导致大规模设备脱网。为保障电

网的稳定运行，实时监控电网状态，并为扰动源的
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定位和后续处理提供准确的信息支持，开发高效的

PQDs识别方法显得尤为重要。传统的 PQDs识别方

法主要依赖信号处理技术，其通过预定义的特征提

取来识别不同类型的扰动信号，文献［6］提出了一种

结合变分模态分解（variational mode decomposition，
VMD）与 K 近邻分类器（K-nearest neighbor，KNN）

的识别方法，该方法通过 VMD 从电压波形中提取特

征，并采用了 Relief-F 特征选择技术。文献［7］提出

了一种基于遗传算法（genetic algorithm，GA）的最

小 二 乘 支 持 向 量 机（least squares support vector 
machine，LSSVM）的识别算法，该算法采用小波变

换处理扰动信号得到特征集。

传统方法处理大规模数据的效率不高且不够

灵活。近年来，机器学习特别是深度学习技术的快

速发展，为 PQDs 信号的识别分类提供了新思路。

文献［8］提出了基于格拉米角场和图卷积神经网

络的识别算法，该算法先将一维 PQDs 数据转换

成二维格拉米角场值密度图，再利用图卷积神经网

络进行无监督特征学习，自动提取稀疏数据特征，

最后，对这些稀疏数据特征进行分类识别，其识别

精度较佳。文献［9］提出了一种多尺度卷积融合时

间 序 列（multi-scale convolution fusion time series 
transformer，MCF-TST）模型，该模型采用不同尺

度的卷积核对信号进行多维特征提取，并结合时间

序列，深层次分析扰动信号的局部和全局特征，从

而实现 PQDs 识别。文献［10］提出了一种基于径向

基函数神经网络（radial basis function neural network，
RBFNN）的电力质量扰动分类算法，该算法通过小

波变换提取特征，其所需特征数量较少，且该算法

优化了权重更新机制，提升了算法分类性能。这些

研究大都关注传统信号处理方法和神经网络结构与

类型，但对分析特征提取和特征类型的研究鲜见。

作为一种基于短时傅里叶变换（short time Fourier 
transform，STFT）的可视化时频表征工具，语谱图

在语音识别和机械故障诊断中展现了其对非平稳

信号的表征方面的独特优势，但其在电能质量扰动

信号分析中的应用仍处于探索阶段。本文提出基

于语谱图和轻量化二维深度可分离卷积神经网

络（2 dimensional depthwise separable convolutional 
neural networks，2D-DSCNN）的 PQDs 信号识别方

法，先将 PQDs 信号转换为语谱图，使信号的时间与

频率信息在二维图像中体现，便于深度学习模型进

行特征提取和识别；再应用 2D-DSCNN 模型识别

PQDs 信号的语谱图，从而实现对扰动的辨别；最

后，通过仿真试验来验证所提方法的可行性与有效

性。所提方法中的神经网络架构采用了深度可分

离卷积，该卷积准确率和计算效率颇高，且实现了

模型的轻量化。

1　理论基础

1.1　二维卷积神经网络

二维卷积神经网络（2 dimensional convolutional 
neural networks，2D-CNN）是一种在图像和视频处

理领域被广泛使用的深度学习架构。2D-CNN 通

过多个不同的卷积层来自动学习图像的层次特征，

从简单的边缘纹理到更复杂的图案元素部分，逐步

提取特征［11］，对图像进行深入理解和分析。其二维

卷积核沿高度和宽度这两个方向移动，处理图像的

空间特征［12］。在这一过程中，网络能捕获图像的空

间关系，识别不同的空间排列模式（如形状和纹理

等），从而深入理解图像内容。对第 i 层的第 j 个特

征图中位于 ( x，y)处的点 vxy
ij 的卷积计算式为

vxy
ij = f ( )∑

k = 1

m

∑
l = 0

Li - 1

∑
w = 0

W i - 1

ωlw
ijk v( )x + l ( )y + w

( )i - 1 k + bij （1）

式中，Li 和 W i 分别为二维卷积核的高度和宽度；ω lw
ijk

为卷积核中的权重；bij 为第 i 层的第 j 个特征图的偏

置项；f 为线性激活函数；m 为卷积层所接收的输入

通道数。

卷积操作后，常采用非线性激活函数 ReLU
等  ［13］来增加网络的非线性能力，使其能学习更复杂

的特征。紧随卷积层之后的通常是池化层，该池化

层通过减少特征图的空间尺寸来减少参数数量和

计算量，并保留重要特征信息。在经过若干个卷积

层和池化层提取和压缩特征后，2D-CNN 通常包含

数个全连接层。这些全连接层将前面学习到的高

级特征映射到最终的输出类别上。每个卷积核和

全连接层中的权重和偏置均通过反向传播算法在

以最小化预测值与实际标签之间的差异为目标［14］

的训练过程中不断调整。

1.2　深度可分离卷积神经网络

随着深度学习技术的不断发展，网络模型结构

变得越来越复杂，伴随而来的是模型参数数量和计

算成本的显著增加［15］。这不仅提高了对存储空间

的需求［16］，还延长了网络训练时间，对计算资源提

出了更严格的要求。为推动深度学习在更多领域

的应用，应开发既准确又轻量级的模型，提高训练
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效率，减少对高端计算资源的依赖。

标准的二维卷积操作涉及的参数数量多，计算

成本高。谷歌的 MobileNet［17-18］提出的深度可分离

卷积技术为模型轻量化提供了有效的策略。深度

可分离卷积特别适用于移动和嵌入式设备上的图

像分类任务，其能大幅度缩减模型大小、提高模型

运行效率。与传统二维卷积不同，深度可分离卷积

将卷积操作分解为 2 个连续的步骤：深度卷积和逐

点卷积［19］。在深度卷积阶段，该策略通过在每个输

入通道上独立应用 W × W 的卷积核来提取空间特

征，但不改变通道数；在逐点卷积阶段，该策略通过

1 × 1 的卷积核对所有输入通道的特征进行聚合，增

加输出特征图的数量［20］。深度可分离卷积结构如

图 1 所示。

考虑一个 3×3 的二维卷积核，其输入特征图的

通道数为 3，输出特征图的数量为 N。在深度可分

离卷积中，深度卷积使用 3×3 的卷积核，而逐点卷

积使用 1×1 的卷积核。标准二维卷积的参数量为

27N，而深度可分离卷积的参数量为 27+3N。因

此，这 2 种卷积方式的参数量之比为

3 × 3 × 3 + 1 × 1 × 3 × N
3 × 3 × 3 × N

= 1
N

+ 1
9 （2）

这表明，随着输出特征图数量 N 的增加，与标

准二维卷积相比，深度可分离卷积具有更少的参数

量和计算量，故其效率得以提升［21］。通过这种方

式，深度可分离卷积不仅减少了参数量，还维持了

在提取图像空间特征方面的优势，这对于构建轻量

级和高效的深度学习模型至关重要。

2　基于语谱图和轻量化 2D-DSCNN
的识别方法

2.1　基于语谱图的特征重构

语谱图是一种将信号的时频特性展现在二维

平面上的技术，其被广泛用于增强语音识别系统的

性能［22-23］。而 PQDs 信号本质上和语谱信号一样，

也是一种随时间变化的序列数据。利用语谱图技

术对 PQDs 信号进行处理，可得到不同扰动类型对

应的语谱图。通过语谱图，能从 PQDs 信号中提取

出丰富的频谱信息，并对信息进行有效的可视化，

提取关键特征，对信号特征重构，基于语谱图的扰

动特征重构示意图如图 2 所示。

语谱图的生成步骤分为 5 步。

1） 选用汉明窗为窗函数。

2） 构建离散形式的汉明窗函数，并用集合 W =
{ ω ( 0 )，ω (1 )，…，ω ( N - 1 ) }表示。其中，ω ( 0 )为

10

10

3
3

深度卷积 逐点卷积

8×8 8×8
3×1×1

图 1　深度可分离卷积结构

Figure 1　Depth‑separable convolution structure

汉明窗（窗函数） 汉明窗（窗函数） 汉明窗（窗函数） 汉明窗（窗函数） 汉明窗（窗函数）

对数功率谱函数 对数功率谱函数 对数功率谱函数 对数功率谱函数 对数功率谱函数

拼接

窗口滑动步长 k 窗口长度 n

原始扰动信号

分帧、加窗

谱特征

语谱图

图 2　基于语谱图的扰动特征重构示意图

Figure 2　Schematic diagram of disturbance feature reconstruction based on spectrogram
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ω (0)= 0.54 - 0.46cos ( 2πn
N - 1 ) （3）

式中，ω (n)为窗函数在第 n 个样本点的值；N 为窗口

的总长度；n 为窗口内的样本点索引，n 的取值范围

为 0，1，…，Ν - 1。
3） 使用汉明窗函数对原始扰动信号进行加窗

处理，即

Sx (m，f )= ∑
n = -∞

∞

x (n) ω (n - m ) e- j2πfn （4）

式中，Sx (m，f )为在时间帧 m 和频率 f 下信号 x 的

STFT 值；m 为当前帧的中心点索引；x (n)为输入的

离散时间信号。

4） 将 Sx (m，f )转化为谱特征 Px ( t，f )， 该值可

表征在时间和频率下信号的语谱图强度，即

Px ( t，f )= 10 log10 (| Sx ( )m，f | 2) （5）

5） 通过谱特征绘制出语谱图。

采用汉明窗作为窗函数，能减少频谱泄露和边

缘效应，提高语谱图质量。汉明窗通过平滑信号的

边缘来优化频谱分析，平衡了主瓣宽度和旁瓣高

度，适合复杂频谱的信号分析［24］。在 STFT 中，快

速傅里叶变换（fast Fourier transform，FFT）点数设

置为 72，以获得足够的频率分辨率，并保证足够的

计算效率。时间点数设为 19，这能在保持较好时间

分辨率的同时，有效控制数据量和处理时间。12 种

电能质量扰动信号语谱图如图 3 所示。

图 3 为 单 一 类 型 PQDs 信 号 和 复 合 类 型

PQDs 信号的语谱图。在图 3 中，该生成语谱图

高度为 37，宽度为 19，总共包含 703 个像素点。语

谱图中，水平轴代表时间，垂直轴代表频率，各像

素的深浅程度对应信号的幅度大小。语谱图深

色区域为其高频部分，浅色区域为其低频部分。

通过将原始 PQDs 信号映射到语谱图中，实现了

从时域到时频域的数据转换，信号中的特征得到

了有效的归纳和重组。

从图 3 中可以看出不同扰动信号在语谱图中

的特征：暂降与中断扰动区的亮度暗于正常区域

的亮度；暂升扰动区亮度明显提升；谐波扰动区的

高频成分随谐波阶数增加而增强，底部深色高频

部分扩大；振荡扰动区频率和幅度同步增加，其表

现为亮度提升与高频部分扩大；波动扰动区幅度

不稳定导致亮度明暗交替变化；“谐波+暂降”扰

动区的高频部分扩大且亮度降低；“谐波+暂升/
脉冲”扰动区的高频部分扩大且亮度提升；“振

荡+暂降”扰动区的频率和幅度同步增加且亮度

降低；“谐波+暂降+波动”的扰动区存在高频部

分扩大、亮度降低和明暗波动的情况。显然，不同

PQDs 语谱图可明显区分不同类型的 PQDs 信号。

2.2　建立二维深度可分离卷积神经网络

二维卷积神经网络结构示意图如图 4 所示。在

图 4 中，a × b × c 表示该层的高度为 a，宽度为 b，通

道数为 c，而对于密接层，c 表示该层有 c 个神经元，

不同深浅代表不同种类的层。

从图 4中可以看出，该网络包含 6个数据处理层。

首先，将深度可分离卷积、批量归一化和 ReLU 激活

函数合并为一个自定义层（ConvBNReLU），在简化

模型结构的同时，提高效率。其次，为减少参数和计

算量，自定义层内使用了深度可分离卷积。第一个自

定义层中，卷积层的卷积核大小为 2 × 2，通道数为 4。
第一个自定义层后连接第一个最大池化层，池化窗口

为 2 × 2，最大池化层可以选出区域中最重要的信

息［25］，减少计算量，提高网络对小变化的不变性。第

二个自定义层接在第一个最大池化层之后，通道数为

8，后面同样连接第二个最大池化层。最后，在第二个

最大池化层后连接 Flatten层和 Dense层。

（a） 暂降 （b） 暂升 （c） 谐波 （d） 脉冲

（e） 振荡 （f） 中断 （g） 波动 （h） 谐波+
暂降

（i） 谐波+
暂升

（j） 谐波+
脉冲

（k） 振
荡+暂降

（i） 谐波+暂
降+波动

图 3　12 种电能质量扰动信号语谱图

Figure 3　Spectrograms of 12 kinds of PQD signals
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3　仿真试验结果

3.1　数据集生成

数据集由训练集和验证集组成。为模拟实际

电网中扰动情况，选择 IEEE Std. 1159［26］提供的

数学模型，该模型由 MATLAB 2023 生成，包括单

种扰动和多种复合扰动共 12 种类型。其中，单扰

动 共 7 种 ：电 压 暂 降（C1）、电 压 暂 升（C2）、中 断

（C3）、波动（C4）、脉冲（C5）、振荡（C6）、谐波（C7）。

复合扰动共 5 种：谐波暂降（C8）、谐波暂升（C9）、

谐 波 脉 冲（C10）、振 荡 暂 降（C11）、谐 波 暂 降 波 动

（C12）。对于每种类型的扰动信号，修改扰动信号

的参数，随机得到 1 000 个不同的扰动信号，生成

1 000 张不同的语谱图，这 12 种扰动类型共有 12 
000 张语谱图作为训练集。通过对扰动信号扩展

扰动参数范围、轻微时移等操作，生成每种类型

100 张语谱图。这 12 种扰动类型共有 1 200 张语

谱图作为验证集。

为模拟实际电网中复杂的噪声场景，引入 5种噪

声：非高斯噪声（α 稳定分布）、非高斯噪声（随机脉

冲）、时变噪声（逐渐变大）、时变噪声（周期脉冲）和

高斯噪声，含有 5种噪声的扰动信号如图 5所示。

对验证集扰动信号添加不同类型噪声信号并

进行语谱图转换，得到含噪扰动信号识别仿真试验

验证集，含噪声扰动信号语谱如图 6 所示。
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3737×19×4

18×19×4
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图 4　二维卷积神经网络结构示意图

Figure 4　Schematic diagram of 2D convolutional neural 
network structure

（a）原始信号 （b）非高斯噪声
（α 稳定分布）

（c）非高斯噪声
（随机脉冲）

（d）时变噪声
（逐渐变大）

（e）时变噪声
（周期脉冲）

（f）高斯噪声
（50 dB）

（g）高斯噪声
（40 dB）

（h）高斯噪声
（30 dB）

（i）高斯噪声
（20 dB）

图 6　含噪声扰动信号语谱

Figure 6　Spectrograms of disturbed signals with noise
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图 5　含有 5 种噪声的扰动信号

Figure 5　A disturbed signal with 5 types of noise
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从图 6 中可以看出，在将含有各种噪声的暂

降扰动信号转换为语谱图后 ，暂降扰动开始后

的 语 谱 图 颜 色 变 暗 ，这 说 明 其 仍 能 展 现 扰 动

特征。

3.2　训练二维深度可分离卷积神经网络

使用训练集对神经网络进行批次训练，批次

大 小设置为 32，每一轮参与训练的样本总数为

12 000，每轮的迭代次数为 375。训练使用 Adam 优

化 器 ，初 始 学 习 率 设 置 为 0.001。 损 失 函 数 为

categorical_crossentropy。准确率和损失率随轮次

变化的过程如图 7 所示。

从图 7 中可以看出，当训练至 20 轮次左右时，

训练集准确率趋于 1，损失率收敛于 0。这说明该模

型训练成功，且其识别准确率较高。

训练完的模型仅包含 3 468 个参数，程序大小

仅为 14.00 kB，实现了模型的轻量化。

3.3　识别结果

使用验证集对训练好的神经网络模型进行验

证测试。为测试方法的识别准确性和抗噪性能，仿

真分别生成无噪声和信噪比分别为 50、40、30 和

20 dB 的扰动信号验证集。使用 2D-CNN 模型进行

验证测试，得到每种扰动类型的预测输出。预测准

确率用来评估模型在实际应用中预测未知数据的

能力。不同信噪比下的分类性能见表 1。由表 1 可

知，2D-CNN 模型在无噪声、50、40、30、20 dB 信噪

比场景下的所有验证集的平均验证准确率分别为

98.13%、95.58%、91.17%、85.54%、79.25%，且对于

所有扰动类型均具有良好的识别准确率。这说明

该模型具有良好的适应性和较强的抗干扰能力。

为进一步验证该模型的性能，对引入非高斯噪

声和时变噪声的扰动信号语谱图进行识别分类仿

真实验，通过对扰动信号在信噪比分别为 50、40、30
和 20 dB 的场景下进行分类识别试验，不同信噪比

下的分类性能见表 2。

由表 2 可知，各类噪声场景下的平均分类准确

率分别为：α 稳定分布噪声 81.23%，随机脉冲噪声

90.38%，逐渐变大时变噪声 87.33%，周期脉冲时变

噪声 87.65%。在非高斯噪声场景下，随机脉冲为短

暂脉冲噪声，其对语谱图干扰较小，其识别效果较

好，其识别率均值为 90.38%。α 稳定分布噪声大小

和时间随机，其识别效果一般，但仍能保持 81.23%
的总识别率。在这两种时变噪声场景下，语谱图在

噪声干扰后仍能较好地保留特征，总体识别率分别
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图 7　准确率和损失率随轮次变化的过程

Figure 7　Variations of accuracy and loss
 rate with epoch

表 1　不同信噪比下的分类性能

Table 1　Classification performance under different signal‑to‑noise ratios                

信噪比/
dB

0

50

40

30

20

单类扰动/%

C1

100.00

99.50

95.50

87.50

79.50

C2

100.00

100.00

96.00

88.00

80.50

C3

99.00

97.50

96.50

90.50

84.00

C4

100.00

98.00

92.50

86.50

79.50

C5

100.00

100.00

93.50

87.50

81.50

C6

98.50

98.50

93.50

91.00

85.00

C7

97.00

95.50

90.00

85.50

78.50

复合扰动/%

C8

99.00

96.00

91.50

84.00

78.00

C9

85.50

84.50

84.00

80.50

79.50

C10

100.00

98.00

92.50

86.00

81.50

C11

99.00

83.00

77.50

76.50

71.00

C12

99.50

96.50

91.00

83.00

72.50

表 2　不同噪声下分类准确率随信噪比的变化

Table 2　Changes in classification accuracy with signal‑to‑
noise ratio under different noise conditions

信噪比/
dB

50

40

30

20

非高斯噪声/%

α 稳定分布

85.25

83.16

79.33

77.16

随机脉冲

96.42

93.08

86.92

85.08

时变噪声/%

逐渐变大

92.50

88.08

85.58

83.16

周期脉冲

93.08

88.33

86.75

82.42
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保持在 87.5% 左右，识别效果良好。

3.4　不同轻量化神经网络模型对比

轻量化神经网络既对模型的大小有要求，也要

求模型的识别准确率保持在较高水准之上。本文

分别使用 2D-DSCNN、卷积神经网络（convolutional 
neural network，CNN）、ShuffleNet神经网络、Xception
神经网络对训练集进行训练，并使用验证集进行测

试，不同神经网络模型对比见表 3。不同神经网络

模型混淆矩阵对比如图 8 所示。

由表 3 可知，CNN 通过经典局部特征提取，性

能 均 衡 但 资 源 消 耗 较 高 ，准 确 率 为 97.417%。

ShuffleNet 通过通道混洗增加特征交互，但复杂通

道交互设计导致参数量大且需要权衡复杂度，模型

参 数 比 2D-DSCNN 高 了 922.29 kB。 Xception 神

经 网络为基于 Inception 的极端版本，其参数量较

小但识别精度较差，准确率仅为 89.917%。而 2D-
DSCNN 通过分解卷积操作，参数数量和模型大小

均为最小，且识别成功率为 98.080%，识别性能

最佳。

从图 8中可以看出，经过模型识别，2D-DSCNN
验证集 1 200 张图片成功识别 1 177 张，总体验证成

功率为 98.08%。其中，暂升、暂降、波动、脉冲、谐

波、中断、谐波+暂降扰动识别效果最好。对比其

他模型，所提方法误分类样本相对较少，且在复合

扰动类型的识别中优势明显。

3.5　电能质量扰动信号识别算法对比

为进一步验证基于语谱图和 2D-DSCNN 识别

方法的识别性能，选择传统电能质量扰动信号识别

方法和同样基于神经网络的分类识别方法进行对

比，将其与基于 S 变换的识别方法、基于 S 变换+希

尔伯特 - 黄变换（Hilbert‑Huang transform，HHT）

表 3　不同神经网络模型对比

Table 3　Comparison of different neural network models

模型

2D‑DSCNN
CNN

ShuffleNet神经网络

Xception 神经网络

模型参数

数量

3 584
8 268

239 690
15 884

模型大小/
kB

14.00
32.30

936.29
62.05

准确率/
%

98.080
97.417
96.417
89.917
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（d）Xception 神经网络

图 8　不同神经网络模型混淆矩阵对比

Figure 8　Comparison of confusion matrices of different neural network models
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的 识 别 方 法 和 离 散 小 波 变 换（discrete wavelet 
transform，DWT）+ 径 向 基 函 数 神 经 网 络（radial 
basis function neural network，RBFNN）方法［10］进行

对比试验，试验结果如图 9 所示。

从图 9 中可以看出，基于语谱图和轻量化 2D-
DSCNN的识别方法对于大部分扰动类型的识别性能

优于其他 3种方法的，对于复合类型扰动尤其明显。这

4 种方法总识别率分别为 98.08%、94.38%、95.50%、

96.75%，基于语谱图和 2D-DSCNN 识别方法总体识

别率最高，适合电能质量扰动信号实时监测。

4　结语

本 文 提 出 了 一 种 基 于 语 谱 图 和 轻 量 化 2D-
DSCNN 的 PQDs 信号识别方法。将复杂 PQDs 信

号转换为语谱图，使得信号的时间和频率信息在二

维图像中体现，通过深度可分离卷积实现神经网络

模型的轻量化，利用模型识别 PQDs 信号对应语谱

图实现扰动识别。主要结论如下：

1） 基于语谱图和轻量化 2D-DSCNN 的 PQDs
信号识别方法精准识别了不同的 PQDs 信号，不仅

保持了较高的识别性能，还具备良好的泛化能力。

2） 在不同噪声类型及信噪比条件下的测试。结

果表明，该方法具有良好的抗噪性和适应性，即使在

较低信噪比的情况下也能保持较高的识别准确率。

3） 相比其他轻量级神经网络，2D-DSCNN 在

识别准确率、模型大小和模型数量上都具有更好的

性能。对比其他电能质量扰动信号识别方法，基于

语谱图和轻量化 2D-DSCNN 识别方法拥有最佳的

识别效果，表明该方法识别性能优秀，且适合部署

在边缘设备上，实现实时 PQDs监测和分类。
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