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基于时域融合变换器的配电网电能质量预测模型

侯小娥，王 宁，寿绍安，李 富，张 洁，魏文婷
（国网宁夏电力有限公司吴忠供电公司，宁夏  吴忠  751100）

摘　要：电能质量的异常检测对于配电网的可靠运行至关重要，其精准性直接关系到电网系统的稳定性和安全性。

而在实际工作中，通过人力对异常情况进行实地分析不仅费时费力，且无法做到提前治理。为此，提出一种结合特

征筛选、信号分解和基于注意力的深度神经网络的配电网电能质量异常预测模型。首先，采用基于最大互信息系

数（maximal information coefficient，MIC）的快速相关性滤波算法（fast correlation‑based filter，FCBF）组合特征筛选

方法对输入数据进行特征选择。其次，将选定的输入特征和相应组件输入时域融合变换器（temporal fusion 
transformer，TFT）模型进行预测，输出电压偏差、频率偏差和谐波畸变率等电能质量异常预测结果。与传统模型

相比，该模型显著降低了复杂性和计算时间，并能提高故障诊断的准确性。该方法实现了对电能质量的实时监测，

推动了配电网运维日常管理的智能化、可视化。
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Prediction model for power quality of distribution networks based on 
temporal fusion transformer

HOU Xiao'e， WANG Ning， SHOU Shaoan， LI Fu， ZHANG Jie， WEI Wenting
（Wuzhong Power Supply Company， State Grid Ningxia Electric Power Co.， Ltd.， Wuzhong 751100， China）

Abstract： Anomaly detection of power quality is crucial for the reliable operation of the distribution network， and its 

accuracy is directly related to the stability and security of the power grid system. In practice， it is not only time-

consuming and laborious to analyze the anomaly in the field by manpower but also impossible to manage the anomaly in 

advance. To this end， a prediction model for power quality anomaly of distribution networks， which combines feature 

screening， signal decomposition， and an attention-based deep neural network， is proposed. First， the fast correlation-

based filter （FCBF） algorithm based on maximal information coefficient （MIC） is combined with a feature screening 

method to select features of the input data. Then， the selected input features and corresponding components are fed into 

the temporal fusion transformer （TFT） model for prediction， and the prediction results of power quality anomalies such 

as voltage deviation， frequency deviation， and harmonic distortion rate are output. The complexity and computation 

time are significantly reduced， and the accuracy of fault diagnosis is potentially improved by the model， compared to 

conventional models. The real-time monitoring of power quality is realized， and the intelligence and visualization of the 

daily management of distribution network operation and maintenance are promoted.
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电能质量已成为保障电力系统运行稳定性和

设备可靠性的关键因素。随着电力系统结构日益

复杂、敏感设备数量增加，电能质量管理的重要性

进一步提升。然而，传统电能质量监测方法难以实
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现对故障的准确预测与识别，进而限制了问题的及

时处理和系统的优化运行［1-3］。近年来，随着机器学

习技术的发展，许多学者将其运用于电力系统故障

预测。文献［4］首先利用小波变换提取配电网干扰

信 号 ，随 后 采 用 支 持 向 量 机（support vector 
machine，SVM）进行识别；文献［5］提出两级 SVM
分类器模型：第一级用于识别微电网运行模式、发

电量及负荷变化并进行故障预测，第二级用于确定

故障类型并实现定位；文献［6］提出基于可调 Q 小

波变换和双多类支持向量机的扰动信号自动识别

方法。SVM 在小样本条件下通常能取得较好效果，

但电力系统运行产生的海量数据会导致计算量激

增、预测精度下降。文献［7］以电压、功率频率、总

谐波失真和闪变严重程度等作为离网系统的电能

质量指标，研究温度、电池状态及 PQ 参数等因素对

电能质量的影响，并采用随机森林模型进行预测。

文献［8］采用 K-medoids 方法对电能数据进行聚类，

并基于聚类结果选取电能质量阈值。文献［9］基于

模糊聚类算法提出一种兼顾数据聚类特性的电能

质量划分方法，克服了传统方法灵活性不足的问

题。文献［10］利用模糊聚类设定电能质量阈值，结

合遗传算法优化的反向传播（back propagation，BP）
神经网络，对天气、功率及电能质量历史数据等因

素进行综合分析，实现多级预警。文献［11］依据电

能质量非周期性特征，提出融合混沌理论与最小二

乘支持向量机的预测模型，并借助粒子群优化算法

调优模型参数，进一步提升预测效果。文献［12］将

聚类、动态时间规整（dynamic time warping，DTW）

和蒙特卡罗算法相结合，对电能质量进行分析预测，

但蒙特卡罗算法存在结果不稳定的缺陷。文献［13］考

虑多种可能影响电能质量的外部环境因素，首先利

用 ReliefF 算法筛选出强关联因素，随后综合 Elman
神经网络、随机森林及 RBF-SVM 模型进行预测。

文献［14］在考虑气象因素和有功负荷对电压影响

的基础上，首先采用改进的核主成分分析（kernel 
principal components analysis，KPCA）算法进行数

据降维，随后构建 GA-BP 神经网络预测电压偏

差。文献［15］研究气象因素对电能质量的影响，

先采用 PCA 对气象数据降维，再通过近邻传播

（affinity propagation，AP）聚类和 K-Means 聚类进行

数据处理，最终构建 BP 神经网络预测电压偏差。

文献［16］以电压偏差、短时闪变和电压总谐波畸变

率作为电能质量预测评估指标，利用长短期记忆

（long short-term memory，LSTM）网络预测电能质

量变化趋势。文献［17］提出基于自回归移动平均

数（autoregressive integrated moving average model，
ARIMA）时间序列模型与 LSTM 网络的电压偏差

预测模型，结果表明组合模型的预测效果优于单一

模型。文献［18］将 LSTM-TCN 模型用于分布式光

伏功率预测，并与 XGBoost、ELM 预测模型对比，结

果显示 LSTM-TCN 具备更高的准确度。文献［19］
利用双向长短期记忆网络（bidirectional long short-
term memory，BiLSTM）实现负荷预测，效果优于单

向 LSTM 模型。然而，LSTM 在单向时间序列预测

时难以捕捉长距离依赖关系［20］。

针对电力系统运行中数据结构日益复杂、特征

维度庞大的问题，本文提出一种基于 TFT 神经网

络的配电网电能质量异常预测模型。首先采用基

于最大互信息系数（maximal information coefficient，
MIC）的 快 速 相 关 性 滤 波（fast correlation-based 
filter，FCBF）方法进行复合特征筛选；随后将筛选

后 的 特 征 输 入 时 域 融 合 变 换 器（temporal fusion 
transformer，TFT）网络进行预测，输出三相不平衡、

低电压、重过载等电能质量异常；最后将本模型与

LSTM 网络和 BP 神经网络进行比较。本文选取宁

夏某地区配电网的电能数据作为算例进行分析，结

果表明该方法具备较高的预测精度。

1　模型设计

1.1　MIC方法

MIC 算法是一种用于捕捉两变量之间关系强

度的非参数方法。MIC 通过评估不同数据集子集

的互信息并选择最大值来计算。它包括划分数据

集、计算每个子集的互信息并归一化、选择最高值。

这种方法可量化线性或非线性相关性，保留强相关

变量的信息，并处理弱相关变量之间的非线性关

系。互信息计算公式为

I ( X；Y )= ∑
x ∈ X

∑
y ∈ Y

p ( x，y ) log10
p ( x，y )

p ( x ) p ( y )
  （1）

式中，X、Y 为一对随机变量，将平面分成 x×y 的网

格；x、y 分别为 X 和 Y 方向的划分数；p ( x，y )为联合

概率分布；p ( x)、p ( y )为边缘概率分布。

为了将不同划分下的互信息标准化，MIC 通过

最大可能的划分数 B（n）进行归一化：

M ( X；Y )= max
x，y ≤ B ( n )

I ( X；Y )
log10 min ( x，y )

（2）

式中，n 为样本大小；B（n）为依赖于样本大小的划分
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数限制，用于标准化互信息值。按照 MIC 方法的建

议，通常设置为 B=n0.6，能在保证计算效率的同时

保留变量间的复杂关系。

最后，对所有可能的网格划分组合，MIC 选择

归一化后的最大互信息值作为 2 个变量之间关系强

度的度量值，即

MIC ( X，Y )= maxx，y M ( X，Y ) （3）
1.2　FCBC方法

FCBF 算法是一种特征选择方法，主要用于从

高维数据集中快速筛选出与目标变量强相关的特

征，同时过滤冗余特征。该算法利用对称不确定性

（symmetrical uncertainty，SU）度量来量化特征之间的

相关性，并通过定义相关性和冗余性来进行特征选择。

定义 2 个随机变量 X=｛x1，x2，…，xi｝（i=1，
2，…，m），Y=｛y1，y2，…，yj｝（j=1，2，…，m），随机变

量 X 的信息熵 H（X）和随机变量 X 在变量 Y 条件下

的信息熵 H（X|Y）的定义分别为

H ( X )= -∑
i

P ( xi ) log2 P ( xi ) （4）

H ( X |Y )= -∑
j

P ( yi ) P ( xi |yi ) log2 P ( xi ) （5）

式中，P ( xi)、P ( yj)分别为随机变量 X 和 Y 取值 xi和

yi 的概率；P ( xi |yj)为 Y=yi 时，X=xi 的概率。随机

变量 X 和 Y 之间相关信息的测量方法定义为互信

息，两者之间的互信息为

I ( X；Y )= H ( X )- H ( X |Y ) （6）
通过 SU（X，Y）衡量变量 X 和 Y 的相关性，即

SU ( X，Y )= 2 × I ( X；Y )
H ( X )+ H (Y )

（7）

SU值介于 0 和 1 之间，值越大表示 2 个变量之间

的相关性越强。对于每个特征 Fi，计算其与目标变

量 C 的 SU 值 SU（Fi，C）。如果 SU（Fi，C）大于设定的

阈值 δ，则认为该特征与目标变量相关，可以保留。

在筛选出与目标变量相关的特征后，进一步检查这

些特征之间的冗余性。对于每一对特征 Fi，如果 SU

（Fi，Fj）>SU（Fi，C），则认为 Fj 是冗余特征，并将其

移除。

1.3　TFT神经网络

TFT 是一种基于原始 Transfoemer 模型的深度

学习模型，专为时间序列预测而设计［21］。TFT 结合

了 Transformer 和 循 环 神 经 网 络（recurrent neural 
network，RNN），旨在有效捕捉序列数据中的长期

依赖关系和时间模式。虽然基于 Transformer 的模

型因其并行化能力而广受欢迎，但由于缺乏对时间

的内在理解，在处理顺序数据时可能会遇到困难。

TFT 通过引入一种结合了位置嵌入和注意力机制

的新型架构来解决这一局限性，使其能够有效地建

立顺序依赖关系模型。TFT 架构如图 1 所示。

TFT 的输入分为 3 个不同的部分：历史输入、

已知未来输入、静态输入。历史输入可表示为 X（t）=
［X1，X2，…，Xt］。未来输入表示为X（t）=［Xt+1，Xt+2，…，

Xt+τ］，作为先验变量，与预测目标位于同一时间范

围内。这里 τ 为预测步长，即要预测的未来时间单

位数。静态输入包括与时间无关的变量。TFT 的

网络结构主要由以下部分组成。

1） 门 控 残 差 网 络（gate residual network，
GRN），GRN 在处理时间序列数据方面具有优越

性。它的工作原理是对输入数据进行线性变换，然

后通过一个 sigmoid 门控层来确定每个变换特征的

相关性。这种门控机制能过滤信息并确定优先级，

只允许最相关的特征影响模型的预测。此外，在

GRN 中加入残差连接有助于在反向传播过程中使

梯度流动更加顺畅，从而增强模型从短期和长期时

间依赖关系中学习的能力。GRN 的表达式为

GRNω ( a，c )= LayerNorm ( a + GLU ω ( η1 ) )    （8）
η1 = W 1，ω η2 + b1，ω （9）

η2 = ELU (W 2，ω a + W 3，ω c + b2，ω ) （10）
式中，a 为输入量；b 为偏差；c为上下文信息；W 为权

重值；LayerNorm 为层归一化；GLU 为门控线性单

元；η1、η2 为中间层；ω 为权重共享；ELU 为线性单元

激活函数。GLU 的表达式如下：

GLU ω ( γ )= σ (W 4，ω γ + b4，ω ) ⊙ (W 5，ω γ + b5，ω )
（11）

输出预测结果
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图 1　TFT 网络架构

Figure 1　TFT network architecture
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式中，σ ( · )为 sigmoid 激活函数；⊙ 为逐元素相乘。

2） TFT 通过变量选择网络（VSN）进行变量选

择。这些网络有助于为每个预测步骤确定最相关

的变量。通过为输入分配重要性权重，VSN 可以有

效地滤噪音，使 TFT 能够专注于最能预测未来趋势

的数据。这一机制通过识别时间序列数据中的关

键影响变量，提高了模型的预测精度。设 ξ ( j )
t 为第 j

个变量在 t 时刻经过转换后的输入，其中 [ I ]
t
=

[ ξ ( 1 )τ

t ，ξ ( 2 )τ

t ，…，ξ ( mx )τ

t ] τ
，为 t时刻所有历史输入的矩阵。

向 GRN 输 入 [ I ]
t
和 外 部 环 境 向 量 cs，然 后 通 过

Softmax 层得到变量选择权重：

V xt = Softmax ( GRNV x
( [ I ]t，c s ) ) （12）

Softmax 层对权重进行归一化处理，确保其总

和为 1。每经过一个步长，ξ ( j )
t 就被输入到 GRN 进

行非线性处理，即

ξ ( j )
t = GRN ξ ( j ) ( ξ ( j )

t ) （13）
最后，根据变量选择权重对处理后的特征进行

加权和组合，即

ξt = ∑
j = 1

mx

v ( j )
xt ξ ( j )

t （14）

3） 可解释多头注意力机制：TFT 模型采用自

注意力机制来学习不同时间步长的长期关系，该模

型在基于变换器架构的多头注意力机制基础上进

行了改进，以增强时间序列预测的可解释性。自注

意力的公式为

Attention (Q，K，V )= Softmax ( )QK T

dk

V  （15）

式中，Q、K、V分别为查询、键、值 3 种矩阵；dk 为键

向量的维度。

在自注意力的基础上，多头注意力机制引入了

多个注意力头，从而并行地对不同维度的输入信息

进行处理。每个子空间对应的注意力头表达式为

H i = Attention (W Q
i ，W K

i ，W V
i )  （16）

式中，W Q
i ，W K

i ，W V
i 分别为第 i 个注意力头的查询、

键、值变换矩阵。最后，将各注意力头进行线性整

合，得到多头注意力的输出为

MultiHead(Q，K，V )=
Concat ( H 1，H 2，…，H h )W O （17）

式中，W O 为输出变换矩阵；Concat ( · )为拼接。

4） 分位数损失函数。TFT 通过同时预测每个

时间步的不同百分位数来生成点预测区间，分位数

通常包括 10%、50% 和 90%，代表了下限、中位数和

上限的预测值。对于每个分位数 τ，通过计算对应

的分位数损失函数，并将所有分位数的损失值相

加，作为整体损失函数并进行优化。表达式如下：

L ( Ω，W )=

∑
yt ∈ Ω

∑
q ∈ Q

∑
τ = 1

τmax QL ( yt，ȳ ( q，t - τ，t ) )
Mτmax

（18）

QL ( yt，ȳ，q )= q ( y - ȳ )+ +( 1 - q ) ( y - ȳ )+  （19）
式中，Ω 为包含 M 个样本的训练集；W 为权重值；Q
为输出分位数；( · )+ 为 max ( 0，⋅)；y - ȳ 为真实值与

预测值之差；q∈Q。

2　配电网电能质量异常预测模型

2.1　电能质量异常预测模型构建

本文提出了一种基于 MIC-FCBF 和 TFT 神经

网络的配电网电能质量异常预测模型。具体步骤

如下：

1） 采集温度、湿度、气压等环境数据与配电网

有功负荷等电力数据；

2） 对数据进行归一化处理；

3） 对输入数据应用 MIC-FCBF 组合特征选择

方法进行特征筛选，过滤冗余数据；

4） 将筛选后的最佳特征输入 TFT 网络并对电

能质量进行预测。

2.2　数据的预处理

在深度学习中，数据归一化是常见的数据预处

理步骤，其主要目的是改善模型训练效果和加快收

敛速度。输入数据的特征值范围过大或过小时，可

能会导致数值计算中的不稳定，归一化可以将数据

缩放到一个统一的范围，有助于减少不同特征之间

的尺度差异，加快模型的收敛速度，从而减少训练

时间。

数据样本采集

数据归一化

特征 1 特征 2 特征 n

MIC 相关性分析

FCBC 特征筛选

TFT 神经网络

输出预测结果

冗
余
数
据

图 2　电能质量异常预测模型流程

Figure 2　Flow of prediction model for power
 quality anomaly
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本文采用以下式子进行归一化处理：

xnorm = x - xmin

xmax - xmin
（20）

式中，x 为初始数据；xmin 为数据集中最小值；xmax 为

数据集中最大值，归一化后的数据分布在［0，1］。

3　配电网电能质量预测结果与分析

配电网电能质量受到多种因素的影响，这些

因素可能来自系统负载特性以及外部环境等。本

文综合外部环境、负荷因素和历史电能数据等因

素，如表 1 所示。本文选取宁夏某地区 2024 年 4~
6 月的配电网监测系统数据，数据由地方电网公

司提供，包含多条 10 kV 配电线路的运行记录。

预测点位选取某典型工业区变压器低压侧的电能

智能监测点，以环境、负荷以及历史电能数据作为

输入，分别以电压偏差、频率偏差和谐波畸变率作

为预测输出，实际配电系统中频率偏差通常维持

在±0.02 Hz 以内，异常波动相对罕见。为了增强

模型对潜在频率异常的识别能力，本文在训练集

中人工筛选并引入了历史运行过程中出现的频率

异常数据段，从而使模型能够学习频率异常模式

的特征表示。为检验 TFT 神经网络的预测效果，

本文另采用 BP 神经网络、LSTM 和 RNN 进行预

测，模型参数设置如表 2 所示，各模型预测结果如

图 3~5 所示。

表 1　电能质量影响因素

Table 1　Influencing factors of power quality
影响因素

环境影响

负荷类别

历史电能数据

特征

温度

湿度

降水量

风速

风向

光照强度

第一产业负荷

第二产业负荷

第三产业负荷

居民生活负荷

其他负荷

电压偏差

频率偏差

谐波畸变率

有功功率

无功功率

表 2　模型参数设置

Table 2　Model parameter settings

模型

TFT 神经网络

BP 神经网络

LSTM

RNN

模型参数设置

学习率=0.01，注意头数量=1，
隐藏层数量=16，

隐藏层神经元数量=5，每次迭代

数据集大小=80。

学习率=0.01，隐藏层神经元数量=
100，迭代次数=200。

7
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3

2

1

0

电
压

偏
差

/%

50403020100

时间/h
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图 3　电压偏差预测结果

Figure 3　Voltage deviation prediction results
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图 4　频率偏差预测结果

Figure 4　Frequency deviation prediction results
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图 5　谐波畸变率偏差预测结果

Figure 5　Deviation prediction results of harmonic 
distortion rate
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本文采用 eMEA、eRMSE、eR 2 评价指标对模型预测效

果进行评估，通常 eMEA、eRMSE 越接近 0，eR 2 越接近 1，
代表模型的预测效果越好。计算公式分别为

eMAE = 1
n ∑

1

n |
|
|||||

|
|||| yi - y

⌣
i

（21）

eRMSE = 1
n ∑

i = 1

n

( yi - y̌ i )2 （22）

eR 2 = 1 -
∑
i = 1

n

( yi - y̌ i )2

∑
i = 1

n

( yi - ȳ i )2
（23）

其中，n 为样本数量；yi 为第 i 个样本的实际值；y̌ i 为

第 i个样本的预测值；ȳ 为样本实际值的均值。

模型评价结果如表 3 所示，在对电压偏差、频率

偏差和谐波畸变率的预测中，TFT 神经网络的评价

得分均优于其他预测模型，表明 TFT 神经网络在数

据环境复杂的配电网电能质量预测方面表现出更

高的精确性。

为了验证不同类型输入特征对电能质量预测

精度的影响，本文设计 3 组实验：实验 A，包含环境

因素、负荷因素、历史电能质量特征（全特征组合）；

实验 B，剔除环境因素，仅保留负荷和历史特征；实

验 C，剔除负荷因素，仅保留环境和历史特征。表 4
展示了各组合下的预测性能指标。

整体来看，采用全部特征（实验 A）时模型表现

最佳，3 个预测任务的 eMAE与 eRMSE最小，eR²最高。

在电压偏差预测中，剔除负荷类型信息（实验 C）
显著提高了误差（eMAE由 0.159 6 上升至 0.191 5），说

明负荷类型对电压波动影响较大。这与实际配电

网中不同类型负荷引起电压波动的规律相符。

对于频率偏差，当剔除环境因素（实验 B）后，模

型精度明显下降（eR²从 0.979 4 下降至 0.941 2），表明

环境因素（如温度、风速）通过影响新能源出力或用

电行为，对频率稳定性具有间接作用。

在谐波畸变率预测中，模型在缺少环境因素时

也表现出较大误差提升，验证了谐波水平对外界环

境变化的敏感性，特别是在大量非线性负载存在的

场景中。

总体来看，环境因素与负荷特征的引入对于全

面刻画电能质量波动规律具有重要意义，有助于提

升模型的泛化能力和预测准确性。

4　结语

本文构建了基于 TFT 神经网络的配电网电能

质量预测模型，对电压偏差、频率偏差和谐波畸变

率 3 个电能质量指标进行预测。首先考虑了外部环

境、负荷类别作为电能质量影响因素，结合历史电

能数据作为输入，通过 MIC-FCBC 方法对输入特征

进行降维处理，然后将优化的特征数据输入 TFT 神

经网络进行预测，最后与 BP 神经网络、LSTM、

RNN 模型进行对比分析。结果表明，TFT 神经网

络相比传统的预测模型具有良好的电能质量预测

能力。
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