
第  40 卷第  6 期
2025 年  11 月

Vol. 40  No. 6
Nov. 2025

电 力 科 学 与 技 术 学 报

JOURNAL OF ELECTRIC POWER SCIENCE AND TECHNOLOGY
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摘　要：作为高压直流输电换流站的关键设备的换流阀如果长时间运行，可能出现状态异常。针对阀厅内的换流

阀非本体背景噪声可能导致声纹异常、抗噪性能不稳定的问题，提出基于声纹信号滤波器组（filter banks，Fbank ）特

征和改进降噪自编码器的换流阀异常检测方法。先采集换流阀运行过程中产生的声纹数据，提取声纹数据的

Fbank 特征，并通过滑动窗口处理得到包含时序信息的样本；再构建基于环境噪声和双通道的降噪自编码器，对正

常样本进行训练，通过融合定向距离（fused directional distance，FDD）重构误差，计算多特征阈值；最后，对测试数据

添加不同信噪比的说话噪声、白噪声与工业背景噪声，进行综合性能评估。研究结果表明，与其他异常检测模型相

比，所提出方法的性能更好，具有较好的抗噪性。
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Abstract： The converter valve， as a key equipment in high-voltage direct current transmission converter stations， may 

experience an abnormal state when operated for a long time. To address the problem that non-intrinsic background noise 

in the valve hall may cause voiceprint anomalies and unstable anti-noise performance of the converter valve， an anomaly 

detection method for the converter valve based on voiceprint signal filter banks （Fbank） features and an improved 

denoising auto-encoder （IDAE） is proposed. Firstly， the voiceprint data generated during the operation of the converter 

valve is collected； the Fbank features of the voiceprint data are extracted； the samples containing temporal information 

through sliding window （SW） processing are obtained. Then， a denoising auto-encoder （DAE） based on environmental 

noise and dual channels is constructed to train normal samples， and multiple feature thresholds are calculated through 

fused directional distance （FDD） reconstruction error. Finally， speech， white noise， and industrial background noise 

with different signal-to-noise ratios are added to the test data for comprehensive performance evaluation. The 

experimental results show that compared with other anomaly detection models， the proposed method has better 

performance and stronger noise resistance.
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高 压 直 流 输 电（high-voltage direct current，
HVDC）是一种利用高压直流电实现远距离电能输

送的技术。随着全球电力互联网的发展，HVDC 受

到越来越多的重视。与高压交流输电相比，HVDC
具有更好的调节性能、更灵活的控制策略与更低的

长距离输电成本［1-3］。换流阀是 HVDC 系统中的关

键部件，其是由多个晶闸管串联而成的三相桥式换

流器的桥臂，负责实现交直流之间的转换和功率传

输。换流阀的运行状态直接影响 HVDC 系统的可

靠性和安全性。换流阀一旦出现故障，可能造成电

力系统不稳定，甚至出现工厂停工、交通中断等严

重后果。因此，及时检测换流阀的状态是非常重要

的。在检测换流阀的方法中，常利用远程传输的换

流阀实时运行数据进行异常检测［4-6］。

目前，很多研究学者对换流阀异常检测方法

进行了研究。文献［7］融合模糊 C 均值算法、前馈

人工神经网络的（feedforward neural network，F-NN）

模块与改进的 Transformer 模型，成功预测了换流

阀过热状态。文献［8］针对换流阀状态数据不平

衡、参数选择困难的问题，提出一种基于优化成本

敏感极端随机森林（optimized cost-sensitive extreme 
random forest，OCSERF）和 改 进 粒 子 群 优 化 算

法（improved particle swarm optimization，IPSO）的

特高压换流阀故障检测方法，该方法在换流阀数据

采集与监视控制系统（supervisory control and data 
acquisition system，SCADA）数据的验证中表现出

较好的响应速度和分类性能。目前，通过分析换流

阀运行过程中的声纹信号实现异常检测的研究文

献相对较少。分析声音信号的频谱、振动模式、共

振等特征，能为异常诊断提供更全面的信息。此

外，噪声信号采集具有非接触、覆盖范围广泛等特

点，能弥补传统监测手段的不足，提供更全面、更多

维度的信息 ，有助于全面评估换流阀的运行状

态［9-11］。因此，声纹信号分析为换流阀状态异常检

测提供新的视角和方法。

异常检测任务常采用统计方法、基于距离的方

法和基于深度学习的方法等。统计方法基于建立

数据的概率模型，分析正常数据的概率分布，并将

小概率事件视为异常。而基于距离的方法则假设

正常数据样本在特征空间内彼此接近，而异常数据

样本则远离正常样本，通过计算样本间的距离或相

似度来识别异常值。常用的异常检测算法包括

孤 立森林（isolation forest，iForest）、单类支持向量

机（one-class support vector machine，OCSVM）等，

这些算法通常需要人工设计有效特征［12］。

近年来，深度学习方法在异常检测领域受到广

泛关注。深度学习模型以其强大的表征学习能力、

能自动学习数据中的特征表示的能力而备受推崇。

在声纹数据方面，深度学习模型通过多层神经网络

来学习声音信号的频谱特征，探索其与声纹的长时

序关联，从而实现对个体特征和状态变化的精准捕

捉，实现异常数据的检测和识别。常见的基于深度

学习的异常检测算法包括：自编码器（auto-encoder，
AE）、生成对抗网络（generative adversarial networks，
GAN）［13］、自对抗变分自编码器［14］等。在电力设备

声纹检测方面，文献［15］将梅尔倒频谱系数（Mel-
scale frequency cepstral coefficients， MFCC）特征与

深 度 置 信 网 络 ‒ 支 持 向 量 数 据 描 述（deep belief 
network-support vector data description，DBN-SVDD）

算法结合，提高了变压器声纹缺陷检测性能；文

献［16］提取了声纹数据的时域及频域特征，将卷积

神经网络作为基学习器构建集成网络，对变压器声

纹信号进行状态识别。此外，一些方法先将声纹转

化为频谱图，再对其应用图像识别方法。然而，当

模型中存在复杂多变的换流阀非本体背景噪声

时［17‑18］，这类方法的精度均出现不同程度的下降，这

也说明这些方法应进一步提高其鲁棒性。

自编码器由编码器和解码器构成。编码器将

输入数据压缩为低维编码，解码器将编码数据重构

回原始输入。自编码器的目标是最小化输入与重

构之间的误差。异常样本通常具有较高的重构误

差，故可用重构误差作为异常样本的指标。为提升

高维数据下模型学习局部特征的能力，文献［19］提出

了卷积自编码器，引入卷积与池化操作，该操作有

助于保留数据空间信息，实现权重共享。声纹数据

中的噪声不可忽视。针对噪声问题，文献［20］提出

了降噪自编码器，通过减少输入数据中的噪声，学

习去噪后的数据重构来提取有效特征表示，该解码

器具有一定的抗干扰性和鲁棒性。文献［21］将卷

积自编码器和降噪自编码器结合，得到了卷积去噪

自动编码器，将其应用于心电图来检测老年人的夜

间低血糖，获得较好的实际应用价值。卷积神经网

络在特征提取过程中可能会学习到降噪自编码器

输入数据中的噪声特征，而非仅限于原始信号的特

征。由于声学测量易受环境噪声影响，故必须对数

据与模型进行降噪。

为此，本文将声纹特征用于换流阀状态异常检

测，提出一种基于声纹信号滤波器组（filter banks，
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Fbank ）特征和改进降噪自编码器的换流阀异常检

测方法。先通过 Fbank 特征提取和滑动窗口获得时

序样本；再使用基于 ESC-50 数据集合成的环境噪

声和双通道降噪自编码器重构数据；然后，通过融

合定向距离（fused directional distance，FDD）损失函

数训练模型，计算多特征阈值；最后，对测试数据添

加不同信噪比的说话噪声、白噪声与工业背景噪

声，进行综合性能比较与评估。

1　FS-IDAE异常检测模型

1.1　Fbank特征提取

Fbank 特征提取在声音信号处理中具有重要地

位。先将预处理后的声音数据进行快速傅里叶变

换，获取功率谱，并对其取平方；再通过梅尔滤波器

组处理；最后，对其取对数得到 Fbank 特征。梅尔频

率与实际频率之间的转换关系为

fmei = 2 595 log10 (1 + f
700 ) （1）

式中，fmei 为梅尔频率，f 为实际频率。

Fbank 特征在声音信号处理领域具有显著的优

势。其能捕捉声音信号的本质特性，具备可与人耳

接收特性相拟合的能力。此外，深层神经网络的特

点在于其对大规模数据的充分训练，且其对高度相

关信息不敏感。与 MFCC 等特征相比，Fbank 特征

因其优势已经成为一个被普遍采用的特征。

1.2　滑动窗口

滑动窗口（sliding window，SW）作为一种数据

处理技术，便于机器学习模型的训练，常用于将时

间序列数据转化为固定大小的样本的步骤中。SW
的基本原理是在时间序列上指定一个固定长度的

窗口，以预设的步长和方向进行滑动。图 1 是多变

量时间序列数据的滑动窗口示意图，其具体步骤可

分为 3 步。

1） 确定窗口大小。即确定每个窗口中包含的

时间步数，这个大小通常是根据问题的需求和数据

的特性来确定的。

2） 定义滑动步长。滑动步长指的是窗口在时

间序列上的移动间隔，其决定窗口之间的重叠程

度。较小的步长会产生更多的窗口和更大的样本

数，而较大的步长则会减少窗口数量和样本数。

3） 创建滑动窗口样本。使用确定的窗口大小

和步长，在时间序列上滑动窗口，从而创建固定大

小的样本。每个窗口都包含一段连续的时间步，涵盖

多个变量的观测值。最终得到的样本为 (N，T，V )。

其中，N 为样本数，T 为窗口大小（时间步数），V 为

变量数。

1.3　降噪自编码器

降噪自编码器（denoising auto encoder， DAE）
是一种简单且对称的网络结构，常用来增强传统自

编码器鲁棒性。降噪自动编码器结构如图 2 所示。

从图 2 中可以看出，该结构含数据加噪模块、编码器

和解码器模块 3 部分。其中，加噪模块通过加噪操

作函数 qn（x）辅助训练抗干扰网络，编码器压缩数

据，解码器重构数据。编码器与解码器一起构成神

经网络模块。网络模块采用对称设计方式，前向传

播 完 成 编 解 码 ，反 向 传 播 采 用 均 方 误 差（mean 
square error，MSE）优化超参数。

令原始输入样本为 x，数据加噪模块的过程为

x͂= qn ( x ) （2）
式中，x͂为带噪声的网络输入。

编码器模块的编码过程可表示为

y= W e x͂+ b e （3）
h= f ( y ) （4）

式中，y为编码器输入进行线性变换后得到的中间

输出向量；W e b e 和 f (⋅)分别为编码器的权值矩阵、偏

置项和激活函数；h为编码器经过 f (⋅)激活函数非线

性变换后所得到的隐藏层特征表示。

滑动窗口长度
滑动步长

图 1　多变量时间序列数据的滑动窗口示意图

Figure 1　SW for multivariate time series data

数据加噪 编码器 解码器 神经网络

隐藏层

输出层输入层原始数据

MSE
反向传播

噪声
qn（x）

图 2　降噪自动编码器结构

Figure 2　Structure of DAE
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解码器模块的解码过程可表示为

x̂= g (W dh+ bd) （5）
式中，W d、bd 为解码器 g (⋅)参数；x̂为输出向量。

式（2）~（5）构成前向传播方式。DAE 的优化

目标是使输出结果尽量逼近原始输入，故其训练的

约束条件为

x≈ x̂= g (W d ⋅ f (W e x͂+ b e)+ bd) （6）
在模型训练中，数据加噪模块可增强网络鲁棒

性。模型在约束条件下学习数据隐含特征，重构原

始数据，通过设置隐藏层神经元数量可自主定义特

征维度。DAE采用反向传播算法调优参数来最小化

数据压缩的信息损失，选用 MSE作为损失函数，即

eMSE ( x，x̂ )= 1
D ∑

i = 1

D

 x i - x̂ i
2

（7）

式中，eMSE ( x，x̂ )为均方误差；D 为输入样本维数；x i

为原始样本的第 i个值，x̂ i 为重构样本的第 i个值。

1.4　改进降噪自编码器

环境噪声可影响自编码模型重构性能，削弱检

测性能。因此，本文必须对数据进行降噪处理以提

高模型泛化能力。提出用于换流阀的声纹异常检

测的改进降噪自编码器。

为模拟真实场景中的噪声，在数据加噪层中人

为地向原始数据添加噪声。这样做的目的是使自编

码器在重构过程中能更好地适应实际噪声环境。在

通常情况下，引入的噪声分布与真实场景中的噪声

分布越接近，训练后的自编码器的重构性能就越好。

常见的加噪方法包括添加高斯噪声和随机置零等。

为更好地模拟环境中的多类别噪声，本文采用一种

更综合的方法。具体而言，将 ESC-50数据集的环境

声音数据融合，将其作为噪声数据添加到原始数据

中。通过信噪比（signal noise ratio，SNR）值 ISNR来控

制原始数据和噪声数据之间的比例关系。SNR 决定

加噪后数据中原始信号与噪声的相对强度。 ISNR 是

目标信号功率与噪声信号功率的比值，ISNR 越大，噪声

占比越小。其计算式为

ISNR = 10lg P s

P n
（8）

式中，ISNR 为信噪比值；P s 与 P n 分别为目标信号和噪

声功率。

针对输入数据的特征提取和压缩，IDAE 的网

络结构采用一维卷积和全连接层结合的方式来提

取输入数据的特征。该改进的降噪自编码器网络

结构如图 3 所示。从图 3 中可以看出，先采用一维

卷积对数据进行特征提取，使卷积核沿着变量方向

进行卷积，实现对不同特征之间关系的提取；再让

数据先后经过批标准化（batch normalization，BN）

层、整流线性单元（rectified linear unit，ReLU）激活

层和最大池化层的处理达到隐藏层；最后，通过反

池化层和过滤器个数为 V 的一维卷积对其进行解

码，得到一个 V × T 的特征矩阵。

批标准化层通过对每个小批量的输入数据进

行归一化，使每个特征维度的均值都接近于 0，方差

接近于 1，从而加速网络的收敛，提高训练的稳定

性。最大池化层对特征维度进行压缩，构建潜在空

间表征，捕捉重要特征和模式。反池化层通过恢复

特征的空间维度，提高自编码器的重构能力、特征

表达能力和重建优化效果。

将卷积自编码器和普通自编码器结合，能降低

卷积降噪自编码器过度提取输入数据中噪声特征

的可能性，避免降噪自编码器在高背景噪声下性能

降低。此外，利用卷积层的高效特征捕捉能力可提

高模型在低背景噪声下的声纹特征捕捉能力。该

网络最终得到 2 个 V × T 特征矩阵，并对这 2 个特

编码器

V

T

含噪输入

V

T

一维卷积 F

V
F1
最大池化

V
F

F1

1

V V

T T

V

T

无噪输出

平均

一维卷积 全连接层

反池化
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…

…
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图 3　改进的降噪自编码器网络结构

Figure 3　Network structure of IDAE
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征矩阵取平均，得到最终的重构矩阵。

为进一步提高模型鲁棒性，在模型训练过程

中，使用 FDD 作为损失函数，FDD 在 MSE 的基础

上引入余弦相似度，从距离和角度这两个方面来度

量数据间的分布相似性［22］。

其中，余弦相似度的定义为

C ( x，x̂ )=
∑
i = 1

n

( )x̂ T
i x i

∑
i = 1

n

 x̂ i
2 × ∑

i = 1

n

 x̂ i
2

（9）

将余弦相似度与 MSE 结合，可以得到 FDD 损

失函数 F ( x，x̂ )：

F ( x，x̂ )= eMSE ( x，x̂ )+ λ
( )1 - C ( )x，x̂

2   （10）

式中，λ 为一个可调的超参数，用于平衡数据之间的

距离和角度差的权重。

1.5　FS-IDAE异常检测模型

换流阀声纹信号具有高度非线性相关性和短

时相依特征，当前值会受先前值的影响。梅尔滤波

器组 ‒滑动窗口 ‒改进降噪自编码器（fbank sliding 
window-improved denoising autoencoder， FS-
IDAE）异常检测模型采用 Fbank 特征和滑动窗口技

术来处理原始声纹数据，使滑动窗口内包含机组当

前与先前时刻的声纹 Fbank 特征信息，从而得到参

数短时相依性的状态数据矩阵。在建立自编码模

型的同时，获取多元特征间的非线性相关性和短时

相依性。FS-IDEA 异常检测流程如图 4 所示。从

图 4 中可以看出，该流程包括数据处理、模型训练和

异常检测 3 个部分，具体分为 6 个步骤。

1） 数据预处理和数据加噪。

先采集声纹数据，对其进行 Fbank 特征提取；再

采用滑动窗口获取时序数据；然后，根据 SNR，向原

始声纹数据添加噪声，生成包含噪声的声纹数据；

最后，经过 Fbank 和滑动窗口处理，获得包含噪声的

声纹特征数据集。

2） 模型训练。

自编码器能够学习声纹数据的特征表示。将

原始数据和含噪数据作为输入，将自编码器模型训

练到收敛状态。在训练过程中，采用 FDD 损失函

数，最小化含噪数据与原始数据的 FDD 相似度。

3） 重构误差计算。

将原始数据输入已训练的自编码器，得到重构

的输出结果，计算重构结果与原始数据之间的重构

误差，并将该误差作为每个样本的异常度量。

4） 多特征阈值计算。

根据训练集中的重构误差分布，使用统计方法

或百分位数法来确定阈值。本模型采用每个子特

征的最大重构误差作为阈值向量，该阈值向量包含

N 个阈值。

5） 异常检测。

使用已训练的自编码器和对应的阈值向量，计

算预处理后实时声纹数据的重构误差，将不同特征

与对应的子特征阈值对比，取多数者作为检测结

果，得到最后的检测结果。

6）性能评估。
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图 4　FS‑IDEA 异常检测流程

Figure 4　FS‑IDEA anomaly detection
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采用包含异常样本的测试数据，对模型性能进

行评估，计算评价指标，衡量模型性能。

2　基于 FS-IDAE的换流阀异常检测

2.1　数据描述

换流阀声纹数据采集装置如图 5 所示。在图 5
中，先通过采样频率为 44 100 Hz的声纹传感器采集

声纹信号；再经过声纹放大器的恒流适配器、数据

采集卡、交换机进行处理；最后，将其输入至上位

机，实现对换流阀的声纹信息的采集。选取中国某

换流站换流阀 2022 年 5 月 4 日某时间段内的实际运

行声纹数据，该数据采集时长为 400 s。数据采集期

间，换流阀处于正常运行状态。换流阀实际异常数

据来源于该换流站换流阀 2023 年 5 月 5 日某时间段

内的实际运行声纹数据，其数据采集时长为 100 s，在
该数据采集期间，换流阀处于异常运行状态。采集

到的数据集包含正常声纹和异常声纹 2 类样本。按

6∶2∶2 的比例将正常声纹样本划分为训练集、验证

集与测试集。异常声纹样本仅作为测试集。

2.2　数据预处理

数据预处理包括数据清洗、数据标准化、特征

提取以及滑动窗口等步骤。首先，依据有效性，对

原始数据进行筛选，去除异常值与重复数据，并对

时序数据进行标准化，以确保数据的一致性。其

次，采用 Fbank 方法从原始声纹数据中提取特征。

再次，在获得 Fbank 特征后，使用 SW 技术，通过在

时间轴上移动窗口，将连续的特征帧组合成有时序

关联的原始特征集。最后，对 ESC-50 环境声数据

集进行融合，生成噪声声纹数据。通过控制 SNR，

将这些噪声数据与原始声纹数据合并 ，并采用

Fbank 和 SW，生成含噪特征集。

2.3　超参数设置

在所提的 FS-IDAE 模型中，须对 3 种类型的

超参数进行设置：Fbank 特征提取的超参数；滑动

窗口的长度和步长；IDAE 网络相关的卷积层参

数、池化层参数、学习率、批次大小、加噪信噪比等

超参数。

本试验中 Fbank 特征提取的超参数均取默认

值。在 IDAE 网络中，采用人工经验和网格搜索方

法，其超参数设置见表 1。另外，学习率设为 0.01，
训练轮次设为 32，批次大小设为 32，滑动窗口长度

设为 50，滑动窗口步长设为 25，加噪信噪比设为 30，
FDD 损失函数的可调参数 λ设为 0.2。

3　对比试验与结果分析

为验证 FS-IDAE 异常检测模型在换流阀声纹

数据场景下的异常检测性能与不同信噪比环境中

的抗噪能力，开展模型对比试验。该试验依托于

Intel I5 2.9 GHz CPU、16 GB 内存、GTX1650 显卡

的 Windows 11 64 位系统，基于 TensorFlow 框架编

写 Python 程序，进行验证。

3.1　评价指标

为更好地评价模型性能，选择综合指标 g：

g = iTP

iTP + iFN

iTN

iTN + iFP
（11）

式中，iFP 为假阳性（误检异常数）样本个数；iTN 为真

阴性（正确识别正常数）样本个数；iFN 为假阴性（漏

声纹
传感器

声纹
放大器

恒流
适配器

前端数据采集部分

数据
采集卡

交换
机

中间数据传输段 后端分析

上位
机

图 5　换流阀声纹数据采集装置

Figure 5　Voiceprint data acquisition device for converter valve

表 1　IDAE 网络超参数设定表

Table 1　IDAE network hyperparameter setting 

模块

输入

编码器

解码器

输出

通道

-

1

2

1

2

-

类型

Input

Conv1D

BatchNormalization

MaxPooling1D

Dense

BatchNormalization

Dense

BatchNormalization

Dense

BatchNormalization

UpSampling1D

Conv1D

BatchNormalization

Dense

BatchNormalization

Dense

BatchNormalization

Mean

输出尺寸

（None，40，50）

（None，40，32）

（None，40，32）

（None，8，32）

（None，40，64）

（None，40，64）

（None，40，32）

（None，40，32）

（None，40，16）

（None，40，16）

（None，40，32）

（None，40，50）

（None，40，50）

（None，40，32）

（None，40，32）

（None，40，50）

（None，40，50）

（None，50，40）

卷积核

大小

-

20

-

-

-

-

-

-

-

-

-

20

-

-

-

-

-

-

滤波

器数

-

32

-

-

64

-

32

-

16

-

-

50

-

32

-

50

-

-
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检异常数）样本个数；iTP 为真阳性（正确识别异常

数）样本个数。

3.2　对比试验

在实际的换流阀阀厅中所采集到的声音信号

往往会受到周围环境噪声的干扰，从这些信号中提

取出的特征参数是否具有良好的抗噪性将对声纹

异常检测系统的结果产生很大的影响。因此，为进

一步验证所提算法的抗噪能力和性能，将该方法与

其他异常检测算法梅尔滤波器组-滑动窗口-降噪自

编码器（Fbank sliding window-denoising autoencoder，
FS-DAE）、梅 尔 滤 波 器 组 -滑 动 窗 口 -自 编 码 器

（Fbank sliding window-autoencoder，FS-AE）、梅尔滤

波 器 组 ‒ 滑 动 窗 口 ‒ 卷 积 自 编 码 器（Fbank sliding 
window-convolutional autoencoder，FS-CAE）、梅尔滤

波 器 组 ‒ 滑 动 窗 口 ‒ 卷 积 降 噪 自 编 码 器（Fbank 
sliding window-convolutional denoising autoencoder，

FS-CDAE）、梅尔滤波器组 -滑动窗口 -孤立森林

（Fbank sliding window-isolation forest，FS-iForest）、

原 始 声 纹 数 据 ‒ 孤 立 森 林（raw voiceprint signal-
isolation forest，S-iForest）、原始声纹数据-改进降噪

自 编 码 器（raw voiceprint signal-improved denoising 
autoencoder，S-IDAE）进行对比。在对比算法中，对

改进降噪自编码进行消融试验。为验证 Fbank 特征

提 取 对 异 常 检 测 性 能 的 影 响 ，设 S-iForest 和 S-
IDAE 分别为使用原始声纹数据的 iForest 和 IDAE
模型。

该试验的噪声来自公开的 Noisex-92 噪声库，

其包含说话噪声、高斯白噪声和工业噪声，设置信

噪比依次为-10、-5、0、5、10 dB，将其添加到原始

信号后，再输入各模型进行异常检测。添加了说话

噪声、高斯白噪声和工业噪声的不同算法的 g 值分

别见表 2~4。

表 2　说话背景噪声下的各模型 g 值

Table 2　g value of each model under speech background noise

方法

本文所提方法

FS‑DAE

FS‑AE

FS‑CAE

FS‑CDAE

FS‑iForest

S‑iForest

S‑IDEA

不同信噪比的 g 值

-10

0.920±0.080

0.923±0.036

0.896±0.062

0.632±0.372

0.435±0.211

0.120±0.189

0.072±0.01

0.564±0.221

-5

0.969±0.047

0.988±0.016

0.937±0.077

0.716±0.248

0.538±0.422

0.167±0.143

0.270±0.007

0.677±0.271

0

0.999±0.002

0.943±0.094

0.959±0.066

0.814±0.178

0.869±0.087

0.418±0.110

0.547±0.025

0.708±0.214

5

0.974±0.077

0.873±0.204

0.882±0.168

0.993±0.011

0.966±0.042

0.643±0.205

0.763±0.013

0.818±0.161

10

1.000±0.000

0.981±0.043

0.758±0.214

1.000±0.000

1.000±0.000

0.918±0.037

0.842±0.01

0.851±0.074

g 的平均值

0.972±0.041

0.942±0.079

0.886±0.117

0.831±0.162

0.762±0.152

0.453±0.137

0.499±0.013

0.724±0.188

表 3　白背景噪声下的各模型 g 值

Table 3　g value of each model under white background noise

方法

本文所提方法

FS‑DAE

FS‑AE

FS‑CAE

FS‑CDAE

FS‑iForest

S‑iForest

S‑IDAE

不同信噪比的 g 值

-10

0.958±0.092

0.798±0.259

0.724±0.292

0.000±0.000

0.000±0.000

0.087±0.252

0.000±0.000

0.700±0.188

-5

0.932±0.152

0.923±0.189

0.928±0.184

0.000±0.000

0.000±0.000

0.142±0.276

0.000±0.000

0.873±0.185

0

0.971±0.087

0.932±0.18

0.896±0.193

0.941±0.037

0.622±0.534

0.132±0.111

0.143±0.028

0.836±0.217

5

0.997±0.009

1.000±0.000

1.000±0.000

0.970±0.059

0.964±0.061

0.188±0.221

0.671±0.018

0.938±0.082

10

1.000±0.000

1.000±0.000

0.916±0.205

1.000±0.000

1.000±0.000

0.534±0.225

0.827±0.014

0.785±0.132

g 的平均值

0.972±0.068

0.931±0.126

0.893±0.175

0.582±0.019

0.517±0.119

0.217±0.217

0.328±0.012

0.826±0.161
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3.3　结果分析

分析该次试验，可得出以下结论：

1） 在较低信噪比的背景噪声环境下，与普通自

编码器相比，卷积自编码器和卷积降噪自编码器具

有较高的 g 值。随着信噪比的减小，卷积特征提取

网络会学习到噪声的特征分布。此时，基于全连接

层的普通自编码网络性能更优。所提方法的改进

降噪自编码器将卷积和全连接层结合，可弥补这

2 种自编码网络的缺点。由表 2~4 可知，当信噪比

为［-10，10］ dB 时，所提算法平均性能最佳。

2） 在不同信噪比的背景噪声环境下，相较于使

用原始声纹数据，采用基于 Fbank 特征的异常检测

模型性能较好。与 iForest 异常检测模型相比，所提

算法将 Fbank 特征与深度学习模型结合，能更好地

利用 Fbank 声纹特征，提高模型的抗噪性能。

4　结语

本文先将声学 Fbank 特征与换流阀的声纹异常

检测结合，为声纹数据异常检测提供新思路；构建

了适用于换流阀声纹信号的降噪自编码器加噪方

法，融合两种自编码器网络结构，解决了异常检测

效果随环境噪声波动较大的问题。

基于所提出的改进降噪自编码器的换流阀异

常检测方法，此后可从以下 3 方面进一步研究：改进

自编码器的结构和训练过程，提高对换流阀声纹异

常的检测准确性（如引入更复杂的自编码器结构或

采用更高级的噪声模型来更好地还原原始声音信

号）；将该声纹异常检测方法应用于其他领域的异

常检测任务（如其他电气或机械设备的声纹监测系

统等）；构建更大规模、更丰富的换流阀声纹数据

集，提高模型的泛化能力和鲁棒性。
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表 4　工业背景噪声下的各模型 g 值

Table 4　g value of each model under industrial background noise

方法

本文所提方法

FS‑DAE

FS‑AE

FS‑CAE

FS‑CDAE

FS‑iForest

S‑iForest

S‑IDAE

不同信噪比的 g 值

-10

0.681±0.193

0.775±0.095

0.774±0.086

0.333±0.170

0.369±0.030

0.021±0.027

0.000±0.000

0.579±0.468

-5

0.910±0.079

0.906±0.078

0.789±0.156

0.571±0.310

0.446±0.156

0.206±0.262

0.096±0.005

0.725±0.188

0

0.946±0.078

0.841±0.174

0.793±0.187

0.669±0.185

0.765±0.187

0.240±0.092

0.240±0.092

0.764±0.078

5

0.969±0.089

0.981±0.038

0.753±0.140

0.973±0.076

0.965±0.092

0.339±0.169

0.339±0.169

0.770±0.135

10

0.998±0.005

0.848±0.196

0.894±0.168

1.000±0.000

1.000±0.000

0.882±0.018

0.834±0.011

0.823±0.127

g 的平均值

0.901±0.089

0.870±0.116

0.801±0.147

0.709±0.148

0.709±0.093

0.338±0.114

0.302±0.055

0.732±0.199

182




