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摘　要：针对目前非侵入式负荷分解技术存在的难以有效提取多状态电器在低功率状态下的功率特征和分解模型

的泛化能力不足这两个问题，提出一种基于改进嵌套 U 型网络 Unet++的多状态电器负荷分解方法。首先，在编

码器-解码器框架中，采用具有并行结构的编码器来增强对复杂功率信号的解析能力，通过跳跃连接确保解码器

能够精确重建原始信号，提高分解的精细度；其次，引入双向长短期记忆网络（bidirectional long short⁃term memory，
BiLSTM）模块捕捉时间序列的长期依赖关系，提升模型的学习与预测能力。实验结果表明，所提模型在英国家用

电 器 级 电 力 数 据 集（UK domestic appliance⁃level electricity dataset，UK⁃DALE）和 功 率 分 解 参 考 数 据 集（the 
reference energy disaggregation dataset，REDD）上均能准确识别并分解多状态电器。通过公开数据集测试得出，该

模型在平均绝对误差这一指标上表现优异，其性能优于现行其他方法。
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Abstract： Nowadays， non-intrusive load disaggregation techniques face two major challenges. First， it is difficult to 

effectively extract the power characteristics of multi-state appliances in low-power states. Second， the generalization 

capability of disaggregation models is insufficient. To address these two challenges， an improved Unet++-based 

approach for multi-state appliance load disaggregation is proposed. First， within the encoder-decoder framework， a 

parallel-structured encoder is adopted to enhance the parsing capability of complex power signals， while skip 

connections ensure that the decoder can accurately reconstruct the original signal， thus improving the refinement of the 

disaggregation. Second， a bidirectional long short-term memory （BiLSTM） module is introduced to capture long-term 

dependencies in time series， enhancing the learning and prediction capability of the model. Experimental results show 

that the proposed model accurately identifies and disaggregates multi-state appliances on both the UK domestic 

appliance-level electricity dataset （UK-DALE） and the reference energy disaggregation dataset （REDD）. In terms of 

mean absolute error， the proposed model demonstrates superior performance， and results obtained from tests on 

publicly available datasets indicate that its performance is better than that of existing methods.
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随着能源电力行业数字化转型的加速［1］，非侵

入 式 负 荷 监 测（non-intrusive load monitoring，
NILM）技术已成为节能减排与智能电网构建的关

键驱动力之一。这项技术最初由 Hart［2］提出，旨在

通过非侵入式手段——在建筑电力入口部署传感

器，实现对内部电器能耗的精确监测与分析，避免

直接干扰用户生活。

近年来，深度学习技术的进步极大地推动了

NILM 领域的技术发展［3-7］。文献［8］提出一种序列

到点（sequence to point，S2P）的学习模式用于负

荷分解，通过将时间序列数据映射为单个数值的

方法，显著提升了负荷分解的精确性和效率。文

献［9］将双向 Transformer 模型引入负荷分解领域，

通过序列到序列的学习模式，提升了模型的理解

力。文献［10］提出一种多通道时空特征融合方法，

并引入注意力模块，进一步提升了模型的性能。文

献［11］提出一种多尺度自注意力网络，融合全局时

间相关性与局部顺序特征来提升性能。文献［12］
提出了多尺度注意力机制与卷积神经网络的融合

方法，有效解决了相近负荷特征设备的辨识难题。

为进一步提高分解精度，文献［13-14］分别提出通过

深度学习与迁移学习的结合，以及卷积神经网络与

双向门控单元加注意力机制的优化方法，进一步提

升分解精度。

为拓宽模型适用范围和提升性能，研究者们不

断探索前沿技术。文献［15］提出了一种变分自编码

器（variational autoencoders，VAE）框架，旨在精准生

成负荷曲线，进而提高多状态电器功率信号的重构精

度。文献［16］提出了一种基于设备特征多层优选的

非侵入式负荷分解模型，旨在提升负荷分解的准确

率。文献［17］提出了一种混合学习方法，该方法结合

了卷积神经网络和双向长短期记忆网络（bidirectional 
long short-term memory，BiLSTM），并集成了注意力

机制，提高了功耗分解的准确性和效率。文献［18］
提出利用 BiLSTM 融合小波分解及概率稀疏注意力

机制，以解决非侵入式负荷监测中的设备多状态识

别难题。文献［19］提出自适应融合特征转移学习方

法，通过多分支提取并融合时空特征，优化目标任

务。文献［20］通过多尺度特征融合与多任务学习，

全面提升 NILM 系统的综合能力。虽然深度学习方

法在处理多状态电器上取得了许多成果，但随着网

络深度的增加，其学习低功率状态下细微功率波动

特征的能力会降低，从而影响分解效果。

针对此问题，本文提出一种基于改进嵌套 U 型

网络 Unet++的多状态电器负荷分解方法，其主要

贡献如下。

1） 模型采用双编码器结构，融合了 VAE［15］和

Unet++［21］框架，使模型能够从时间和状态的双重

维度进行特征学习，显著提升了对目标电器（尤其

是其低功率运行状态）的特征提取能力。

2） 引入 BiLSTM［22-23］模块。 BiLSTM 通过正

向和反向两个方向的长短期记忆网络（long short-
term memory，LSTM）层，可以更全面地捕捉序列中

的长期依赖，深化模型对时间序列数据内在结构及

其潜在状态变化的洞察与预测，提升分解的精准度。

3） 在 英 国 家 用 电 器 级 电 力 数 据 集（UK 
domestic appliance-level electricity dataset，UK-
DALE）［24］和 功率分解参考数据集（the reference 
energy disaggregation dataset，REDD）［25］上验证了

本文所提方法的有效性，为低功率状态下多状态电

器的负荷分解提供了高精度解决方案。

1　非侵入式负荷分解模型

1.1　NILM 问题建模

NILM 问题是指仅通过分析整个家庭或建筑物

的总用电量数据，来推断出每个电器设备的功率消

耗情况［2，26］。NILM 问题可以表述如下：

x ( t )= ∑
i = 1

N

ri( )t ⋅ yi( t )+ ε ( t ) （1）

式中，x ( t )为 t 时刻传感器测得的聚合功率，通常表

示有功功率；yi( t )为 t 时刻设备 i 的功耗；N 为设备

的数量；ε ( t )为 t时刻测得的噪声功率；ri( t )为 t时刻

设备 i 的开关状态。在 t 时刻，设备 i 为开启状态，

ri( t )= 1；设备 i为关闭状态，ri( t )= 0。
1.2　BiLSTM

LSTM 是一种特殊的循环神经网络。它通过

门控机制（输入门、遗忘门和输出门）来解决梯度传

播 过 程 中 出 现 的 梯 度 消 失 和 梯 度 爆 炸 问 题 。

BiLSTM［22］在传统 LSTM 的基础上进一步发展，引

入了双向结构。传统 BiLSTM 有两个独立的隐藏

状态，一个用于正向传播序列，另一个用于反向传

播序列，两者的输出被拼接起来作为最终的表示。

其网络结构如图 1 所示。

BiLSTM 可表示如下：

ht = σ (W 1 xt +W 2 ht - 1) （2）
h 't = σ (W 3 xt +W 4 h 't + 1) （3）

yt = g (W 5 ht +W 6 h 't) （4）
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式中，xt 为 t时刻的输入序列；yt 为 t时刻融合输出结

果；ht、h 't 分别为 t 时刻的前向传播与反向传播的输

出序列；ht - 1 为 t - 1 时刻的前向传播的输出序列；

h 't + 1 为 t + 1 时刻的反向传播的输出序列；σ（⋅）、g（⋅）
为激活函数；W 1、W 2、W 3、W 4、W 5 和 W 6 均为权重

矩阵。

1.3　改进的 IBN-Net
IBN-Net 是一种深度学习架构，它将实例归一

化（instance normalization，IN）和批量归一化（batch 
normalization，BN）融合在一起，提高了网络学习特

征的鉴别能力。文献［15］提出的 VAE 网络采用编

码器–解码器框架，并以 IBN-Net［27］为基础构建模型

中的卷积块。

两种 IBN-Net框架如图 2 所示。图 2（a）展示了

IBN-Net 的传统框架，由多个连续卷积层、BN 和

ReLU 激活函数组成。为了提升模型的性能，本文

对 IBN-Net进行了改进，如图 2（b）所示。

具体改进如下：去除残差连接，使 IBN-Net 能
更深入地学习时序特征，提升模型性能；在负荷分

解模型中融入多尺度跳跃连接和 BiLSTM 层，替代

IBN-Net 中的残差连接，提取更丰富的上下文特征

信息，增强模型的预测能力；去除残差连接，减少了

信息冗余，提升了模型效率；在第 3 个卷积层后加入

了 ReLU 激活函数，通过非线性表达保持训练过

程中数值的稳定性，增强了网络学习能力。后续

实验结果显示，上述调整降低了模型的平均绝对误

差（mean absolute error，MAE），提高了 F1 分数。针

对去除残差连接可能导致的梯度消失或爆炸问题，

本文采用 Kaiming 权重初始化方法［28］解决。

1.4　基于改进 Unet++的多状态电器负荷分解模型

Unet++是 U 型网络 Unet［29］的改进版本，由文

献［21］在 2018 年提出。其改进主要有以下两点：一

是采用多尺度跳跃连接，每个解码器阶段均与多个

编码器阶段相连，构建了密集连接网络，有效减少

了信息在编码与解码过程中的丢失，从而更精确地

恢复了输入图像的语义信息；二是加入深度监督，

强化网络中间层的梯度，确保网络在训练过程中正

常运行。这种灵活的网络架构与深度监督的结合，

显著减少了庞大的深度网络的参数数量。

基于改进 Unet++的多状态电器负荷分解模

型如图 3 所示。本文在 Unet++基础上构建了模

型，总体采用编码器–解码器架构。模型中卷积块

以改进后的 IBN-Net 为基础，包含卷积层、ReLU 激

活单元、IN 层和 BN 层。下采样通过最大池化层实

现，上采样则使用双线性插值和标准卷积替代转置

卷积。

为了更有效地提取输入总功率数据中的时序

特征，本文部分编码器采用双编码器，即两个编码

器并行。主编码器的主要作用为提取特征并参与

后续的解码器部分，而状态编码器的主要作用为将

融合输出

反向传播

前向传播

输入序列

LSTM LSTM LSTM

LSTM LSTM LSTM

xt-1 xt xt+1

yt-1 yt yt+1

图 1　BiLSTM
Figure 1　BiLSTM
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Figure 3　Improved Unet++⁃based model for multi⁃state 
appliance load disaggregation
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其最终的输出与主编码器的最终输出在解码器部

分进行融合，共同参与最终的预测。两者共同作用

于输入数据，以提高整体模型的性能。图 3 中 xA
i，j

和 xB
i，j（i=0，1，2，3；j=0）为双编码器结构，其中 xA

i，j

为状态编码器，xB
i，j为主编码器。双编码器均有 4 层

卷积块和最大池化层，并在双编码器的最后分别使

用 BiLSTM 层对特征做进一步处理，捕捉序列中的

时序依赖关系，如图 2 中 yA 和 yB 所示。解码器部分

也由 4 层卷积块组成，如图 2 中 xi，j（i=0，1，2，3； j=
0，1，2，3，4）所示。编码器和解码器通过多层卷积

操作实现了多尺度特征提取，能够捕获各种尺度的

特征信息。此外，解码器通过跳跃连接，将不同层

卷积神经网络提取的局部特征与 Bi-LSTM 提取的

时序特征相融合。这一设计有助于更好地捕捉低

功率状态下的细微波动，进而提升低功率状态识别

的准确度。

1.5　损失函数

在回归任务中，模型通常关注的是预测值与真

实值之间差异的大小，并希望最小化这一差异。L2
重构损失均方误差（mean squared error，MSE）函数

能够度量模型的输出与目标之间的差异，确保模型

输出尽可能地接近真实值。在本文中，L2 损失主要

用于重建输入数据，捕捉其中的结构信息。二元交

叉熵（binary cross entropy，BCE）损失函数则适用于

分类任务，特别是二分类问题。它衡量的是预测概

率分布与真实标签之间的差异。在本文中，BCE 函

数被用于监督学习部分，通过比较模型输出与真实

标签的差异来调整模型参数。基于文献［15］和文

献［30］，本文构建了损失函数。具体来说，采用 L2
重构损失和 BCE 损失进行联合优化，以提升模型的

性能。同时，考虑两种损失函数的量纲不一致，本

文将数据进行了归一化处理，并引入超参数 α 和 β，

将 总 损 失 函 数 定 义 为 L= aLMSE + bLBCE，LMSE、

LBCE 分别为 MSE 损失函数和 BCE 损失函数。通过

实验验证可以得到，α 和 β 取 1 时，模型在 MAE 上的

表现最优。本文总损失函数计算如下：

L i
MSE = 1

T ∑
t = 1

T

( )y i
t - ŷ i

t

2
（5）

L i
BCE = - 1

T ∑
t = 1

T

si
t ⋅ log ( ŝ i

t)+

(1 - si
t) ⋅ log (1 - ŝ i

t)
（6）

L= L i
MSE + L i

BCE （7）
式中，L i

MSE、L i
BCE 分别为设备 i 的 MSE 损失函数和

BCE 损失函数；y i
t、ŷ i

t 分别为设备 i在时刻 t的输出功

率真实值和预测结果；si
t、ŝ i

t 分别为设备 i 在时刻 t 的
开关状态真实值和估计值；T 为序列长度。

2　算例分析

2.1　实验数据预处理

实验采用具有代表性的数据集 UK-DALE［24］

和 REDD［25］对模型进行训练和测试。UK-DALE
记录了 5 个家庭的功率消耗量数据，其中总功率和

各电器功率的采样周期分别为 1 s 和 6 s。REDD
则记录了 6 个家庭的功率消耗量数据，其中总功率

和各电器功率的采样周期分别为 1 s 和 3 s。
本文的数据预处理基于文献［9］中的方法，针

对两个数据集进行。具体步骤如下。

1） 为了保证数据的时间连续性，将主通道（总

线功率）和单个设备的时间戳进行对齐，总功率值

和各电器功率值重采样为每 6 s 的平均值。对于少

于 3 min 的缺失值，使用前向填充方法进行填补，然

后对数据做进一步处理。

2） UK-DALE 相关的电器参数设置和 REDD
相关的电器参数设置［9］分别如表 1、2 所示。电器低

功率状态下的信号通常较微弱且易受噪声干扰，过

滤掉聚合功率小于等于 0 的数据，并将所有小于 5
的值设为 0，可以去除低功率状态下的噪声干扰。

此外，根据表 1、2 设定的最大运行功率对数据进行

了裁剪，以去除异常值；根据表 1、2 设定的启动阈

值、最小开启时间和关闭时间计算每个电器的运行

状态。对于每个电器，判断其功率是否超过阈值，

生成初始状态数组（大于阈值为 1，否则为 0）。通过

计算离散差值定位事件发生的位置，并根据最小关

闭时间和最小开启时间过滤出真实的开启和关闭

事件，最终生成一个二进制状态数组，表示电器的

运行状态。

表 1　UK⁃DALE 相关的电器参数设置

Table 1　Electrical appliance parameter settings 
under UK⁃DALE

项目

总功率

冰箱

热水壶

微波炉

洗碗机

洗衣机

最大运行功

率/W

6 000

300

3 100

1 500

2 500

2 500

启动阈值/
W

50

2 000

200

50

20

最小开启

时间/s

10

2

2

300

300

最小关闭

时间/s

2

0

5

300

26
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3） 对于分布不平衡的时序数据和使用率较低

的电器，本文通过增加滑动窗口的大小来降低数据

的不平衡性，根据电器的使用频率动态调整滑动窗

口的步长，确保每个窗口尽可能包含一个设备的激

活状态，从而增加使用率较低的电器样本的数量，

降低数据的不平衡性。最后，为了提高模型训练的

效果，本文对所有数据进行了标准化处理。

2.2　模型训练

实验分别在 UK-DALE 和 REDD 下进行。针

对 UK-DALE，本文的实验对象选择了 3 种开/关电

器——冰箱、热水壶和微波炉，以及 2 种多状态电器

（此类电器具有多种运行状态）——洗衣机和洗碗

机。实验在 1、2、5 号家庭进行，其中 1、5 号家庭的

数据用于训练（验证集取前 20%），2 号家庭的数据

用于测试。针对 REDD，本文的实验对象选择了洗

碗机、微波炉和冰箱。实验在 1、2、3、5 号家庭进行，

其中 1、2、5 号家庭的数据用于训练（验证集取前

20%），3 号家庭的数据用于测试。实验所选用的目

标电器不仅是家庭能耗的主体，其常规的使用模式

也便于模型进行学习与识别。

本文将输入序列长度设置为 1 024，以提升模型

对用电器完整工作周期特征的捕捉能力。模型对

每个目标电器分别进行训练，在每轮训练后，根据

验证集上的最优 MAE 来保存当前模型参数。训练

周期设为 150 轮，以 0.000 1 的学习率和 Adam 优化

器进行优化训练。为了深入挖掘功率信号中细微

且关键的潜在特征，本文的卷积核尺寸设为 3，步长

设置为 1。
实 验 环 境 采 用 NVIDIA RTX 2080Ti GPU 

11.7 GB 显存云服务器，软件平台为 Python 3.7 及

PyTorch 1.12 深度学习框架。

2.3　实验对比与分析

本文采用 5 种评价指标来全面评估所提方法的

分解性能，包括 MAE、准确率（accuracy）、精确率

（precision）、召回率（recall）和 F1 分数［26，31-33］。为验

证方法的有效性，本文将所提方法与 S2P［8］、基于

transformers 的 双 向 编 码 器 表 示（bidirectional 
encoder representations from transformers，BERT）［9］、

VAE［15］、Unet［29］、DeepLab［34］、基于卷积注意力机制

模块（convolutional block attention module，CBAM）

的 U 型网络 CBAM-Unet［35］和结合门控循环单元

（gated recurrent unit，GRU）的 U 型网络 Unet-GRU
等 7 种 模 型 进 行 多 指 标 对 比 。 其 中 ，Unet 和

DeepLab 模型均为编码器 –解码器结构，Unet 模
型简单易于实现，适合小型数据集，DeepLab 采用

了空洞卷积，能更好地捕捉多尺度上下文信息；

CBAM-Unet 模型在 Unet++的基础上，融合了卷

积块注意模块（convolutional block attention module，
CBAM），CBAM 能够同时在通道和空间维度上增

强特征图的重要信息；Unet-GRU 模型在 Unet的基

础上，融合了 GRU 模块。GRU 模块是一种循环神

经网络的变体，擅长捕捉序列数据中的时间依赖关

系。实验中，所有方法的数据集、参数及随机设置

相同，以确保公平。

表 3 展示了各模型在 UK-DALE 和 REDD 的

MAE 对比，其中最优结果以加粗表示。鉴于实验

数据量较大，为了便于展示和阅读，本文将各模型

在准确率、精确率、召回率和 F1 分数上的实验结果

以图片形式分别呈现，图 4~7 分别展示了不同模

型在 UK-DALE 下的负荷分解结果对比，图 8~11
分别展示了不同模型在 REDD 下的负荷分解结果

对比。

非侵入式负荷分解问题通常被视为一种回归

问题，因此本文所提模型的评估主要依赖于 MAE
指标。由表 3 和图 4~7 可知，在针对 5 种家用电器

的分解任务中，本文所提方法在 UK-DALE 下的

MAE、准确率和 F1 分数的平均结果均为最佳：在

MAE 的平均值方面，本文所提方法与 7 种方法相比

平均提升了 30%。进一步观察发现，本文所提方法

在洗碗机、洗衣机、热水壶和微波炉这 4 种电器上的

MAE 比较小，而且本文所提方法在洗碗机、洗衣机

和热水壶上的 F1分数与其他 7 种方法相比也是比较

高的，这说明本文所提方法在测试数据上表现优

异，预测结果与真实值之间的差距较小，可以更加

准确地分解出相关电器。尽管部分电器在某些分

解性能上未达到理想水平，但本文所提方法在整体

上的分解性能表现良好，多数电器的数据分解结果

有力地证明了模型的有效性。

表 2　REDD 相关的电器参数设置

Table 2　Electrical appliance parameter settings 
under REDD

项目

总功率

冰箱

微波炉

洗碗机

最大运行功

率/W

6 000

400

1 800

1 200

启动阈值/
W

50

200

50

最小开启

时间/s

10

2

300

最小关闭

时间/s

2

5

300
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但是，本文所提方法在微波炉的 F1 分数上表现

不佳。从统计学角度分析其原因：首先是因为微波

炉召回率低，而 F1 分数作为精确率和召回率的调和

平均值［33］，会受其影响；其次微波炉使用模式具有

高频率但持续时间短的特点［36］，导致开关状态频繁

变化，信号微弱且难以捕捉。这种特性使得模型在

识别微波炉开启状态时容易产生较多的假阴性，从

而导致召回率降低，使 F1 分数降低。以上这些因素

共同导致本文所提模型对于微波炉的检测效果相

对较差，进而影响了相关 F1 分数。

由表 3 和图 8~11 可知，本文所提方法在 REDD
的 MAE、准确率和 F1 分数的平均结果上同样表现
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图 4　不同模型在 UK-DALE 的准确率结果对比

Figure 4　Comparison of accuracy results of different models on UK⁃DALE

表 3　不同模型在 UK⁃DALE 和 REDD 的 MAE 结果对比

Table 3　Comparison of MAE results of different models on UK⁃DALE and REDD

方法

BERT

S2P

VAE

Unet

DeepLab

CBAM⁃Unet

Unet⁃GRU

本文方法

MAE

UK⁃DALE

洗碗机

21.628

19.092

8.679

10.155

27.757

22.998

8.300

7.228

洗衣机

6.651

5.248

3.530

4.638

4.990

5.339

3.408

3.385

热水壶

8.116

7.778

6.423

6.307

24.769

8.193

11.024

6.172

微波炉

6.029

6.467

5.793

5.783

6.670

5.982

6.068

5.715

冰箱

22.839

16.496

16.630

19.576

29.128

23.911

18.112

15.758

均值

13.053

11.016

8.211

9.292

18.662

13.285

9.382

7.752

REDD

洗碗机

24.364

12.933

14.003

11.690

12.417

8.679

8.374

8.002

微波炉

8.360

8.698

8.784

12.413

9.662

11.488

8.158

6.920

冰箱

38.814

33.839

32.218

39.346

39.871

38.923

48.01

31.482

均值

23.846

18.490

18.335

21.149

20.650

19.696

21.514

15.468
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图 5　不同模型在 UK-DALE 的精确率结果对比

Figure 5　Comparison of precision results of different models on UK⁃DALE
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图 6　不同模型在 UK-DALE 的召回率结果对比

Figure 6　Comparison of recall results of different models on UK⁃DALE
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图 7　不同模型在 UK-DALE 的 F1分数结果

Figure 7　Comparison of F1⁃score results of different models on UK⁃DALE
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图 8　不同模型在 REDD 的准确率结果对比

Figure 8　Comparison of accuracy results of different models on REDD
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图 9　不同模型在 REDD 的精确率结果对比

Figure 9　Comparison of precision results of different models on REDD
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图 10　不同模型在 REDD 的召回率结果对比

Figure 10　Comparison of recall results of different models on REDD
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