
第  41 卷第  1 期
2026 年  1 月

Vol. 41  No. 1
Jan. 2026

电 力 科 学 与 技 术 学 报

JOURNAL OF ELECTRIC POWER SCIENCE AND TECHNOLOGY

基于 KPCA-OPTICS集群划分的分布式光伏
功率异常感知方法

苏 盛 1，李 雄 1，李志强 2，吴长江 2，彭 卓 1

（1.长沙理工大学电气与信息工程学院，湖南  长沙  410114；2.国网湖南省电力有限公司株洲供电分公司，湖南  株洲  412011）

摘　要：针对分布式光伏电站缺少专业监测、难以准确定位异常站点的问题，借助临近分布式光伏场站出力的相似

性及相关性，提出一种基于核主成分分析-密度聚类（kernel principal component analysis⁃ordering points to identify 
the clustering structure，KPCA⁃OPTICS）集群划分的分布式光伏功率异常感知方法。首先，基于光伏电站的出力数

据，采用 OPTICS 算法对多场站进行集群划分，进而利用 KPCA 对聚类数据进行降维操作，以降低高维数据对

OPTICS 算法聚类准确性的影响。然后，以所划分的集群为目标进行异常感知处理，对集群不同天气下的出力进

行等权重的加权平均，获得可以表征集群整体出力状况的出力曲线，并利用分位数回归（quantile regression，QR）拟

合集群的出力区间，作为分布式光伏（distributed photovoltaic，DPV）集群的异常感知依据。最后，采用中国南方某

城市分布式光伏数据集作为实际验证数据进行了仿真实验。结果表明：该方法能够有效地感知分布式光伏系统的

功率异常，具有较高的检出率、精确率和较低的误报率，在实际部署中具有良好的模型扩展性。
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Abstract： In response to the lack of professional monitoring and difficulty in accurately locating abnormal sites in 

distributed photovoltaic power stations， a distributed photovoltaic power anomaly perception method is proposed based 

on kernel principal component analysis-ordering points to identify the clustering structure （KPCA-OPTICS） clustering， 

with the help of the similarity and correlation of nearby distributed photovoltaic power station output. Firstly， based on 

the output data of photovoltaic power stations， the OPTICS clustering algorithm is used to cluster multiple power 

stations. The KPCA is then employed to perform dimensionality reduction on the clustering data to lower the influence of 

high-dimensional data on the clustering accuracy of the OPTICS algorithm. Secondly， the anomaly perception 

processing is carried out with the divided clusters as the target. The output of the clusters under different weather 

conditions is weighted equally to gain the output curve characterizing the overall output of the clusters. The output 

interval of the clusters is fitted by quantile regression （QR） and serves as the anomaly perception basis for the 

distributed photovoltaic （DPV） clusters. At last， the distributed photovoltaic power data set in a certain city in southern 

China is applied as the actual verification data for the simulation experiment. The results show that the method can 
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effectively perceive power anomalies in distributed photovoltaic systems， with a high detection rate and precision and a 

low false alarm rate， and has good model scalability for practical deployment.

Key words： similarity； KPCA-OPTICS； clustering； quantile regression； power anomaly perception

在以“双碳”为目标的能源发展趋势下，光伏发

电凭借技术成熟、成本低廉等优势，已成为我国新

能源结构中的核心组成部分［1-2］。目前，主流的光伏

系统可分为集中式光伏（centralized photovoltaic，
CPV）和分布式光伏（distributed photovoltaic，DPV）

两大类。CPV 场站以大规模集群场站为主，多投建

于土地成本低、光照资源丰富的西部地区［3-4］，多由

电力企业运行管理，通过高压输电系统向远距离负

荷输送电能。得益于专业化的监测与运维，CPV 场

站具备较高的运行效率与可靠性［5］。DPV 场站通

常为小规模站点，数量众多，分布于城市及农村建

筑屋顶。DPV 场站由终端用户投建，采用“就近消

纳”原则，一般优先满足本地用户的用电需求；对于

盈余的电能，可通过电网回馈至电力公司，获取相

应的经济补偿。上述用户侧的 DPV 运行方式显著

提高了电能利用效率，并有效降低了电力传输损

耗，但作为场站投建者的用户通常难以及时发现和

处置光伏系统的异常故障。随着 DPV 装机容量的

增加，如光伏增容导致的功率波动、元件老化引发

的故障等问题愈发突出。为了有效降低光伏系统

异常带来的经济损失以及安全隐患，亟需从感知与

识别 DPV 场站异常状态的角度开展系统性研究［6］。

目前，DPV 场站已普遍配有传感器以及监控与

数据采集系统（supervisory control and data acquisition 
system，SCADA），可储存 DPV 的系统运行数据。

SCADA 数据衍生出了一系列光伏异常感知方法。

文献［7］选取晴天为检测场景，降低天气因素的干

扰，使用 GRU-贝叶斯神经网络训练得到用户正常

的光伏功率区间再进行异常检测。文献［8-9］提出

晴空日筛选机制，通过选择待测电站在不同晴空日

的出力曲线进行纵向对比，以排除异常检测中的各

类干扰因素，将排除干扰后的出力数据输入神经网

络模型，拟合出光伏正常出力区间后，即可基于该

区间识别故障异常的分布式光伏电站。文献［10］
在多个在运光伏电站现场开展了红外热成像检测，

基于检测结果总结了光伏电站常见故障的典型特

征及其形成原因。文献［11］利用季节性分解将光

伏发电有功功率时序数据分解为 3 个分量，构建贝

叶斯模型预测区域内光伏出力，计算真实值与回归

值的推土机距离用于检测异常状态。上述研究实

现了较准确的 PV 系统异常感知，但单一感知模型

或方法在批量处理 DPV 集群时效率低下，缺乏充足

的工程实用价值。

光伏发电是“看天吃饭”的过程，如辐照强度等

气象因素将直接、显著地影响光伏功率水平。在不

考虑地形、地势影响的前提下，此类气象特征在临

近空间上表现出明显的相似性［12-13］。因此，空间近

邻的 DPV 场站的功率水平应当相近。基于此，可依

据空间分布对区域内 DPV 场站进行前置的集群划

分，再对各 DPV 集群进行整体的光伏异常感知识

别，可有效降低大量 DPV 场景下的异常感知难度。

面向 DPV 异常感知的集群划分研究相对较少。

集群划分这一概念更多地在新能源功率预测领域

被提及，文献［12］提出了“空间互补系数”这一概

念，探究了集群规模、聚类簇数等因素对分布式光

伏集群划分空间互补特性的影响，使得功率预测更

加高效和准确。文献［14］利用分布式光伏集群的

光伏发电空间相关性，提出分布式光伏集群下的发

电异常检测方法，但其阈值选取需要根据经验选

择，将会一定程度影响其异常检测精度。考虑采用

对输入参数不敏感的密度聚类（ordering points to 
identify the clustering structure，OPTICS）算法划分

分布式光伏集群，对其进行精确的分区。

综上，考虑现有光伏异常感知方法应对多 DPV
场站乏力的问题，本文从“聚类–集群异常感知”的

逻辑架构出发，从新能源预测领域进行合理理论迁

移，提出基于 KPCA-OPTICS 集群划分的 DPV 异

常感知方法。首先，以场站出力及辐照度数据为

特 征，利用 OPTICS 对 DPV 场站集群进行划分，

聚 类 过 程 中 使 用 核 主 成 分 分 析（kernel principal 
component analysis，KPCA）进行数据降维，减轻聚

类复杂度；然后，以晴天、多云、雨天为典型气象场

景，利用等权重对各集群不同气象场景的出力曲线

进行加权平均聚合；最后，基于出力曲线进行分位

数回归（quantile regression，QR），拟合各场站的正

常出力区间，构建多场景 DPV 集群异常感知方法。

本文的主要贡献和创新点有以下几点：

1） 本文考虑分布式光伏电站的空间特性，划分

分布式光伏集群用于光伏故障感知，能有效降低

天气、地域差异等对光伏预测以及故障检测的影
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响，为分布式光伏功率异常感知提供了可靠的数据

基础。

2） 考虑现有光伏异常感知方法应对多 DPV 场

站乏力的问题，本文从“聚类–集群异常感知”的逻

辑架构出发，从新能源预测领域进行合理理论迁

移，基于出力曲线进行分位数回归，拟合各场站的

正常出力区间，构建多场景 DPV 集群异常感知方

法，提高了分布式功率异常感知的准确率。

3） 本文的方法验证了划分集群后依靠光伏出

力功率识别异常的有效性，具有多地区适用性，模

型能够根据自调整参数和阈值，实现对不同地区不

同天气类型的分布式光伏功率异常感知。

1　光伏发电异常影响因素分析

根据 DPV 异常表征的差异，DPV 异常可分为

功率异常下降和功率异常上升两类，对应的肇因如

表 1 所示。

光伏阵列长时间置于室外，受灰尘、落叶影响，

容易出现光伏面板遮挡情况。此类局部阴影的产

生将引发热斑效应［15-16］，致使局部温度升高，限制了

阵列的发电效率，久而久之将导致光伏组件烧毁，

形成暗斑等永久损害，埋下安全隐患。此外，偶发

的高温、冰雹等恶劣气象事件，也将不同程度地加

剧光伏组件老化，导致组件损坏，制约发电效率。

上述外因诱发的光伏异常，轻则降低发电效率，损

害用户的电力收益；重则导致组件损坏，引发电力

灾害。因此，需要进行及时的异常感知与维护，最

大限度地保护用户的财产安全以及用电安全。

私自增容是指用户以骗取光伏补助为目的，未

经申请或批准私自加装光伏组件的行为，致使 DPV
场站装机容量超出向电网公司申报的容量。光伏

私自增容不仅造成了国家经济损失，打破了电力市

场公平性，而且私自增容未考虑电网的承载能力及

容配比，影响电网的稳定运行。因此，需借助光伏

异常感知方法，配合专项稽查行动，拆除违法违规

的光伏设备［17-20］。

结合光伏出力曲线对上述的光伏异常场景进

行可视化描述。以晴天为例，对应的光伏阵列出力

状态如图 1 所示，采样时间为 07：00—19：00，采样频

率为 5 min 一次。

由图 1 可知，光伏阵列的正常出力曲线呈完全

的拱形状；存在长时间阴影遮挡时，光伏出力将等

比例减小；当出现由建筑物，树叶等造成的临时阴

影遮挡时，出力将出现不规则的下降；当用户违规

私自增容时，出力曲线将呈现等比例增加，且曲线

上升程度与扩容比例直接相关［21-23］。由此可知，光

伏出力水平可直观反映 DPV 场站是否出现异常情

况。因此，本文后续将基于 DPV 场站的出力曲线对

其是否出现异常进行合理感知与判断。

2　基于 KPCA-OPTICS 的光伏集群

划分

近年来，随着光伏发电技术不断发展，DPV 场

站的数量持续增加。而现有的光伏异常感知方法

在批量处理 DPV 集群时的效果不佳。对此，本文提

出“聚类 –集群异常感知”的逻辑框架，借助临近

DPV 场站出力的相似性及相关性，对大量 DPV 场

站进行集群划分，以集群为目标进行异常感知处

理，简化复杂度，提高 DPV 集群异常感知的效率［24］。

考虑 DPV 设备安装区域存在市区、郊区等密度差

异，以及分布式光伏集群多为非凸形形状，不适合

采用 K-Means 聚类算法进行处理；同时，分布式光

伏可能会出现新增容量的情况，采用 DBSCAN 将

需每次进行全局计算，极大地提高工程运维成本，

因此不适宜采用 DBSCAN 作为聚类算法。考虑

OPTICS 聚类算法可根据数据集动态定义距离函数

和 参 数 ，具 备 更 强 的 数 据 适 应 能 力 ，本 文 使 用

OPTICS 算法对 DPV 集群进行划分。为了降低高

维数据对 OPTICS 算法聚类准确性的影响，本文利

表 1　DPV 异常类型汇总

Table 1　Summary of DPV anomaly types
异常类型表征

光伏功率按比例

或随机下降

光伏功率等比例增加

异常肇因

光伏组件故障老化

或局部阴影遮挡

私自增容

×

1.4

1.2

1.0

0.8

0.6

0.4

0.2

  

归
一

化
功

率

正常出力
私自增容
等比例下降
可逆故障
随机故障

30 60 90 120 150 1800

采样点数

×

×
×

×

图 1　晴天场景下的光伏出力行为模型对比

Figure 1　Comparison of PV output behavior models 
in sunny day scenarios
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用核主 KPCA 对聚类数据进行降维操作，进一步提

升 OPTICS 算法的稳健性。

2.1　核主成分分析

KPCA 是对主成分分析的非线性延展，通过引

入核函数，将数据样本投射至非线性高维空间中，

将线性不可分样本转化为可分样本。在 KPCA 将

高维度的数据映射回低维空间中时，可保留数据中

的重要信息，降低计算的复杂度，提高后续 DPV 集

群划分的准确度。

在分布式光伏聚类任务中，核函数的选择需要

紧密结合数据特性以及场景需求。基于 DPV 数据同

时包含地理位置与发电属性、非均匀密度分布以及

天气与发电量呈现复杂非线性关系的数据特征，本

文对以下 3种核函数进行了对比实验，包含 10 000 个

采样点，维度选择为 5，结果如表 2 所示。经过计算

比较高斯核虽计算耗时长，但其聚类纯度以及噪声

分离度均较高，且对参数敏感程度一般，因此选取

高斯核作为核函数。

影响分布式光伏出力的常见因素有辐照度、

站点温度、风速以及风向等，但为了排除低影响

因素的影响，需要找出对功率输出影响的核心因

素，因此将电站归一化输出功率与站点温度、风速

以及风向等构成原始数据矩阵。设原始数据为

X= [ x 1，x2，⋯，xN ]，KPCA 的主要步骤如图 2 所示。

KPCA 的运算共包含 4 步。

1） 计算核矩阵：通过映射函数 ϕ 将原始数据映

射到更高维度的空间，计算得到与之相关的核矩阵

ϕ= [ϕ ( x 1 )，ϕ ( x2 )，⋯，ϕ ( xi )]，i = 1，2，…，N。

2） 核矩阵中心化：假设核矩阵经过中心化处

理，计算其核协方差矩阵 C为

∑
i

N

ϕ ( xi )= 0 （1）

C= 1
N ∑

i = 1

N

ϕ ( Ei )ϕ ( Ei )T = 1
N
ϕϕT （2）

其中，式（1）为假设核矩阵已进行中心化处理。

3） 核特征值分解：引入K⊗ = ϕϕT 作为核函数，

对核协方差矩阵 C进行特征值分解，即

K⊗ ζ= λζ （3）
式中，λ、ζ分别为对应的特征值和特征向量。

4） 主成分选择：计算特征值的累计贡献率为

∑
j = 1

s

λj /∑
i = 1

s

λi ≥ p （4）

式中，p 为累计贡献率阈值，一般取 0.85。之后，将

原始数据映射到选定的主成分上，得到降维后的样

本数据为

X T = ζ T[ϕ ( E 1，E )，ϕ ( E 2，E )，⋯，ϕ ( EN，E )] T
  （5）

2.2　OPTICS算法

OPTICS 算法的提出是为了优化 DBSCAN 算

法的参数选择，降低聚类算法对输入参数的敏感

度。需要注意的是，OPTICS 并不生成数据聚类结

果，只是对数据集中的样本进行排序，得到一个有

序的对象列表。通过该有序列表，可以得到一个决

策图，如图 3 所示。通过决策图可以选择不同的类

别邻域参数 Reps 进行 DBSCAN 聚类。首先运用

OPTICS 对以下概念进行定义。

1） 直接密度可达：在核心点 G 的半径 ε 邻域内

的点 Y 直接密度可达点 G。

2） 密度可达：核心点 G 的半径 ε 邻域内各点间

密度可达。

3） 密度相连：点 G 和点 Y 密度不可达，但点 Z

与点 G 和点 Y 均密度可达，则点 G 和点 Y 密度

相连。

4） 核心距离：找到在核心点 G 内以核心点为中

心，刚好满足最小密度阈值 M 的最外层一个点

N M
ε ( G )，则点 G 到点 N M

ε ( G )的距离为核心距离，即

d c ( G )=
ì
í
î

ïï

ïïïï

未限定， || N ε ( G ) < Μ

d ( G，N M
ε ( G )， || N ε ( G ) ≥ Μ

  （6）

式中，N M
ε ( G ) 为集合 N ε ( G ) 中与点 G 第 M 近邻的

节点；ε为邻域半径。

5） 可达距离：在核心点 G 的半径 ε 邻域内的点

表 2　各核函数性能对比

Table 2　Performance comparison of each kernel function

核函数

高斯核

多项式核

线性核

聚类纯度/%

89.3

76.8

65.25

噪声分离

度

0.91

0.73

0.61

计算耗时/
s

8.2

6.1

2.4

参数敏感

性

中

高

低

原始数据

核函数

高维空间

PCA 分析

映射

图 2　KPCA 流程

Figure 2　KPCA process
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Y 到核心点 G 的距离，如果大于核心点 G 的核心距

离，则点 Y 的可达距离为其到核心点的实际距离；

反之，其可达距离就是点 G 的核心距离。

d r (Y，G )=
ì
í
î

ïï

ïïïï

未限定， || N ε ( G ) < Μ

max{ }d c ( G )，d ( G，Y ) ， || N ε ( G ) ≥ Μ
（7）

聚类流程如下。

步骤 1：输入待分类数据、邻域半径 ε 以及最小

密度阈值 M。

步骤 2：创建两个队列 A 和 B，A 为有序队列（用

于存储核心点及其对应的密度直达点，并按密度可

达点升序排列），B 为结果队列（用于存储输入样本

的输出次序）。

步骤 3：如果待分类数据所有点都处理结束，则

算法结束；否则，继续找一个未处理的核心点并找

出其所有密度可达点，若该核心点未在结果队列

中，则将其放在有序队列中。

步骤 4：若 A 为空，则继续步骤 3；否则将 A 中可

达距离最小的数据点保存到队列 B 中，并进行以下

判断：

① 该点若为核心点，则找出所有直接密度可达

点；若不是，则重复步骤 3。
② 判断①中所有直接密度可达点是否在队列

B 中，若不在则重复步骤 5。
③ 如果 A 中已存在该直接密度可达点，则更新

此点可达距离为当前值与原始值中更小的值，并重

新排列。

④ 如果 A 中不存在该直接密度可达样本点，则

插入该点，并重新排序。

步骤 5：重复进行步骤 3、4。
步骤 6：根据可达距离和队列 B 绘制图像，设定

聚类阈值 Reps，得到聚类结果。

2.3　基于 KPCA-OPTICS的 DPV集群划分

为了降低高维数据对 OPTICS 算法聚类效果

的影响，考虑采用 KPCA 对原始光伏数据进行降

维。总体上，基于 KPCA-OPTICS 的 DPV 集群划

分方法如图 4 所示。

由图 4 可知，所提集群划分方法包含如下步骤。

1） 采集 N 个光伏电站的光伏系统出力功率数

据及辐照度数据，对光伏出力数据进行归一化处

理，将归一化后的光伏数据结合其他计量数据构成

特征矩阵 h i，将所有特征矩阵结合构成 PN输入数据

集 h= [h1，h 2，⋯，h i ]。归一化处理公式为

P 'N，t = PN，t BN

SN
（8）

式中，BN 为计量系数；SN 为装机容量。

2） 将数据集 h= [h1，h 2，⋯，h i ]输入 KPCA，输

出降维后的数据集 h∗ = [h '1，h '2，⋯，h 'i ]。其中，h 'i 为
第 i个 DPV 场站经 KPCA 降维后的特征矩阵。

3） 将输出集 h∗ 作为输入，OPTICS 作为待分类

数据集，并设置 OPTICS 聚类的核心参数：邻域半

径 ε以及最小密度阈值 M。

4） 确定聚类阈值 Repsmax（仅需设置阈值最大值

为设备安装最大间距的 1.2 倍，就可实现密度阈值

Reps 的自动确定），将 DPV 场站划分到不同的集

群中。

3　基于集群划分的多场景 DPV 异常

感知

针对单一 DPV 场站，已有成熟的光伏异常感知

方法根据正常状态下的历史出力序列，使用分位数

核心距离

可达距离ε

ε'

图 3　OPTICS 算法示意

Figure 3　OPTICS algorithm

开始

分析处理光伏出力以及辐照度数据，初步
构造特征数据集

选择核函数利用 PCA 对输入特征数据集
进行降维解耦，根据特征贡献度

选取合适的输入维数

构造特征数据集，OPTICS初始化参数设置

根据输入的数据集输出有序对象列表，
选择聚类阈值，输出聚类结果

结束

图 4　基于 KPCA⁃OPTICS 的 DPV 集群划分方法

Figure 4　DPV clustering method based on KPCA⁃OPTICS
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回归拟合该场站出力的上限及下限，并构成出力区

间；利用该区间感知是否存在出力越限或出力不足

的情况，进而判断 DPV 场站是否处于异常运行

状态。

对于 DPV 集群，目前缺少相关的成熟研究。因

此，本文借鉴单一场站的异常感知方法，提出“集群

划分–集群异常感知”的异常感知思路：基于前述所

提方法对 DPV 进行的集群划分，光伏出力行为相似

的 DPV 场站被归入同一集群内；之后，以所划分集

群为目标进行异常感知处理。在这一过程中，存在

一个核心问题：如何表征集群的正常出力区间。考

虑到不同气象条件（晴天、多云、雨天）下光伏出力

行为的显著区别，本文认为应从不同气象场景出

发，对不同集群的出力进行等权重的加权平均，获

得可以表征集群整体出力状况的出力曲线，并利用

分位数回归拟合集群的出力区间，作为 DPV 集群的

异常感知依据。需要明确的是，集群中的多数场站

处于正常运行状态，少数异常场站的出力数据会在

加权平均过程中被更多的正常数据淹没，不会使集

群出力出现显著偏差。

3.1　线性分位数回归

样本 J=[ J1，J2，…，Jn ]和样本S=[ S1，S2，…，Sn ]
分别是回归模型中的解释变量和响应变量。其中

样本 J为 DPV 出力真实值，样本 S为对应的回归拟

合值。则可通过目标函数求解，得出回归模型参

数。目标函数为

min
η

∑
i = 1

n

ρτ ( S i - J T
i η ) （9）

式中，η 为回归系数；ρτ ( v )为分位数损失函数，其表

达式为

ρτ ( v )= | v | ( τ - I ) （10）
式中，I为指示函数。当 v<0 时，函数值为 1；否则为

0。因此，分位数损失函数又可定义为

ρτ ( v )=ì
í
î

τv，

( 1 - τ ) v，
v ≥ 0
v < 0

（11）

因此，式（9）中估计回归系数可转化为

min
η

∑
i = 1

n

ρτ ( S i - J T
i η )=

min
η

( ∑
i | S i ≥ ( J 'i )T

τ || S i -( J 'i )T η +

∑
i | S i < ( J 'i )T

( 1 - τ ) || S i -( J 'i )T η ) a

（12）

在不同的分位数 τ 下，可通过计算得到各分位

数 τ 处的解释变量对响应变量条件分位数的影响。

在（0，1）连续取值时，即可得到响应变量的条件分

位数。

式（12）只能表征解释变量与响应变量之间的

线性关系，为了解决实际问题中出现的变量间非线

性的问题，提出神经网络优化的分位数回归模型。

通过选取不同分位点即可得到响应变量的不同条

件分位数，进而更加完整地刻画变量间的分布特

征。对应分位数回归模型的神经网络函数为

QS (τ | J )= f ( J，W ( τ )，V ( τ ) ) （13）
式中，W (τ)= (wkl ( τ ))

k = 1，2，…，K；l= 1，2，…，L
为输入层与隐

含层之间的连接权重；V ( τ )= ( )vlm ( τ )
l=1，2，…，L；m=1，2，…，M

为隐含层与输出层之间的连接权重。其中，K、L、M
分别为输入层、隐含层和输出层节点数。

min
W，V

ì
í
î
∑
i = 1

N

ρτ [ S i - f ( J i，W，V ) ] + λ1∑
i，j

w 2
kl +

λ2∑
k

v2
k }=  min

W，V

é
ë
êêêê ∑

k | S i ≥ f (J i，W，V )

τ || S i - f ( J i，W，V ) +

  ∑
k | Sk < f (J i，W，V )

( 1 - τ ) || S i - f ( J i，W，V ) ]+

  λ1∑
k，l

w 2
kl + λ2∑

k

v2
k

（14）
式中，λ1、λ2均为惩罚参数；N 为样本 Si的数量。神经

网络分位数回归参考式（9），将对参数矩阵W（τ）、、

V（τ）的估计转化为求式（14）的优化问题。式（14）
中 λ1、λ2 可防止训练过程过拟合现象；可用 Adam 随

机梯度下降法求解式（14），估计得到W（τ）、、V（τ），

代入式（9）中并计算 τ 在（0，1）的连续取值，得到不

同分位点下的回归值 S。

3.2　多场景 DPV集群异常感知方法

不同气象场景的光伏出力差别显著，根据不同

气象条件分别对统一集群进行等权重聚合，有利于

实现更准确、更全面的异常感知。因此，本文基于

前述的 KPCA、OPTICS、QR 等关键技术，提出多场

景 DPV 集群异常感知方法。该方法流程如图 5 所

示。可知，所提方法包含以下具体步骤：

1） 采集 N 个 DPV 场站光伏系统出力功率数据

及辐照度数据，对出力数据进行归一化处理，利用

KPCA-OPTICS 聚类方法，设置聚类阈值，划分不

同的 DPV 场站集群。

2） 以晴天、多云、雨天为 3 种典型气象场景，以

单日为单位，对所得场站集群划分结果进行天气分

型操作，各集群均获得晴天、多云、雨天出力数据

集合。
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3） 对各集群内的 3 种出力数据集合分别进行

等权重加权平均，获得对应集群的晴天、多云、雨天

聚合出力曲线；

4） 根据步骤 3）获得的各集群不同气象条件下

的聚合出力曲线进行分位数回归，拟合各集群不同

气象条件下的出力上限、下限，构成出力区间。若

待检测序列任意时刻值低于最高下限或高于最低

上限，则认为待检测场站出现光伏出力异常；若持

续低于最高下限或高于最低上限，则认为其存在不

可逆异常，需现场核实异常类型。

3.3　评价指标

异常感知通常采用混淆矩阵 TP、FP、FN、TN和其

衍生的指标评价感知效果。本文采用检出率 KTPR、

误报率 KFPR、精确率 KP 这 3 个参数作为故障感知结

果的评价指标，检出率、精确率都是值越大性能越

好，误报率越小越好。混淆矩阵及其各指标含义如

表 3 所示。KTPR、KFPR、KP分别为

KTPR = TP

TP + FN
（15）

KFPR = FP

FP + TN
（16）

KP = TP

TP + FP
（17）

式中，TP 为正类样本被正确识别为正类；TN 为负类

样本被正确识别为负类；FP为负类样本被错误识别

为正类；FN为正类样本被错误识别为负类。

4　算例分析

4.1　功率模型异常感知结果

本文采用中国南方某城市分布式光伏数据集

作为实际验证数据，采样频率为 15 min 采集一次数

据，全天共 96 个发电出力数据。由于光伏发电出力

一般只在 06：00—19：00 不为 0，考虑剔出其他晚间

发电出力为 0 的数据，减小数据计算量。

KPCA-OPTICS 集群划分算法使用 Win11 系

统，硬件环境为 CPU i7-13700KF、GPU 3090 24 GB、

内存 64 GB，软件环境为 Python3.9。利用 KPCA 将

与光伏出力相关性不高的影响特征排除，降低输入

特征的维度，提高算法的效率和准确率。再将降维

后的数据输出集输入到 OPTICS 算法中，各光伏电

站生成有序对象列表以及对应的可达距离，计算合

理聚类阈值 Reps，对光伏电站进行聚类分析。计算

某一集群内所有光伏电站的条件分位数正常发电

区间，并根据集群内各电站的发电区间计算集群的

联合发电正常出力区间，将待测电站发电序列与集

群联合发电出力的阈值比较，从而识别出电站异常

情况。表 4、图 6 分别为所选数据自动生成的 Reps以

及可达距离数值；表 5 为算法根据自动生成的 Reps以

及可达距离数值生成的集群划分，其划分依据是根

据表 4 中可达距离输出顺序及数值以及 Reps大小划

分出集群类别，划分同一集群内的电站有着更高的

气象相似因素及输出相似度，后续将按所划分到集

群 2 的 12 个电站展开，图 7 为各电站间的相关性热

力图；图 8 为各集群实际划分结果地图。

对集群 2 进行故障感知分析，利用分位数回归

拟合，分别选择 85%、95% 置信度，模拟不同置信度

下的正常功率区间，找出不同天气下最优的置信度

拟合区间。
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图 5　多场景 DPV 集群异常感知方法流程

Figure 5　Process of anomaly perception method for 
multi⁃scenario DPV clusters 

表 3　混淆矩阵

Table 3　Confusion matrix
感知结果

感知异常（P）

感知正常（N）

实际异常

TP

FN

实际正常

FP

TN
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