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摘　要：最优潮流（optimal power flow，OPF）是配电网优化调度决策的核心，因此亟须针对其设计出大规模网架下

的快速计算方法。提出了一种面向可行性恢复的深度学习 OPF 求解方法。首先，构建基于状态‒控制变量分解的

OPF 求解架构，基于深度神经网络搭建 OPF 状态变量求解模型；其次，针对基于深度神经网络的 OPF 结果不满足

控制变量约束的问题，筛选存在不等式约束违规的样本并构建修正样本集，考虑实际物理约束和供需平衡关系，提

出基于控制变量整体的联合修正约束条件，建立修正区间；最后，基于多边缘分布的 Sinkhorn 算法调整控制变量

解，将约束违反变量迭代投影至修正区间内，使其满足实际物理约束条件。基于改进的 IEEE 123 节点配电网算例

对所提方法进行验证。实验结果表明，所提方法能有效实现控制变量的可行性恢复，同时均衡各控制变量的平均

绝对误差，提高解的精度。
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Optimal power flow solving and feasibility restoration method for distribution 
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Abstract： As the core of optimal dispatching decision-making for distribution networks， optimal power flow （OPF） 

urgently requires fast calculation methods under large-scale grid frameworks. A deep learning-based OPF solving method 

oriented toward feasibility restoration was proposed. First， an OPF solving architecture based on state‑control variable 

decomposition was constructed， and an OPF state variable solving model was built based on a deep neural network. 

Second， to address the problem that OPF results based on deep neural networks fail to satisfy control variable 

constraints， samples with inequality constraint violations were screened to construct a correction sample set； 

considering actual physical constraints and supply‑demand balance relationships， joint correction constraint conditions 

based on overall control variables were proposed to establish correction intervals. Finally， the Sinkhorn algorithm based 

on multi-marginal distributionswas used to adjust control variable solutions， and constraint-violating variables were 

iteratively projected into correction intervals to meet actual physical constraint conditions. The proposed method is 

verified based on an improved IEEE 123-node distribution network case. Experimental results show that the proposed 

method can effectively achieve feasibility restoration of control variables， balance the mean absolute error of each 

control variable， and improve solution accuracy.
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最优潮流（optimal power flow，OPF）是电网优

化调度、控制决策的基础，在电力系统规划、机组组

合、经济调度、可靠性分析以及电力市场等领域得

到了广泛应用［1-5］。在新型电力系统转型背景下，高

比例可再生能源的接入打破传统单向潮流模式，通

过双向潮流的动态变化使潮流计算复杂度骤升。

同时，分布式电源、储能等可调资源激增，OPF 问题

可行域维度激增，传统优化陷入效率低、收敛难的

困境，无法满足实时调度需求。此外，网架结构扩

张与可调资源规模化接入，导致 OPF 问题变量和约

束量剧增，传统迭代方法因“维数灾难”面临收敛难

题。而深度学习通过数据驱动模型提取高维变量

特征，通过离线训练建立输入与最优解的映射，以

提升电力系统在各种运行场景下的响应速度，因此

受到广泛关注［6-11］。

当前，在利用机器学习求解 OPF 的领域中，一

种主流架构是采用纯数据驱动算法构建端到端的

OPF 求解器。文献［12］利用机器学习回归模型直

接逼近交流 OPF 解决方案，从电网需求配置文件

中估计发电机设定点。该方法没有考虑负载相关

性，且无法保证可行性。文献［13］将离散拓扑表示

嵌 入 连 续 导 纳 空 间 ，训 练 深 度 神 经 网 络（deep 
neural network，DNN）来学习从负载和导纳到相应

的 OPF 解的映射，提高了模型可解释性。文献［14］
则通过历史数据获取网络结构和运行状态信息，基

于 卷 积 神 经 网 络（convolutional neural network，
CNN）学习输入数据与输出电压之间的关系，最终

在保证精度的情况下显著提高了求解速度。文献［15］
提出了一种基于可信深度神经网络的 OPF 计算方

法，学习新能源有功功率与直流 OPF 机组有功功

率预测值之间的关系，提高了模型的可解释性与精

度。文献［16］基于数据驱动方法搭建线性化 OPF
回归模型，提高了在不良数据情况下 OPF 解的精

度。文献［17］利用堆栈降噪自动编码器构建深度

学习 OPF 模型，大幅度缩减了 OPF 海量场景的计

算时间。

综上所述，直接映射的端到端方法旨在解决完

全不依赖系统物理信息的 OPF 问题，这种方法显著

提高了 OPF 解算的实时性，但是直接映射求得的解

没有考虑潮流方程等物理约束，无法保证解的可

行性。

目前，用来解决机器学习引发的 OPF 约束违反

问题的主流算法包括传统优化算法修正及解投影

映射修正方法［18-27］。传统优化算法修正的核心是将

机器学习的快速映射能力与传统优化算法的约束

处理精度相结合，其通常采用两阶段架构：首先利

用深度学习模型对 OPF 解空间进行特征提取和初

步预测，生成初始解；然后通过优化算法对初始解

进行迭代修正，确保其满足所有物理约束［20-22］。文

献［20］设计了一种神经解码器用于学习节点负载

与系统最优成本的映射关系，并基于此得到对偶变

量的值，实现对系统约束的识别，并基于所识别的

约束快速求解决策变量，提高了求解的可行性和最

优性。文献［21］基于循环神经网络，使用交替方

向乘子算法中产生的少量初始迭代点预测对偶变

量和全局变量的值，将预测值作为交替方向乘子

法的初始解，从而提高分布式 OPF 的求解效率。

传统优化算法修正的本质是利用机器学习算法为

传统优化算法提供一个尽可能好的初始解，以减

少传统优化算法所需要的迭代次数，提高求解效

率。尽管该架构思路简单，但在实际应用中存在

明显的局限。首先，该方法的修正效果高度依赖

机器学习模型输出的初始解质量，当初始解偏离

可行域较远时，算法需要在庞大的变量空间中进

行大量搜索与调整，不仅迭代次数大幅增加，还可

能因陷入局部最优解而反复调整路径，进一步延

长收敛时间；其次，这种架构加速性能受限于所采

用的优化算法本身的收敛特性，在大规模复杂场

景中难以突破计算效率瓶颈。在配电网网架扩

张、变量维度激增的场景中，传统优化算法的计算

复杂度随问题规模呈指数级增长，其固有的收敛

特性难以适配高效求解需求。

投影映射修正框架主要采用“预测‒修正”的两

阶段框架：首先通过机器学习模型求解 OPF 问题，

生成初步解；然后将初步解通过数学投影方法映射

到可行空间内，修正违反约束的变量［23-26］。这种方

法的核心在于兼顾物理约束的准确性和计算效率

的投影规则设计。文献［23］在生成包含严格可行

交流 OPF 解决方案的训练集基础上，通过约束神经

网络输出来修正违反约束的电压和有功变量，进一

步求解潮流方程以恢复剩余电压和无功。文献［24］
结合库恩‒塔克条件与物理信息神经网络预测直流

OPF 结果，考虑预测结果最差的情况，提出了违反

最大约束的修正方法，有效降低了最大约束违反程
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度。文献［25］提出了一种基于灵敏度伪逆矩阵的

后处理方法，根据功率‒电压灵敏度矩阵调整机组

有功、无功出力，改善潮流分布，从而实现可行性恢

复。这种框架无须依赖传统优化算法的迭代求解

过程，仅须通过矩阵运算等操作完成变量调整，避

免了迭代过程中的梯度求解、约束校验等耗时环

节，具有高效性。此外，即使机器学习方法产生的

初始解偏离可行域较远，投影映射也能通过直接指

向可行域边界的映射规则快速收敛至可行解，避免

了因初始解质量不佳导致的耗时波动。然而，这类

方法的性能高度依赖投影规则的设计，因此如何在

保证物理约束准确性的同时，避免过度修正导致的

解质量下降，仍是一大挑战。

本文提出一种面向可行性恢复的深度学习

OPF 求解方法：采用数据驱动算法构建端到端的

OPF 求解器，并通过可行性恢复机制保障解的有效

性。该方法具有以下特点。

1） 基于状态‒控制变量解耦的 OPF 求解框架，

在提升大规模电网计算效率的同时，严格满足交流

潮流等式约束。

2） 借助多边缘分布 Sinkhorn 算法，将违反约束

的控制变量通过迭代投影至预设修正区间，确保物

理约束的严格满足。

3） 提出控制变量整体联合修正策略，通过平衡

各变量平均绝对误差（mean absolute error，MAE），

保障解向量满足供需平衡关系，实现解的可行性恢

复与求解精度提升。

1　面向可行性恢复的配电网 OPF 求

解框架

考虑现有深度学习算法通常难以满足 OPF 约

束的可行性，本文采用投影映射方法实现神经网络

输出解的可行性。

基于投影映射的可行性恢复方法如图 1 所示。

神经网络首先用于求解初始解，这一初始解通常存

在约束违反问题，即不可行解，但通常与最优解十

分接近。在此基础上，通过投影映射算法将不可行

的初始解映射至可行域内，映射过程以“贴近初始

解”为目标，使得在严格保证解的可行性的同时，最

大限度保留初始解中的最优性，从而实现可行性与

最优性的双重保障。

本文所提出的面向可行性恢复的 OPF 模型求

解框架如图 2 所示，其可以分为两部分：基于状态‒

控制变量的 OPF 求解和控制变量的可行性恢复。

首先，基于状态‒控制变量分解构建 OPF 求解架构，

利用深度神经网络映射状态变量，并基于功率平衡

方程计算控制变量以满足网络潮流约束；其次，为

确保解的可行性，考虑电力系统功率平衡及发电机

组的出力上下限物理约束，建立控制变量约束模

型，并将其转化为多组边缘分布，利用 Sinkhorn 算法

迭代投影修正控制变量初始解，将控制变量投影至

可行空间中。

1.1　基于状态‒控制变量分解的配电 OPF求解

本文所研究的 OPF 模型将电网 OPF 问题中的

决策变量划分为状态变量和控制变量，考虑变量的

可观性，选取节点电压幅值与电压相位作为待求状

态变量，记为 Y1=［|V |，δ］T，控制变量则定义为配电

网中各发电机的出力，记为 Y2=［PG，QG］T。OPF 模

型表示如下：

min C = ∑
i = 1

N pg

C i
w ⋅ PG，i + ∑

i = 1

N qg

C i
var ⋅ Q G，i （1）

s.t. Pi = PG，i - PD，i =
V i ∑

j ∈ N bus

V j ( Gij cos δij + Bij sin δij )，i ∈ N bus （2）

Q i = Q G，i - Q D，i = V i ∑
j ∈ N bus

V j ( Gij sin δij -

Bij cos δij )，i ∈ N bus （3）

投影可行解

最优解
初始解（不可行）

图 1　基于投影映射的可行性恢复方法

Figure 1　Feasibility restoration method based on 
projection mapping

OPF 解

验证集数据样本训练集

状态变量映射解

交流潮流平衡方程

初始控制变量解

是否
存在越限 否

是

修正区间上界

修正区间下界

修正功率平衡

迭代投影修正

控制变量可行解

1）配电网 OPF 求解 2）配电网 OPF 可行性恢复

运行数据

图 2　面向可行性恢复的 OPF 模型求解框架

Figure 2　OPF model solution framework oriented 
toward feasibility restoration
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| Pij + jQ ij |≤ Sij，max，( i，j )∈ E （4）

| Pji + jQ ji |≤ Sij，max，( i，j )∈ E （5）
V min ≤ V i ≤ V max， i ∈ N （6）

δij，min ≤ δij = δi - δj ≤ δij，max， ( i，j )∈ E （7）
P min

G，i ≤ PG，i ≤ P max
G，i，i ∈ N pg （8）

Q min
G，i ≤ Q G，i ≤ Q max

G，i，i ∈ N qg （9）
Pij = ∑Re { V̇ i (V̇ *

i - V̇ *
j ) y ∗

ij }，( i，j )∈ E   （10）

Q ij = ∑Im { V̇ i (V̇ *
i - V̇ *

j ) y ∗
ij }，( i，j )∈ E   （11）

式中，C 为系统的总成本；C i
w、C i

var 分别为节点 i 的有

功功率和无功功率的单位发电成本；Pi 为节点 i 的

注入有功功率；PG，i 为节点 i 处接入电源的有功出

力；P max
G，i 、P min

G，i 分别为节点 i 处有功电源出力的最大、

最小值；Qi 为节点 i 的注入无功功率；QG，i 为节点 i

处接入电源的无功出力；Q max
G，i 、Q min

G，i 分别为节点 i 处

无功补偿容量的最大、最小值；PD，i、QD，i 分别为节

点 i 处有功负荷和无功负荷；Vi 为节点 i 电压相量

幅值；δij 为节点 i 和节点 j 间的功角；Gij 为节点 i 和

节点 j 间的电导；Bij 为节点 i 和节点 j 间的电纳；

Gii+jBii为节点 i 的自导纳；Nbus代表节点集合，包含

接入有功电源的节点子集 Npg和无功电源的节点子

集 Nqg；E 代表配电线路集合。节点电压相量表示

为 V̇；P+jQ 为节点注入复功率；Pij 和 Qij 分别为支

路（i，j）上游流通的有功功率和无功功率；Pji 和 Qji

分别为支路（i，j）下游流通的有功功率和无功功

率；Sij，max 为支路（i， j）上允许流过的最大视在功

率，即线路容量；Vmin 为节点电压的最小值；Vmax 为

节点电压的最大值；δi、δj 分别为节点 i 和节点 j 对

应的电压相角，δij， min 为节点电压相角差的最小值，

δij， max 为节点电压相角差的最大值；V̇ i 和 V̇ j 分别表

示首、末端节点的电压相量，计算 (V̇ *
i - V̇ *

j ) y ∗
ij 得

到的是支路（i， j）流通的电流相量，其中*表示复平

面中的共轭运算，Re｛·｝与 Im｛·｝分别表示复数运

算中相量的实部与虚部。

基于上述变量分解，本文构建了如图 3 所示的

基于状态 ‒控制变量分解的深度学习 ‒ OPF（deep 
learning-OPF，DL-OPF）架构。该架构在离线训练

阶段，以电网历史运行数据为基础，训练系统负荷

［PD，QD］T与状态变量最优解［|V |，δ］T的非线性映射

关系；在线求解阶段，将深度神经网络输出的状态

变量估计值 [ ]||V̂ ，δ̂
T
代入以下功率平衡方程，求解

得到控制变量 [ P̂G，Q̂ G ]：

V i ∑
j ∈ N bus

V j ( Gij cos δij + Bij sin δij )= PG，i - PD，i

（12）
V i ∑

j ∈ N bus

V j ( Gij sin δij - Bij cos δij )= Q G，i - Q D，i

（13）
本文所采用的 OPF 模型具有通用性，既可应用

于输电网，也可应用于配电网场景。在实际配电网

运行中，由于网络结构特性及负荷分布特点，节点

间的相角差通常较小。为简化工程计算，提升计算

效率，在实际应用过程中可近似认为网络中所有节

点电压的相角相等。因此，基于这一前提，∀（i，j）∈
ε，均有相角差 δij=0，此时式（12）、（13）中三角函数

项可分别近似为 sin δij≈0、cos δij≈1，进而可以将

式（12）、（13）简化为

V i ∑
j ∈ N bus

V jGij = PG，i - PD，i （14）

V i ∑
j ∈ N bus

- V j Bij = Q G，i - Q D，i （15）

1.2　DL-OPF可行性恢复流程

状态 ‒控制变量分解架构下的深度神经网络

（deep neural network，DNN）模型可以快速地映射

给定负荷下的 OPF 结果，也能在较小的平均误差

范围内满足交流潮流约束，但模型输出的控制变

量结果仍难以确保完全符合物理约束条件。为了

得到完全满足可行性约束的解向量，本文对存在

约束违反行为的控制变量进行了可行性恢复 。

DL-OPF 可行性恢复流程如图 4 所示，首先基于

功率平衡约束及设备安全约束构建控制变量的可

行性修正区间，随后将修正区间相关的线性约束

转 化 为 边 缘 分 布 形 式 ，并 基 于 多 边 缘 分 布 的

Sinkhorn 算法［27］迭代地调整控制变量解，将其投

影到可行域内以确保输出的控制变量严格满足多

组线性约束。

系统负荷
［PD，QD］T

状态量
精确解 均方误差损失

预测状态量

[ ]|| V̂ ，δ̂
T

控制变量

[ ]P̂G，Q̂G

T

潮流等式约束

V i ∑
j ∈ N bus

V j ( Gij cos δij + Bij sin δij )= PG，i - PD，i

V i ∑
j ∈ N bus

V j ( Gij cos δij - Bij cos δij )= QG，i - QD，i

图 3　基于状态‒控制变量分解的 DL⁃OPF 架构

Figure 3　DL⁃OPF architecture based on state⁃control 
variable decomposition
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2　配电网 OPF可行性恢复

2.1　考虑功率平衡及物理约束的控制变量约束

考虑前文所提出的状态‒控制变量分解架构下

的 DNN 模型映射结果与实际最优解高度相近，为

保证求解结果的最优性，本文可行性恢复的目标是

尽可能小地改变控制变量初始解的值，使得求解结

果既接近 OPF 精确解又满足物理约束。

考虑有功、无功供需平衡关系，构建如下修正

约束条件：

∑
ipv ∈ N pv

Pipv = ∑
i ∈ N bus

PD，i + P loss - P 0 （16）

∑
isvg ∈ N svg

Q isvg = ∑
i ∈ N bus

Q D，i - ∑
ipv ∈ N pv

Q ipv + Q loss - Q 0   （17）

式中，等号左侧为待修正的控制变量，右侧由初始

解算结果计算得到。Npv 为系统中接入光伏的节点

集合；Nsvg为系统中接入无功补偿装置的节点集合；

Pipv 为节点 ipv 接入光伏的有功出力（待修正量）；Ploss

为配电系统网络损耗；P0、Q0 分别为初始解中的有

功功率不平衡量和无功功率不平衡量；PD，i为节点 i

接入的实际有功负荷；Q ipv 为节点 i 接入光伏的无功

出力；Q isvg 为节点 isvg 接入 SVG 无功功率（待修正

量）；Q0为初始解中的无功功率不平衡量；QD， i为节

点 i接入的实际无功负荷。

考虑光伏系统和无功补偿装置出力须满足的

实际物理限制，本文定义单点修正约束如下：

Pipv，LB ≤ Pipv ≤ Pipv，UB （18）

Q isvg，LB ≤ Q isvg ≤ Q isvg，UB （19）
式中，Pipv，LB、Pipv，UB 分别为节点 i 并网光伏有功功率

对应的下界和上界，由于光伏系统采用恒定功率因

数控制，修正方法重点关注光伏系统控制变量中的

有功功率，其无功功率可基于有功功率和已知功率

因数计算得到；Q isvg，LB、Q isvg，UB 分别为母线 isvg 接入

SVG 无功功率对应的投影下界和上界。

2.2　基于控制变量约束的边缘分布

为了实现控制变量的可行性恢复，本文将约束

式（2）~（5）转化为边缘分布，将 Y 投影至可行域内

的 X。为揭示线性约束和边缘分布之间的关系，分

别对 AX≤b，CX≥d，EX=f 这 3 种不同类型的约束

条件进行探讨。

2.2.1　小于号约束 AX≤b
假设仅有一条约束，AX≤b 可写为∑l = 1

L al xl ≤

b，其对应的边缘分布定义如下：

ì

í

î

ï

ï
ïï
ï

ï

ï

ï
ïï
ï

ï

up =          [ a1  a2  …  aL  b ]
L维 + 1 虚拟维

vp =
é

ë

ê

ê
êêê
ê ù

û

ú

ú
úú
ú

úb

∑
l = 1

L

al

 （20）

基于式（20）将式（18）、（19）中投影上界的可行

性约束转化为边缘分布，根据 Sinkhorn 算法，输出的

x 最多从 a1，a2，…，aL 移动 b 个单位的值，而虚拟变

量允许通过从虚拟变量移动值使不等式成立，同时

确保 up总和与 vp总和相等。

2.2.2　大于号约束 CX≥d
假设仅有一条约束，CX≥d 可写为∑l = 1

L al xl ≥

d，其对应的边缘分布如式（8）。由于 ∑l = 1
L cl ≥ d

（否则约束不可行），为确保能达到所有元素均为 1
的可行解，引入乘数 γ=∑l = 1

L cl /d：

ì

í

î

ï

ï
ïï
ï

ï

ï

ï
ïï
ï
ï

u c =          [ c1  c2  ...  cL  γd ]
L维 + 1虚拟维

v c =
é

ë

ê

ê
êêê
ê

ê

ê ù

û

ú

ú
úú
ú

ú( γ + 1 ) d

∑
l = 1

L

cl - d

 （21）

基于式（21），将式（18）、（19）中投影下界的可

行性约束转化为边缘分布，确保至少 d 个单位的值

由 X 从 c1，c2，…，cL移动至（γ+1）d，从而在满足约束

的同时确保 uc的总和与 vc的总和相等。

2.2.3　等式约束 EX=f
假设仅有一条约束，EX=f 可写为∑l = 1

L el xl =

开始

控制变量映射解

约束违反功率>容许阈值 εc

否
是

计算修正区间上、下边界以及联合约束矩阵

归一化处理待修正样本数据及对应修正边界

将控制变量约束转化为多组边缘分布

Sinkhorn 算法迭代修正控制变量

根据修正效果调整温度超参数及最大迭代次数

反归一化修正结果

结束

图 4　DL⁃OPF 可行性恢复流程

Figure 4　Flowchart of DL⁃OPF feasibility restoration

82



第 41 卷第 3 期 陈 吉，等：基于深度学习的配电网最优潮流求解及可行性恢复方法

f，其边缘分布定义如下：

ì

í

î

ï

ï
ïï
ï

ï

ï

ï
ïï
ï

ï

u e =         [ e1  e2  ...  eL  0 ]
L 维 + 1  虚拟维 = 0

v e =
é

ë

ê

ê
êêê
ê

ê

ê ù

û

ú

ú
úú
ú

úf

∑
l = 1

L

el - f

 （22）

基于式（22），将式（16）、（17）中可行性等式约

束转化为边缘分布，确保满足等式约束的同时 ue的

总和与 ve 的总和相等，输出 X 将 e1，e2，…，eL 移动到

f，由于其为等式约束，因此 ue中虚拟元素为 0。
2.3　基于迭代投影的可行性修正

基于迭代投影法的可行性恢复策略，是以最小

化控制变量的总调整量为目标，将当前不在可行域

内的控制变量解微调至满足可行性的修正区间内。

基于多边缘分布的 Sinkhorn 算法迭代地调整 DL-
OPF 输出的控制变量 Y，保证输出控制变量的解

满足多组线性约束，在不调用求解器的条件下将控

制变量投影至可行空间。对于给定的 k 组边缘分

布 ，行 上 的 边 缘 分 布 uη 以 及 列 上 的 边 缘 分 布 vη

满足：

∑
m = 1

M

uη，m = ∑
n = 1

N

vη，n，η = 1，2，⋯，k （23）

根据多组边缘分布的 Sinkhorn 算法，归一化转

移矩阵 Γ 满足如下边缘分布约束：

ì

í

î

ï
ïï
ï

ï
ïï
ï
ï
ï

∑
m = 1

M

Γm，n uη，n = uη，n，η = 1，2，⋯，k

∑
n = 1

N

Γm，n uη，n = vη，m，η = 1，2，⋯，k
（24）

式中，Γm，n为矩阵 Γ 第 m 行第 n 列的元素。

因此，可以得到所有满足上述边缘分布条件的

矩阵 Γ 的集合 U 如下：

U ( uη，vη )=
{ Γ |Γuη = uη，ΓT uη = vη，Γm，n ∈ [ 0，1 ] } （25）

基于式（20）~（22），将式（16）~（19）的修正约

束转化为边缘分布，并构建矩阵 W，得到初始化矩

阵 H=exp（W/τ）作为多组边缘分布 Sinkhorn 算法

的输入，其中 τ表示熵正则化的温度超参数。

W = ( )y1 y2 ⋯ yL β

β β ⋯ β β
（26）

式中，β 为虚拟变量且默认值为 0；L 为控制变量

维度。

引入熵正则约束，多组边缘 Sinkhorn 算法优化

转化为具有熵正则化的线性优化问题：

Γ ∗ = inf
Γ ∈ U ( u，v )

Γ，H
F

+ τ ∑
m，n

Γm，n log Γm，n =

min
Γ

- tr (W T Γ )+ τ ∑
m，n

Γm，n log Γm，n （27）
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ï

ï
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ïïï
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s.t.  Γ ∈ [ 0，1 ]M × N，η = 1，2，⋯，k

ì
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ïï
ï

ï
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∑
m = 1

M

Γm，n uη，n = uη，n

∑
n = 1

N

Γm，n uη，n = vη，m

（28）

式中，τ 为熵正则化的温度超参数。

式（27）~（28）可基于给定的 H=exp（W/τ）采

用多组边缘分布 Sinkhorn 算法进行求解。

遍历 k 组边缘分布集合的 Sinkhorn 算法迭代，

可以同时满足多组边缘分布。Sinkhorn 算法通过选

取适当的缩放因子，交替地调整矩阵 Γ 的行和列，

使其在满足边缘分布约束的同时最小化正则化后

的总调整量。Γ （0）初始化如下：

Γ ( 0 )
m，n = hm，n

∑
m = 1

M

hm，n

（29）

式中，hm，n为初始化矩阵 H 第 m 行第 n 列元素。

在第 t轮迭代时，基于行分布 rη进行归一化得到

Γ’（t），并通过基于列分布 cη 的归一化得到 Γ（t+1）。且

在归一化前后，0-1 矩阵 Γ（t）与 Γ '（t）都通过 cη 进行缩

放，如下：

Γ ' ( t )
m，n = Γ ( t )

m，n vη，m

∑
n = 1

N

Γ ( t )
m，n uη，n

（30）

 Γ ( t + 1 )
m，n = Γ ' ( t )

m，n uη，n

∑
m = 1

M

Γ ' ( t )
m，n uη，n

（31）

式中，η=（t mod k）+1 为边缘集合的索引。

给定多组边缘分布 Sinkhorn 算法的收敛阈值

εγ，若传输矩阵 Γ 的所有元素 Γm，n 均满足 | Γ ( t + 1 )
m，n -

Γ ( t )
m，n |<εγ，转移矩阵 Γ 收敛至 Γ*：

Γ * = ( )x1 x2 ⋯ xL β ′
β ′ β ′ ⋯ β ′ β ′

（32）

式中，β ′为虚拟变量，且投影后的变量 X=［x1，x2，…，

xL］满足式（16）~（19）所示的约束。

3　算例分析

本文采用 MAE、不等式约束满足比例、不等式

约束平均违反度、不等式约束最大违反度这 4 个指
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标评估所提算法性能。同时，针对控制变量可行性

恢复问题，在 IEEE 123 节点系统开展单点修正与联

合修正策略的对比，系统分析不同修正策略对约束

满足度和优化结果的影响。

3.1　实验仿真设置

3.1.1　系统参数设置

考虑标准 IEEE 123 节点系统的电压等级和基

准负荷，将系统整体负荷分布到每条母线。本文根

据 OPF 计算需求，增加了如表 1 所示的 IEEE 123 节

点配电系统电源设备容量配置，在节点 65、72、90、
99 的母线处配置了无功补偿装置，在节点 45、74、
86、108、50、70、113 增添光伏系统。参考文献［28］
中的发电成本定价，上级电网购电一次成本系数为

1.4 元/（kW·h），无功电源出力成本取有功电源出力

成本的 10%。

负荷数据将 IEEE 123 节点系统的标称负荷作

为均值，设置随机高斯分布来模拟波动，方差取

0.03，负荷波动范围在［60%，120%］，光伏渗透率达

40%。生成 OPF 数据样本共 60 000 条，按照 10︰1︰1
的比例划分数据集，即随机选取 50 000 条作为训练

数据样本 ，验证样本集和测试样本集数目均为

5 000 条。

3.1.2　对比算法以及超参数设置

1） DL-OPF 架构。

为了验证本文所提可行性恢复方法的有效性，

本文采用文献［21］所提出的深度学习框架求解

OPF，并 分 别 采 用 支 持 向 量 回 归（support vector 
regression，SVR）、随机森林（random forest，RF）、

CNN、DNN 这 4 种机器学习算法来拟合配电系统负

荷变化与 OPF 下潮流变量之间的复杂关系。将基

于状态变量‒控制变量分解分步求解 OPF 框架下

的 方 法 定 义 为 SVR-OPF、RF-OPF、CNN-OPF、

DNN-OPF。

本文所搭建的神经网络模型的超参数如下：

SVR-OPF 采用径向基核函数，核函数系数设置为

根据数据特征自动调整模式，正则化参数取 100，容
忍误差范围设置为 0.005；RF-OPF 是在多输出模式

下构建输出特征数目的随机森林，其中决策树数目

设置为 100，最大深度为 10；CNN-OPF 采用 2 层卷

积层，在卷积层中间添加了池化窗口大小为 3 的最

大池化层，输出通道数分别为 128、64，卷积核大小

为 3，扁平化后经过 128 个神经元的全连接层连接输

出层；DNN-OPF 模型设置 3 层隐藏层，神经元个数

分别为 320、256、128。初始学习率均设置为 0.001，
最大训练周期为 300，训练数据批量为 128。训练过

程使用早停回调函数，默认经过 10 个训练周期后验

证集损失没有下降，即停止训练。

2） 深度学习 OPF 修正。

本文基于文献［25］所提出的 DL-OPF 架构，采

用 DNN-OPF 作为前期 OPF 的深度学习算法，然后

分别进行如下单点约束修正和联合约束修正。

①单点约束修正：仅由式（18）、（19）构成修正

区间，单点约束修正仅针对违反约束的控制变量。

②联合约束修正：由式（16）、（17）共同构成修

正区间，联合约束修正针对存在约束违反情况对应

样本的所有控制变量。

以上两种修正方法都采用同样的修正超参数，

温度超参数 τ=0.5，最大投影迭代次数设置为 100。
3.1.3　模型评价指标

1） MAE。

本文通过解向量与精确解之间的 MAE 和平均

绝对百分比误差（mean absolute percentage error， 
MAPE）来评估模型误差平均水平，计算如下：

E S
MAE = 1

A ∑
a = 1

A

|| Sa - Ŝ a （33）

E S
MAPE = 1

A ∑
a = 1

A |

|

|
||
|
|
||

|

|
||
|
|
| S a - Ŝ a

S a
（34）

式 中 ，E S
MAE、E S

MAPE 分 别 为 求 解 方 案 S 的 MAE 和

MAPE；A 为样本数量；S a 为第 a 个样本对应的精确

解向量；Ŝ a 为第 a 个样本解的拟合值。以 E ||V
MAE、E PG

MAE

和 E QG
MAE 分别表示母线电压幅值、有功电源出力和无

功电源出力的 MAE，则方案 S 可以根据实际情况代

入 |V |、PG、QG。

2） 不等式约束满足比例 CCR。

设置越限判别容许功率阈值 εc=1×10-4 MW，

若变量 s 不满足 smin-εc≤s≤smax+εc，则认为变量 s 存
在约束违反。定义以下不等式约束满足比例用于

评估控制变量的不等式约束满足程度（包括光伏系

统输出有功功率约束满足率 C pg
CR、无功补偿装置无

表 1　IEEE 123 节点配电系统电源设备容量配置

Table 1　Capacity configuration of power supply equipment 
in IEEE 123⁃node distribution system

节点编号

65、72、90、99

45、74

86、108

50、70、113

设备类型

无功补偿装置

小型工业区光伏系统

商业光伏系统

台区内聚合的住宅用光伏系统

额定容量

150 kvar

200 kVA

200 kVA

150 kVA
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功功率约束满足率 C qg
CR、线路容量可允许预测功率

安全流过的支路数占支路总数的比例 C bran
CR ）：

CCR = 1
A ∑

a = 1

A

( 1 - N a
vio

N ec
)× 100% （35）

式中，N a
vio 为第 a 个样本中变量超出约束条件边界且

大于容许阈值的数量；Nec 为对应的不等式约束

数量。

3） 不等式约束平均违反度 V S
VD，avg。

为了评估控制变量的不等式约束违反程度，本

文通过以下方式计算求解方案 S 的不等式约束平均

违反度：

V S
VD，avg = 1

B ∑
b = 1

B

vS
vd，b （36）

vS
vd，b = max ( 0，g S

b )， g S
b ≤ 0 （37）

式中，B 为不等式约束的个数，对于求解方案 S 来

说，第 b 个约束的违反程度可以用 vS
vd，b 来表示，其中

g S
b ≤0 为通用形式的不等式约束。

4） 不等式约束最大违反度 V S
VD，max。

不等式约束最大违反度是所有约束违反度中

的最大值，用于评估求解方案在最严重约束违反情

况下的表现，其计算如下：

V S
VD，max = max ( vS

vd，b )，b = 1，2， ⋯， B （38）
5） 目标函数最优性 E C

MAPE。

E C
MAPE = 1

B ∑
b = 1

B |

|

|
||
|
|
||

|

|
||
|
|
| Ĉb - Cb

Cb
（39）

式中，Cb为第 b 个样本对应的精确目标成本；Ĉb 为第

b 个样本在映射最优控制策略下计算得到的目标函

数值。

3.2　基于状态‒控制变量分解的 OPF结果

表 2 展示了 DL-OPF 架构下不同算法的综合指

标结果，包含控制变量 MAE、目标函数相对误差和

样本平均求解时间。结合状态变量测试结果可以

发现，虽然 CNN-OPF 方法求解得到电压相位的

MAE 比 RF-OPF 方法小，但其电压幅值映射误差

大于 RF-OPF 方法，导致其功率变量预测结果精度

降低较多。状态变量求解中 DNN-OPF 方法的误

差最小，且不存在个别节点电压幅值平均预测误差

明显偏大的现象，因此在计算潮流等式方程时，不

会引入过大的电压映射误差。本文所提出 DNN-
OPF 方法求解的有功功率和无功功率 MAE 分别为

2.684 2×10-3 MW 和 2.250 7×10-3 Mvar，约占光伏

系统最大装机容量的 0.013%。

基于测试集样本，由内点法计算原始 AC-OPF
问题的平均求解时间为 0.066 4 s。根据平均求解

时间可以计算出 SVR-OPF、RF-OPF、CNN-OPF
的求解速度分别是内点法求解速度的 10 倍、3 倍、

17 倍左右，所提出基于 DNN-OPF 求解 OPF 模型

的平均求解时间仅为 3.906 0×10-4 s，其求解速度

与内点法相比提升了近 170 倍。利用深度神经网

络快速映射状态变量加速了 OPF 求解过程，附加

潮流方程的计算时间也远小于传统内点法的求解

时间，由此证明了所提方法在求解 AC-OPF 上的

速度优势。

3.3　面向可行性恢复的 OPF修正结果

3.3.1　DL-OPF 约束违反情况分析

DL-OPF 的 初 始 解 算 结 果 共 5 000 条 ，其 中

2 574 条样本存在控制变量约束违反的情况。对单

个样本来说，需要验证 7 个有功功率变量和 4 个无

功功率变量是否满足约束条件。按照有功功率和

无功功率进行分类，有 2 508 条样本存在有功功率

约束违反情况，379 条样本存在无功功率约束违反

情况。统计结果表明，在共计 5 000×7=35 000 个

光伏有功控制变量中，有 5 598 个变量违反了有功

功率约束，在共计 5 000×4=20 000 个无功补偿控

制变量中，有 604 个变量违反了无功功率约束。

尽管在测试样本中存在较大比例控制功率变

量违反约束的现象，但其中大多数控制变量对应的

不等式约束违反程度较轻，即约束违反功率很小。

表 3 展示了初始求解结果不等式约束违规分析。

无功补偿装置对应无功功率控制变量解算结果中

很少出现超过最大补偿容量的情况。在 379 条违规

样本中，存在 1 个无功功率变量约束违反的样本为

205条，占一半以上，存在 2 个无功变量约束违反的

样 本 为 123 条 ，剩 余 51 条 样 本 中 约 束 违 反 个 数

为 3 个。

表 2　DL⁃OPF 架构下不同算法的综合指标结果

Table 2　Comprehensive index results of different 
algorithms under DL⁃OPF architecture

评价指标

SVR⁃OPF

RF⁃OPF

CNN⁃OPF

DNN⁃OPF

E PG
MAE/

MW

24.39 5×10-3

5.174 7×10-3

7.592 1×10-3

2.684 2×10-3

E QG
MAE/

Mvar

17.750 0×10-3

6.733 4×10-3

7.759 4×10-3

2.250 7×10-3

E C
MAPE/
%

4.77

1.16

1.44

0.32

平均求解

时间/s

6.818 7×10-3

23.013 0×10-3

3.871 9×10-3

3.906 0×10-4
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3.3.2　修正后约束违反情况分析

本文采用了单点修正和联合修正两种修正方

法，对测试样本开展可行性恢复工作。表 4 展示了

修正前、后约束违反情况的对比。在 DL-OPF 框架

中，共有 2 574条不可行样本，且发电机的约束违反现

象极为严重，其有功出力约束满足率仅为 82.27%，

无功出力约束满足率也仅有 96.98%。难以契合电

力系统对运行安全性、稳定性的严格要求。

单 点 修 正 方 法 成 功 修 正 了 2 379 条 样 本 ，

92.42% 的不可行样本被成功修正，基于样本平均的

有功不等式约束满足比例 C pg
CR 由 82.27% 上升至

98.59%。剩余 195 条样本，共计 293 个光伏有功功

率控制变量存在约束违反，且违反程度较轻。其平

均违反有功功率为 1.330 4×10-4 MW，最大违反有

功功率为 1.516 5×10-4 MW。而联合修正方法可以

将初始结果中的违规样本全部修正到可行区间内，

且没有出现支路功率违反的情况。以上两种修正方

法均可以将无功补偿控制变量修正到可行区间内。

无论是单点修正还是联合修正方法，足够的投

影迭代次数都可以保证投影修正结果落在修正区

间范围内，从而满足实际物理约束条件。实验结果

验证了基于 Sinkhorn 的迭代投影修正算法对约束边

界的满足作用。

本文从测试样本中挑选了一个典型场景来对

比单点修正和联合修正两种方法的修正效果，如

图 5 所示，采用 DL-OPF 进行求解时，共有 74、50、
70、113 这 4 个节点处光伏系统有功功率变量存在

约束违反，且违反程度较轻。单点修正方法修正

了上述 4 个节点对应的有功控制变量，其余 45、
86、108 这 3 个节点处的光伏系统有功控制变量不

参与单点修正。由图 5 可以看出，单点修正结果

均落在了修正上边界处，可以保证修正后的控制

变量结果满足不等约束条件，其修正结果误差基

本由修正上边界与精确解之间的误差决定。本文

所提联合修正方法改变了控制变量解的整体分布

情况，存在约束违反的 4 个变量经修正后都满足

了原有不等约束条件，且相比于单点修正结果更

接近精确解。

3.3.3　修正后误差分析

通过以上分析可知，修正上界保证越靠近上限

的离群点可以修正到物理约束范围内，事实上这样

的修正效果是容易达到的。修正下界的主要作用

是保证修正结果不会过度偏离，良好的修正区间可

以无限逼近最优解附近空间。

修正前、后综合评价指标对比如表 5 所示。为

评估解集最优性，将修正后的控制变量结果代入供

需平衡方程计算平衡节点功率，进一步计算目标函

数值。尽管 DL-OPF 框架求得的解在目标函数值

上表现更优，但结合前文分析可知，该解因存在发

电机出力、系统安全等约束违反问题，实际上属于

不可行解，无法直接应用于电力系统实际调度。而

联合修正方法和单点修正方法虽然能够实现潮流

解的可行性恢复，但其均不可避免地引起了目标函

数在最优性上的损失，联合修正方法的目标函数平

均相对误差由原来的 0.32% 小幅度增加至 0.35%，

比单点修正下的 E C
MAPE 小。由此可见，本文所提联合

修正方法在可行性恢复上的表现优于单点修正法，

同时在最优性和负荷满足程度上的损失也更小。

表 3　初始求解结果不等式约束违规分析

Table 3　Violation analysis of inequality constraints in initial solution results
V PG

VD，avg

2.091 2×10-3

V PG
VD，max

4.928 3×10-3

C pg
CR/%

82.27

V QG
VD，avg

1.347 7×10-3

V QG
VD，max

3.485 6×10-3

C qg
CR/%

96.98
C bran

CR /%
100.0

表 4　修正前、后约束违反情况的对比

Table 4　Comparison of constraint violations before and after correction
评价指标

DL⁃OPF
单点修正

联合修正

V PG
VD，avg

2.091 2×10-3

1.330 4×10-4

<1×10-4

V PG
VD，max

4.928 3×10-3

1.516 5×10-4

<1×10-4

V QG
VD，avg

2.454 9×10-3

<1×10-4

<1×10-4

V PG
VD，max

3.485 6×10-3

<1×10-4

<1×10-4

C pg
CR/%
82.27
98.59

100.00

C qg
CR/%
96.98

100.00
100.00

C bran
CR /%

100.00
99.97

100.00

DL-OPF
修正上界
单点修正
修正下界

1.0

0.9

0.8

0.7

0.6

0.5

0.4光
伏

有
功

出
力

/装
机

容
量

1137050108867445

节点编号

精确值
联合修正

图 5　典型场景下光伏出力

Figure 5　PV output in typical scenarios
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两 种 修 正 方 法 均 减 小 了 潮 流 控 制 变 量 的

MAE，其 中 单 点 修 正 后 的 E PG
MAE 和 E QG

MAE 分 别 为

2.438 4×10-3 MW 和 2.174 6×10-3 Mvar，联 合 修

正方法则将 MAE 进一步降低至 2.085 0×10-3 MW
和 2.112 9×10-3 Mvar。除修正区间的单点下界外，

联合修正约束条件可以修正误差较大且预测偏小

的控制变量，从而进一步提高 OPF 控制变量修正结

果的精度。

修正前、后的光伏系统有功控制变量 MAE 比

较如图 6 所示。从图 6 可以看出，各个节点光伏有

功控制变量在修正前、后的 MAE 相对于修正前和

单点修正法来说，联合修正方法下各节点有功控制

变量的 MAE 明显更加均衡。

4　结语

针对传统算法在计算大规模 OPF 上的局限，本

文提出了基于状态‒控制变量分解的深度神经网络

配电网 OPF 求解方法，进一步提出了面向可行性恢

复的深度学习 OPF 修正方法。主要结论如下。

1） 提出了基于状态‒控制变量分解的深度神经

网络的配电网 OPF 求解方法，算例结果验证了所提

方法在满足交流潮流等式约束上的优势。

2） 考虑实际物理约束和供需平衡关系，提出基

于控制变量整体的联合修正约束条件，构建修正区

间，能够将约束违反变量迭代投影至修正区间内以

满足实际物理约束条件。

3） 提出的联合修正方法可以有效地均衡各控

制变量的 MAE，保证解向量基本满足供需平衡关

系。实验结果表明，所提方法能有效实现控制变量

的可行性恢复，同时均衡各控制变量的 MAE，在一

定程度上提高解的精度。
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表 5　修正前、后综合评价指标对比

Table 5　Comparison of comprehensive evaluation indicators 
before and after correction

评价指标
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单点修正

联合修正

E PG
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