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摘　要：当配电网发生高阻接地故障时，传统知识驱动方法在阈值选择上准确率较低，数据驱动方法则因缺乏机理

支持，可解释性较差。针对这一问题，提出了一种数据‒知识联合驱动的配电网高阻接地故障辨识方法。首先，采

用小波包时频熵，量化分析高阻接地故障与正常扰动工况的全景特征，揭示了两者在时频分布上的显著差异；其

次，通过定性分析不同故障点下时频能谱矩阵特征，明晰了基于时频能谱矩阵的知识驱动辨识方法以及基于

Transformer 的数据驱动辨识方法，通过时频能谱矩阵特征引导，建立了基于串联机制的数据‒知识联合驱动模型；

最后，在 PSCAD 仿真软件建立的 IEEE 33 节点的仿真结果表明，所提方法准确率高达 97.8%，可以准确、灵敏地检

测 10 kΩ 的配电网高阻接地故障。
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Abstract： When a high-impedance ground fault occurs in a distribution network， traditional knowledge-driven methods 

suffer from low accuracy in threshold selection， while data-driven methods have poor interpretability due to the lack of 

mechanism support. To address this problem， a data-knowledge joint-driven approach was proposed for identifying high-

impedance ground faults in distribution networks. First， wavelet packet time-frequency entropy was used to 

quantitatively analyze the panoramic characteristics of high-impedance ground faults and normal disturbance conditions， 

thus revealing significant differences in their time-frequency distributions. Then， by qualitatively analyzing the 

characteristics of time-frequency energy spectrum matrices at different fault points， the knowledge-driven identification 

method based on the time-frequency energy spectrum matrix and the Transformer-based data-driven identification 

method were established. Guided by the characteristics of the time-frequency energy spectrum matrix， a data-knowledge 

joint-driven model based on a series mechanism was constructed. Finally， the simulation results of the IEEE 33-node 

system established in PSCAD simulation software show that the accuracy of the proposed method reaches 97.8%， and 

that it can accurately and sensitively detect a high-impedance ground fault with a resistance of 10 kΩ in a distribution 

network.
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随着配电网的快速发展，高阻接地故障已经成

为配电网运行中的一个重要问题。高阻接地故障

通常由线路接触高阻抗介质或天气因素引起，会导

致配电网运行效率降低，严重时甚至会造成大范围

停电事故。由于高阻接地故障电流较小，传统的检

测方法难以准确识别此类故障，导致故障排查和修

复时间延长，故障范围进一步扩大，影响电力供应

的安全性［1-7］。因此，对高阻接地故障进行准确、灵

敏地辨识具有重要意义。

现有的高阻接地故障检测方法主要分为阈值

法和人工智能方法两种。阈值法从原理剖析高阻

接地故障所生成的特征信号，借助多种特征提取技

术获取故障特征信息，进而通过设定阈值进行故障

判断。文献［8］通过设置整定值进行高阻接地故障

辨识，但整定值设置不合理，仅能识别低故障电阻

的故障。文献［9］利用功率进行高阻接地故障检

测，然而电压和电流的不稳定会影响辨识结果，且

故障电阻超过 1 000 Ω 时准确率下降。文献［10］利

用小波能量矩进行故障辨识，但该方法依赖部分频

带能量，当阈值设定不合理时，以及配电网拓扑结

构变化时，高阻接地故障辨识效果较差。总体而

言，单一特征量或局部故障特征构建的识别判据，

在线路末端故障或数千欧级故障等极端场景［11-12］下

可能出现漏判，且易受配电网结构变化的影响，导

致故障识别的可靠性较低。

人工智能方法不需要人工设定阈值，减少了知

识驱动方法的漏判［13-15］。文献［16-17］训练进化神

经网络（evolutionary neural network，ENN）和卷积

神经网络（convolutional neural network，CNN）判定

高阻接地故障。文献［18］采用半监督学习技术，实

现了在无标签数据集下的高阻接地故障识别。文

献［19］以零序电流的时域波形为 CNN 的输入，实

现了高阻接地故障与扰动工况的辨识。数据驱动

技术的高阻接地故障辨识方法在一定程度上缓解

了阈值选择的难题，但人工智能方法主要侧重于提

取信号的局部特征，算法参数结构缺乏可解释性，

使数据驱动方法用于高阻接地故障辨识时存在一

定的决策风险［20-22］。

综上所述，数据驱动方法的算法结构缺乏可解

释性，知识驱动方法阈值整定后准确率不高。因

此，本文用先验知识引导数据驱动，优化模型架构，

结合知识驱动与数据驱动，实现优缺互补，提高模

型整体的准确率。本文提出了一种基于数据‒知识

联合驱动的配电网高阻接地故障辨识方法。首先，

通过全景特征分析了高阻接地故障与正常扰动工

况信号的差异。在此基础上，本文探讨了基于全景

能量分布特征的知识驱动识别模型的耐故障能力，

并结合改进的 Transformer 模型的人工智能辨识方

法，构建了一种基于串联机制的数据‒知识联合驱

动模型。仿真结果表明，所提方法能够准确辨识高

阻接地故障，且有较强的抗噪声能力。

1　全景信号时频差异性分析

1.1　故障全景信号时‒频域波形

IEEE 33 配电网拓扑结构模型如图 1所示。图 1
中，节点 18、22、25、33 为配电网末端节点，节点 2、3、
6 为分支节点；每个节点处均设置了接地故障，以充

分获取发生在配电线路首端、中端、末端的故障数

据；节点 1 处设置了电压信号检测点。

本文基于故障全景特征波形，通过对故障电压

全景特征信号进行处理，得到了如图 2 所示的故障

全景特征时频域波形［23-25］。

1.2　时频分布差异性分析

在配电网中，正常暂态扰动易与高阻接地故障

信号混淆，引起误判。为提升高阻接地故障的辨识

准确度，须深入分析其与正常扰动工况全景波形的
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图 1    IEEE 33 节点配电网结构模型

Figure 1    IEEE 33⁃node distribution network structure model
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图 2　故障全景特征时频域波形

Figure 2　Time⁃frequency waveform of fault panoramic 
characteristics
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差异。本文将小波变换与熵理论相结合，采用小波

时频熵信号分析方法来表征信号在时域与频域的

能量分布特征。

1.2.1　频域差异性分析

故障与扰动信号在不同分解层数下会呈现衰

减或增强的特性。基于小波时频熵的概念，通过计

算得到的时频熵值能够反映故障与扰动全景波形

的变化规律，从而定量描述二者在频域上的能量分

布情况。

图 3 展示了小波包时频熵值随分解层数变化的

情况。随着分解层数的增加，高阻接地故障与正常

暂态扰动在能量分布上的差异性逐渐显著。从图 3
可以看出，高阻接地故障的时频熵值在 16 个分解尺

度上均大于 0，随着分解尺度的增加而减少。相比

之下，3 种正常暂态扰动的时频熵在分解尺度大于 8
后，其时频熵值均降至 0，并随着分解尺度的增加而

快速下降。由此可得出，在频域上的能量分布存在

显著差异。

1.2.2　时域差异性分析

为了比较时域特征上的差异，本文通过引入滑

动时间窗，以直观地观察时频熵随时间的变化趋

势，从而揭示故障和扰动在时域的差异。

图 4 展示了小波包时频熵值随时间变化的情

况。从图 4 可以看出，时间窗的前半部分高阻接地

故障与正常暂态扰动分布较相似。时间窗的后半

部分高阻接地故障和前半部分分布相似，而正常暂

态扰动时频熵值递减，最终趋近于 0。
综上所述，无论从时域还是频域角度看，高阻

接地故障与正常暂态扰动都有着明显差异。因此，

利用这一差异性可以有效地区分故障与扰动，实现

高阻接地故障的有效辨识。

2　数据‒知识联合驱动的高阻接地故

障辨识方法

2.1　基于时频能谱矩阵的知识驱动模型

为了分析知识驱动对不同阈值的有效辨识能

力，本文以文献［26］中的基于全波形能量分布特征

的高阻接地故障辨识方法为例，提取全景波形的能

量特征，引入时频能谱矩阵，通过建立反映行波信

号时频能量分布特征的时频能谱矩阵，全面揭示了

全景特征波形在时域和频域上的能量分布特征。

稀疏因子是衡量信号能量稀疏程度的工具。

稀疏因子越大，能量分布越均匀；稀疏因子越小，能

量分布越集中。本文引入稀疏因子的概念作为高

阻接地故障辨识算法的重要依据：

S = { T，
-
E ij > η }

{ -E ij }
（1）

式中，{ T，
--
E ij > η }表示满足大于阈值的所有因子的

个数；T 为统计阈值条件成立的元素数量；η 为特征

能量矩阵元素的筛选阈值；{ -E ij }表示特征能量矩阵
-
E ij 中因子的总个数。

不同的配电网络环境以及各种噪声和电网内

部波动都可能影响时频能谱矩阵的构建，进而影响

稀疏因子的准确计算。稀疏因子方法在区分高阻

接地故障与正常暂态扰动时，需要依赖一个适当设

置的阈值，而确定阈值需要依赖大量的实验和数据

分析。这意味着在不同的网络环境下或者面对多

变的工况时，可能需要调整阈值以保持稀疏因子方

法的准确性和有效性，这使得稀疏因子方法在应对

复杂情况时显得较为困难。

图 5 展示了根据大量仿真配电网系统中的各种

工况，得到的不同阈值故障检测率。当稀疏因子值
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Figure 3　Variation of wavelet packet time⁃frequency 
entropy with number of decomposition layers
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偏大时，准确率为 84% 左右，这是由于末端发生高

阻接地故障等极端情况时，行波折反射过程越长，

能量衰减越严重，造成稀疏因子较小，其值低于阈值，

系统将末端高阻接地故障误判为正常暂态扰动，导

致准确率不高；当稀疏因子值偏小时，准确率为 82%
左右，这是由于受各种噪声干扰，高阻接地故障和

正常扰动工况的稀疏因子略大，正常扰动工况的稀

疏因子的值会高于阈值，系统将其误判为高阻接地

故障，检测准确率有所下降。即使当稀疏因子取合

适 的 阈 值 时 ，如 阈 值 为 0.612 时 ，准 确 率 最 高 为

87%，仍受能量衰减、噪声干扰等影响，还存在误判

的可能，并且在仿真实验过程中，当过渡电阻达到

5 kΩ以上时，出错率偏高，耐过渡电阻能力低，未能满

足当前继电保护关于高阻接地故障检测的要求。

2.2　基于 Transformer的数据驱动模型

在电气工程领域，尤其是涉及安全关键的配电

网时，数据驱动方法面临着一些挑战。首先，数据

驱动方法缺乏对故障机理的深刻解释，通常侧重于

预测结果而非理解故障的根本原因。其次，由于配

电网中的拓扑结构变化，其基于数据驱动的故障辨

识准确率会发生显著下降，数据驱动方法往往注重

模型的预测性能，却可能忽略了其在不同条件下的

泛化能力。因此，在配电网的高阻接地故障辨识

中，数据驱动方法需要在提升预测能力的同时，更

加关注模型的解释性和泛化性，以确保其在实际应

用中的可靠性和安全性。

为了更有效地提高高阻接地故障辨识的准确

性以及模型应对各种场景的泛化能力，本文选用

Transformer 作为数据驱动模型。Transformer 编码

器基本结构如图 6 所示。Transformer 是一种基于

自注意力机制的新架构，通过捕捉输入与输出之间

的依赖关系，实现序列输入的并行计算。其各模块

的工作原理如下。

1） 自注意力机制的全局特征捕捉能力。

自注意力机制是 Transformer模型的核心：

Attention ( Q，K，V )= softmax ( QK T

dk

)V （2）

式中，Attention ( · )表示缩放点积注意力计算函数；

softmax ( · )表示归一化指数函数；Q、K 和 V 分别为

查询、键和值矩阵；dk 为缩放因子，用于解决高维向

量点积时，结果方差过大、softmax 后梯度消失的问

题。自注意力机制在输入序列的所有位置间建立

全局依赖关系，从而捕捉序列中不同元素的信息。

这种全局视野使得模型能够处理配电网高阻接地

故障辨识中复杂的时频特征，有效提升模型在不同

类型输入数据上的泛化能力，同时也增强了对各种

噪声的鲁棒性。

2） 位置编码的序列信息的引入。

Transformer 模型使用位置编码来引入位置信

息，以弥补其架构不依赖序列顺序的不足。位置编

码如下：

PE pPos，2i = sin ( pPos

10 0002i/dm
) （3）

PE pPos，2i = cos ( pPos

10 0002i/dm 
) （4）

式中，PE pPos，2i 为序列中的位置为 pPos 的向量在第 2i维

上的位置编码值；ppos 为位置的索引；i 为维度的索

引；m 为模型的隐藏层维度。

这种位置编码机制使得模型能够在不同长度

的输入数据上保持良好的性能，进一步增强了模型

在处理长短序列时的泛化能力。通过位置编码，模

型能够更好地捕捉到长距离依赖关系，提高在复杂

电网信号环境中的表现，增强抗噪声能力。

3） 编码器的深层特征提取。

本文的 Transformer模型仅保留编码器部分，并

在编码器后面添加多层感知器层，以充分利用其特

征提取能力。编码器由多个相同的层叠加而成，每
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图 5　不同阈值故障检测率

Figure 5　Fault detection rates under different thresholds
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图 6　编码器基本结构

Figure 6　Basic structure of encoder
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个层包括自注意力机制和前馈神经网络，编码器第  
l 层的输出公式为

EncoderLayer1 ( I input )=
FFN ( MultiHead( I input，I input，I input ) ) （5）

式中，EncoderLayer1 ( · ) 表示 Transformer 编码器第

1 层的前向传播计算函数；MultiHead( · )表示多头自

注意力计算函数；FFN ( · )表示前馈神经网络计算函

数；I input 为输入向量。

前馈神经网络包含两个线性变换和一个激活

函数：

FFN ( x )= max ( 0，xW 1 + b1 )W 2 + b2 （6）
式中，W1、W2分别为第一个和第二个线性变换的权

重矩阵；b1、b2分别为第一个和第二个线性变换的偏

置向量。

通过这种深层结构，模型能够在不同场景下有

效提取特征，提高对不同数据分布的适应能力和鲁

棒性，进一步增强泛化能力和抗噪声能力。

4） 交叉注意力机制的特征融合。

为了更好地处理故障和扰动信号之间的复杂

关系，本文引入了交叉注意力机制。交叉注意力机

制能够将不同特征进行交互融合，提高辨识效果：

CrossAttention ( Q，K，V )= softmax ( )QK T

dk

V  （7）

式中，CrossAttention ( ·)表示交叉注意力特征融合

计算函数；softmax( ·)表示归一化指数函数。

这种机制使得模型能够在不同来源的特征间

建立关联，增强模型在复杂电网环境下的特征提取

和融合能力，提高泛化能力和抗噪声能力。

5） 噪声环境下的鲁棒性。

Transformer 模型通过自注意力机制和多头自

注意力机制，能够同时考虑序列中的所有元素，减

少噪声对模型的影响。这种机制使得模型在噪声

环境下仍能提取到有效特征，增强抗噪声能力。通

过多头自注意力机制，模型能够从不同子空间中提

取多样化特征，进一步增强抗噪声能力。

通过自注意力机制、位置编码、深层编码器结

构、交叉注意力机制和噪声环境下的鲁棒性，本文

的 Transformer 模型在不同类型和长度的输入数据

上表现出色。它不仅能够捕捉全局和局部特征，还

能够有效处理噪声和不同数据分布，显著提高了高

阻接地故障辨识的泛化能力和抗噪声能力，这使得

模型在复杂的电网环境中能够更加准确、稳定地识

别故障，确保配电网的安全运行。

2.3　基于串联机制的数据‒知识联合驱动模型

综合上述分析可知，知识驱动决策原理清晰，

但模型简化程度较高，导致计算精度不足；而数据

驱动模型虽然适用性强，但可解释性较差，使得决

策结果缺乏可信度。若能利用知识驱动的先验知

识引导数据驱动模型的训练，充分发挥模型的学习

与适应能力，实现知识与数据模型的优势互补，将

有助于提升高阻接地故障辨识方法的准确性。基

于这一思路，本文设计了一种基于串联机制的知识‒
数据联合驱动模型。

2.3.1　时频 Transformer模型

单个网络可以产生良好的分类结果，但在训练

过程中可能会丢失存在于不同尺度的有用信息。

本文在时频特征提取的基础上，设计了一种改进的

Transformer 模型。传统的 Transformer 模型擅长处

理单一序列数据，本文将其扩展为能够同时处理来

自时域和频域的特征输入，然后利用交叉注意力机

制，使得模型同时处理时域和频域特征。

交叉注意力机制是 Transformer 模型的核心部

分。它能够在时域和频域特征之间建立动态的权

重关系，使模型能够在每一时刻选择最相关的特征

进行处理。模型计算时域特征和频域特征之间的

相关性，并生成相似度矩阵；根据相似度矩阵，动态

调整时域和频域特征的权重；融合加权后的时域和

频域特征，使得模型能够从全局的时频信息中学习

到更加精准的故障特征。交叉注意力机制使得模

型能够捕捉时域和频域特征之间的复杂关系，有效

提高了对高阻接地故障的辨识能力。

本文在交叉注意力机制的基础上，引入了门控

融合策略，进一步优化特征的整合过程。门控融合

通过设置控制门，选择性地集成时域和频域特征，

从而使模型在处理复杂信号时更加高效和精准。

时频 Transformer模型结构如图 7 所示。
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2.3.2　数据驱动模型与知识驱动模型的串联机制

针对知识驱动方法阈值整定准确率不高的问

题，同时也为了有效区分故障信号与正常扰动，本

文根据时频能谱特征分析，在配电网的中端设置了

一个高阻接地故障测试点。通过对这一测试点的

信号进行分析，计算出稀疏因子值，并将其作为划

分知识驱动和数据驱动方法的阈值。

当稀疏因子小于设定的阈值时，可使用数据驱

动的方法进行处理，因为此时信号的特征不足以通

过知识驱动的方法进行准确辨识，须依赖数据驱动

来避免误判为扰动；当稀疏因子大于设定的阈值

时，可使用知识驱动的方法处理。因此，数据驱动

方法被用于增强对这些信号的检测，避免因误判而

导致的保护拒动。

据此，设置检测判据：

S > S set （8）
式中，S 为用来衡量时频能量分布均匀性的量化指

标，数值越大，代表分布越均匀；S set 为设定的检测门

槛值。若满足判据，判定为存在高阻接地故障，反

之则串联至数据驱动模型处理。串联机制如图 8
所示。

然而，仅依赖一种方法进行故障辨识可能存在

潜在的风险。为保障系统实际应用的准确性，稀疏

因子较小且经知识驱动判定为扰动的信号将被进

一步交由数据驱动方法进行二次确认。这种双重

验证机制不仅提高了故障辨识的准确性，还能减少

因保护装置拒动而导致的系统安全风险。

系统通过这种结合方法，能够更全面地利用两

种方法的优势，实现更高的故障检测准确率和系统

保护的可靠性。知识驱动方法提供了对信号的初

步筛选，而数据驱动方法则在复杂和不确定的情况

下提供了补充验证，有效地解决了单一方法可能导

致的误判问题。

2.4　基于数据‒知识联合的高阻接地故障辨识流程

综上所述，数据‒知识串联驱动的高阻接地故

障辨识流程如图 9 所示，具体步骤如下。

1）高阻接地故障与正常暂态扰动的电压信号

采用全景特征检测装置收集，截取高阻接地故障与

正常暂态扰动发生后的 200 μs 时间窗内的全景特

征，通过相模变换以及连续小波变换获取全景信号

时频域波形。

2）进入知识驱动判别阶段，构建时频能谱矩

阵，通过全景信号能量突变特征，选取中端故障稀

疏因子值为知识驱动和数据驱动的整定值，根据

式（8）判断配电线路是否有故障发生。若达到整定

值，则输出辨识结果；若未达到整定值，则进入

步骤 3）。

3）进入数据驱动判别阶段，将全景波形进行时

域和频域归一化处理，按照 3︰1 的比例将数据集划

分为训练集和测试集；搭建时频 Transformer 模型，

按照文 2.3.1 所述方法训练模型；调用完成训练的时

频 Transformer模型进行辨识，输出辨识结果。

3　仿真分析

3.1　高阻接地故障样本集构建

为验证所提基于知识‒数据联合驱动的高阻故

障检测方案的有效性与适应性，本文基于 PSCAD
仿真平台搭建了如图 1 所示的 IEEE 33 节点配电网

仿真模型，设定采样频率为 1 MHz，并设置不同的

运行参数，模拟了高阻接地故障和正常扰动工况。

仿真样本参数设置如表 1 所示。

数
据
驱
动
模
型

知
识
驱
动
模
型

模
型
串
联

时频

能量

特征

输出结果输入信号

串联机制

数据‒知识联合驱动模型

图 8　串联机制

Figure 8　Series mechanism

开始

收集高阻接地故障与正
常暂态扰动电压信号

知识驱动模型

相模变换、连续小波变
换获取全景特征波形

构建时频能谱矩阵

计算稀疏因子值

SF 是否满足判扰

是

否

高阻接地故障 正常暂态扰动

数据驱动模型

构建样本集，分为训练集
和测试集，添加位置信息

根据时频信号特征构建
Transformer模型

搭建交叉注意力和门控机
制融合特征并训练模型

模型训练完成
保存模型参数

调用时频Transformer
模型辨识

输出结果

图 9　高阻接地故障辨识流程

Figure 9　High⁃impedance ground fault
 identification process

94



第 41 卷第 3 期 陈 明，等：基于数据‒知识联合驱动的配电网高阻接地故障辨识方法

考虑高阻接地故障常常伴随着电弧发生，在建

立高阻接地故障模型时应考虑电弧特性，本文使用

Emanuel 模型作为高阻接地故障模型，如图 10 所

示，其中 R 为故障点的串联接地电阻；R p 为正向支

路等效接地电阻；R n 为反向支路等效接地电阻；D p

为正向导通二极管；D n 为反向导通二极管；V n 为反

向电弧电压；V p 为正向电弧电压。该模型为根据大

量现场实验数据建立的经验模型，由于其参数调节

简单，与实际故障相似程度高，在国内外研究中有

着广泛的应用。

本文在 PSCAD 仿真平台上搭建电容投切、空

载线路投切、负荷投切模型，发现在配电网中都会

引起短暂的暂态振荡过程，振荡的频率和幅值取决

于各元件参数以及合闸、分闸时刻的初相角。值得

注意的是，在分闸操作中，若断路器性能不良，开关

触头可能被电容或空载线路的残余电压击穿，在暂

态过程中重燃，出现更严重的振荡。由于配电网中

这些投切操作都会引起系统正常的暂态振荡扰动，

而高阻接地故障由击穿空气电弧和电流土壤流散

的过程组成，故障也会导致配电网系统产生暂态振

荡，二者在波形检测中极为相似，常规继电保护装

置易误动，降低了供电可靠性。

3.2　准确性分析

本文从测试样本集中选取一个中端故障样本

进行分析。经仿真分析，中端故障点的稀疏因子值

为 0.612，以此作为知识驱动模型与数据驱动模型的

串联点。

不管是训练集还是测试集，故障类与扰动类样

本 都 能 够 被 准 确 识 别 ，模 型 总 识 别 率 达 到 了  
97.8%。从测试集中选取高阻接地故障 A、B1、B2、
C，分别代表首端故障、中端低阻故障、中端高阻故

障以及末端故障。根据文献［26］可知，正常暂态扰

动首端处稀疏因子值较大，因此分析对象应分别为

这 3 类扰动的首端点。故障和扰动的区分结果如

表 2 所示。

在表 1 所示的故障检测中，由行波传输机理可

知，行波传输距离越远，即故障发生位置离检测装

置越远，高频分量衰减就越严重，导致相应的稀疏

因子越小。故障 A 和故障 B1 离检测点较近，稀疏因

子值较大，所提方法根据转换因子正确引导知识模

型进行检测。故障 B2 虽和故障 B1 的位置相同，但

过渡电阻较大，稀疏因子较小，所提方法根据串联

点正确引导了数据模型进行辨识。故障 C 处的稀疏

因子值最小，所提方法根据串联点正确引导了数据

模型进行辨识。本文在检测装置处投切 3 类扰动，

得到扰动的最大稀疏因子，为了保证识别的准确

性，根据文 2.3.2 中的结论，将扰动引导至数据驱动

模型进行双重识别。

3.3　灵敏性分析

3.3.1　故障位置的影响

本文根据图 1 所示的 IEEE 33 节点配电网仿真

模型，选取线路上的不同位置发生高阻接地故障进

行仿真分析，在节点 2、6、16（对应线路的首端、中端

表 1　仿真样本参数设置

Table 1　Simulation sample parameter settings

参数

高阻接地

故障

电容投切

负荷投切

空载线路

投切

投入位置

2⁃33

母线处

母线处

母线处

初相角

0°、5°、30°、
60°、90°、

120°、150°

单位

Ω
Ω
Ω
Ω
Ω
Ω

kvar
kvar

MW
MW
MW

km
km
km

数值

500
2 000
4 000
6 000
8 000

10 000

3 600
4 800

0.5
1.0
1.5

1
2
3

样本数

1 344

98

147

147

Rp Dp
Vp

Rn Dn Vn

R

图 10　高阻接地故障模型

Figure 10　High⁃impedance ground fault model

表 2　故障和扰动区分结果

Table 2　Fault and disturbance differentiation results
类型

A

B1

B2

C

电容投切

负荷投切

空载线路投切

稀疏因子

0.767

0.706

0.609

0.573

0.462

0.532

0.498

区分模型

知识驱动

知识驱动

数据驱动

数据驱动

数据驱动

数据驱动

数据驱动

区分结果

高阻故障

高阻故障

高阻故障

高阻故障

暂态扰动

暂态扰动

暂态扰动
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和末端）处设定故障初始参数，分别为初相角 30°，故
障电阻 3 kΩ，不同故障位置仿真结果如表 3 所示。

从表 3 可以看出，随着故障点离检测点距离的

增加，稀疏因子值减小，全景波形稀疏因子的衰减

变严重，因此模型主要依赖于数据驱动。然而，上

述仿真结果均满足准确性要求，说明本文提出的辨

识方法设置合理，能够可靠辨识。

3.3.2　不同过渡电阻和故障初相角的影响

本文以串联模型点 B1 为例，设置高阻接地故

障，选取的故障发生位置距离检测点为一定值，为

验证该辨识方法的有效性，针对故障发生时不同的

过渡电阻和故障初相角进行仿真验证，不同过渡电

阻、故障初相角的仿真结果如表 4 所示。

由表 4 可知，不同过渡电阻和故障初相角情况

下计算所得稀疏因子有较大差异，当过渡电阻超过

5 kΩ 时，稀疏因子值减小较多，但根据判别模型将

故障引导至数据驱动，所提方法仍能准确辨识高阻

接地故障。

3.3.3　噪声干扰的影响

为了评估所提方法的抗噪声干扰能力，本文在

原始信号中引入了不同强度的白噪声，不同信噪比

下的仿真结果如表 5 所示。

由表 5 可知，当加入噪声后，本文所提方法仍能

可靠识别。为了进一步分析方法的抗噪声性能，本

文还统计了 3 种方法在不同噪声水平下在节点 6 处

故障时的平均误报率和漏报率，如表 6 所示。

从表 6 可以看出，随着噪声水平的增加，3 种方

法的误报率和漏报率均有所上升。然而，本文提出

的联合驱动方法在各种噪声水平下都保持了较低

的误报率和漏报率，特别是在较高噪声环境下，其

误报率和漏报率分别只有 3.6% 和 4.2%，明显优于

其他两种方法。

3.3.4　拓扑结构变化下的泛化能力分析

在实际系统中，当配电网的拓扑结构发生变化

时，传统方法对故障识别的准确性会显著降低。为

了验证本文所提出的高阻接地故障识别方法的泛

化性能，可改变 IEEE 33 节点的配电网结构并进行

仿真验证。拓扑结构变化如图 11 所示，在配电网结

构的基础上将节点 8—21、9—16、12—22、18—33 和

25—29 之间增设联络开关。

本文将 IEEE 33 节点算例在 PSCAD 中根据联

络开关的不同组合，以节点 1 为检测点，对不同组合

下的配电网进行高阻接地故障和正常暂态扰动的

仿真分析。在拓扑结构变化后的配电网中，分别在

节点 1 投切正常暂态扰动和节点 6 投切高阻接地故

障，共得到故障及扰动测试集 650 个。

为了全面评估所提方法的性能，本文将其与其

他几种常用的高阻接地故障检测方法进行了对比。

这些方法包括稀疏因子法、基于 Transformer的人工

智能法，其故障识别准确率如表 7 所示。

表 3　不同故障位置仿真结果

Table 3　Simulation results at different fault locations
故障位置

2

6

16

稀疏因子

0.783

0.679

0.568

检测模型

知识驱动

知识驱动

数据驱动

检测结果

高阻故障

高阻故障

高阻故障

表 4　不同过渡电阻、故障初相角的仿真结果

Table 4　Simulation results under different transition 
resistances and fault initial phase angles

故障初

相角/（°）

5

5

5

30
30
30

60
60
60

90
90
90

过渡电阻/
kΩ

1

5

10

1 000
5

10

1
5

10

1
5

10

稀疏因子

0.749

0.607

0.501

0.758
0.634
0.512

0.732
0.601
0.508

0.712
0.593
0.497

检测模型

知识模型

数据模型

数据模型

知识模型

知识模型

数据模型

知识模型

数据模型

数据模型

知识模型

数据模型

数据模型

检测判据

√

√

√

√
√
√

√
√
√

√
√
√

表 5　不同信噪比下的仿真结果

Table 5　Simulation results under different signal⁃
to⁃noise ratios

信噪比/dB

40

20
10

高阻接地故障/%

100.00

98.97
75.39

正常暂态扰动/%

98.76

96.37
93.14

表 6　平均误报率和漏报率

Table 6　Average false alarm rate and missed alarm rate

模型

知识驱动

数据驱动

本文方法

误报率/%

信噪比

40 dB

1.2

1.5

0.8

信噪比

20 dB

4.5

3.2

1.5

信噪比

10 dB

18.5

7.2

3.6

漏报率/%

信噪比

40 dB

0.8

1.5

0.3

信噪比

20 dB

5.5

2.8

1.5

信噪比

10 dB

16.5

9.8

4.2
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从可解释性角度分析，稀疏因子法机理清晰，

样本的检测方法是经过阈值整定逐步实现的，但从

全景信号的传播机理分析，网络拓扑结构的变化会

在一定程度上改变全景特征波形的折反射过程，从

而对稀疏因子产生影响；基于时频 Transformer的人

工智能模型，通过引入注意力机制来强化网络的学

习能力，从而适应拓扑结构变化，但可解释性不足。

与上述两类方法相比，本文提出的方法通过灵活结

合两类检测方式的优势，在检测准确率上表现突出。

由于 Transformer为长序列模型，与传统人工智

能 CNN 模型进行计算时间的比较发现，CNN 模型

计算时间更短，但 Transformer 模型只比 CNN 模型

计算时间慢 10% 左右，并且 Transformer 因其全局

感受野的特征提取能力，模型的准确率更高。

4　结束语

本文创新性地构建了一种数据驱动与知识引

导相融合的配电网高阻接地故障智能辨识方法。

通过结合时频分析技术、数据驱动方法和知识驱动

方法，全面分析了高阻接地故障信号的时频特征，

构建了一个高效、准确的故障辨识模型。本文通过

仿真验证了所提方法的可行性，结论如下。

1） 在全景特征分析方面，定性分析了高阻接地

故障与正常扰动工况全景波形在时频域上的差异。

2） 提出了一种基于全景特征分析的数据‒知识

串联模型用于高阻接地故障辨识。与传统模型相

比，改进后的模型表现出更高的故障辨识准确率，

证明了串联模型在泛化能力和抗噪声性能方面具

有优越性，更适合高阻接地故障辨识。

3） 仿真实验验证表明，所提方法在配电网线路末

端 10 kΩ高阻接地故障场景下表现出良好的动作可靠

性，并在不同故障工况下均实现了高精度故障辨识。
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