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电网线路复杂扰动下电力检修作业装备关键
部件异常状态预警与故障诊断
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摘　要：输电线路检修作业是保障高可靠供电的重要手段，采用智能化运检装备替代人工作业已成为趋势，输电线

路检修作业电力装备长期工作于高空强风扰动和强电干扰环境下，其关键部件极易受到损害从而导致故障发生。

因此，准确诊断智能化电力检修作业装备的故障对保障电网安全稳定运行具有重要意义。通过短时傅里叶变换从测

量信号中创建时空图并提取智能化电力检修作业装备的故障诊断特征，采用深度强化学习框架来增强诊断过程，同时

采用 ChebyGCN 对不同故障状态和工况下的故障特征进行分类。这是 DRL和 ChebyGCN 首次联合用于智能化电力

检修作业装备故障诊断。在自建数据集和公开数据集上进行了全面的实验以验证所提方法的有效性，其中本文提出

的诊断准确率分别为 99.51% 和 100%，与常见的预测模型相比，所提出的方法能取得更高的预测精度。
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Abstract： Transmission line maintenance is an important way to ensure highly reliable power supply. The adoption of 

intelligent power maintenance equipment to replace manual labor has become a trend. Transmission line maintenance 

equipment operates in the environment of high-altitude strong wind disturbance and strong electric interference for a 

long time， and its key components are easily damaged， which leads to failures. Therefore， it is significant to accurately 

diagnose the faults of intelligent power maintenance equipment for ensuring the safe and stable operation of the power 

grid. In this paper， spatial-temporal graph is created from the measured signals by short-time Fourier transform， and the 

fault diagnosis features of intelligent power maintenance equipment are extracted. The deep reinforcement learning 

framework is used to enhance the diagnosis process， and ChebyGCN is used to classify the fault features in different 

fault states and working conditions. This is the first time that DRL and ChebyGCN are jointly used for fault diagnosis of 

intelligent power maintenance equipment. Comprehensive experiments are carried out on a self-built dataset and a public 

dataset to verify the effectiveness of the proposed method， in which its diagnostic accuracy is 99.51% and 100%， 

respectively. Compared with common prediction models， the proposed method can achieve higher prediction accuracy.

Key words： power maintenance equipment； fault diagnosis； complex disturbance of power grid lines； graph 

convolutional neural network； deep reinforcement learning
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新型电力系统的构建对电网安全稳定运行提

出了更高要求，输电线路检修作业是保障高可靠供

电的重要手段。为保证输电线路检修作业的人身

安全和高效性，采用智能化电力检修作业装备替代

人工作业已成为趋势［1］。目前，已有无人机抛绳、传

递工器具/物料、智能化固定螺栓等技术，其中智能

化电力检修作业平台具有操作自由度高、易于实现

接触式检修等特点，成为了智能化运检核心装备

之一［2］。

输电线路检修作业平台作为复杂机电系统，

长期工作于高空强风扰动和强电干扰环境下，其

关键部件极易受到损害从而导致故障发生［3］。作

业时电力检修作业装备发生故障会导致检修作业

停止，严重时造成系统停电等事故，极大影响供电

可靠性。现阶段输电线路检修作业平台主要采用

多自由度机械臂结构，其中谐波减速器［4］等关节

传动部件发生故障的概率最大。因此，准确开展

输电线路检修作业装备关键部件异常状态预警与

故障诊断对保障电力系统安全稳定运行具有重要

意义。

传统故障诊断方法通常通过分析设备运行中

采集的相关测量信号实现［5-6］。然而，电流［7］、振动［8］

等时序信号往往具有非平稳特性且被复杂噪声干

扰，导致在信号处理中有效提取故障特征颇具挑

战。相关研究表明，采用图建模方法可提取状态信

号中隐含的结构与拓扑信息，该方法在捕捉非平稳

信号长程相关性方面展现出显著优势。其中，图卷

积网络（graph convolutional networks， GCNs）［9］可

在图结构的边端高效传播与融合信息，通过迭代聚

合和变换相邻节点特征获取节点的特征表示。鉴

于 GCN 在空间信息建模方面的显著优势，研究人

员已将其引入故障诊断领域［10］。

尽管 GCN 在图数据的机械故障诊断中表现优

异，但不同节点需要不同的聚合迭代次数以全面捕

捉结构信息［11］。而将 GCN 应用于电力检修作业装

备故障诊断时面临的挑战在于图节点通常具有多

种属性，导致特征呈现高维性［12］。即便针对单个

节点采用了合适的聚合策略，在这些节点上训练

GCN 仍存在困难，这是因为需要将其输入不同数

量的网络层，且对采样节点的管理不足会显著影响

算法的训练效率。这需要探索为每个节点自适应

聚合不同距离的邻居并进行优化，以提升 GCN 的

性能。

深 度 强 化 学 习（deep reinforcement learning， 
DRL）［13］已被广泛应用于各领域的优化任务。文

献［14］利用强化学习进行交通流预测并优化交通

控制策略；文献［15］将强化学习与图注意力算法结

合用于风电设备寿命预测。此外，文献［16］、［17］
则将强化学习应用于故障诊断领域，将分类任务构

建为强化学习智能体的博弈过程，以实现故障的预

测与分类。

本文提出了一种用于优化图神经网络结构与

聚合策略的深度强化学习电力检修作业装备故障

诊断方法，其中将图表示学习建模为马尔可夫决策

过程（Markov decision process， MDP）。所提出的

马尔可夫决策过程将采样过程与消息传递有效融

合为统一的学习流程。为求解该马尔可夫决策过

程，本文采用定制化奖励函数的深度强化学习算法

训练智能体，并引入参数共享与缓冲区机制以支持

批量训练，提升训练效率。

1　 输 电 线 路 检 修 作 业 装 备 DRL-

ChebyGCN模型结构

1.1　DRL-ChebyGCN模型整体结构

DRL-ChebyGCN（Deep Reinforcement Learning⁃ 
Chebyshev Graph Convolutional Network）模型的总

体结构如图 1 所示［18］。总的来说，DRL-ChebyGCN
故障诊断流程分为 3 个步骤。

1）预处理阶段。通过短时傅里叶变换提取电

力检修作业装备信号，利用欧式距离连接节点构建

时空图，再利用拉普拉斯矩阵进行特征提取，构建

拉普拉斯特征图，将网络从图分类变成节点分类

任务。

2）智能体训练过程。在此阶段，强化学习智能

体被引入并与已构建的图结构环境展开持续交互。

通过大量的迭代训练，智能体逐步探索并学习到在

该图结构环境下的最优行为策略，最终得到具备最

优策略的智能体。

3）故障诊断测试阶段。在这一阶段，智能体

基于自身已学习到的最优策略，对测试集中的节

点特征进行深入分析与判断。随后，根据节点特

征 的 具 体 属 性 与 类 别 ，为 其 分 配 相 应 的

ChebyGCN 层进行针对性识别。ChebyGCN 层凭

借其独特的图卷积运算能力，高效提取节点特征

的深层信息，进而实现对电力检修作业装备故障

类型的准确分类。
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1.2　图构建模块

图结构数据的构建过程如图 2 所示。一个图

g=（v，E）包括了一个节点集合 v 和边集合 E，其中

vi∈v 代表一个节点，eij∈E 代表由 vi 指向 vj 的一条

边。节点 vi可以是一个值或者一个特征向量，每个

节点可以代表不同的实体或者对象，而在本方法中

不同的节点表示来自不同故障源的数据。所有节

点组成的集合 v 也称为节点特征矩阵。边 eij表示节

点间的关系或连接，所有边构成了图的邻接矩阵

Madjacency∈RN×N，N 表示节点的数量。

首先将信号使用短时傅里叶变换切割成 k 段进

行特征提取，特征由下式计算：

X ( k，m )= ∑
n = 0

N - 1

x [ n ] ω* [ n - mΔM ] e-j2πkΔfn  （1）

式中，X ( k，m ) 为在时间索引 m 和频率索引 k 处的

STFT（Short-Time Fourier Transform）结果；x［n］

为原始振动信号在第 n 个采样点处的离散幅值；

ω* [ n - mΔM ]为窗函数，作用于信号的局部区域，

m 是窗的索引；ΔM 为移动步长，用于确定窗口在信

号中的位置；e-j2πkΔfn 为傅里叶变换的旋转因子；Δf为

频率分辨率，如果信号的采样率为 fs，STFT 的频率

索引为 k，则索引对应的频率 fk = kΔf。其中 Δf =
fs /N。

时空图可以通过以下方式计算：

S ( k，m )= |X ( k，m ) |2 /L （2）
式中，S ( k，m ) 为在频率 1≤k≤K 和时间 0≤m≤M
区间下的输出；L 为窗的长度。作为时空图的节点

特征，每个片段的频率 F 1，F 2，…，Fk 表示节点在不

同时间帧上的能量序列，节点之间的权重由欧式距

离公式计算，即

W i，j = ∑
t = t0

tm

Dis { S ( Fi，t )，S ( Fj，t ) } （3）

式中，Dis（∗，∗）为在特定时间点 t 处节点 Fi 和 Fj 之

间的欧几里得距离，由此完成时空图的构建。

在谱图分析中，对称归一化拉普拉斯矩阵的定

义为

L s = In - D
- 1

2 AD
- 1

2 （4）

D = ∑
i = 1

K

∑
j = 1，j ≠ i

K

W i，j （5）

式中，In 为单位矩阵；D 为图的对角度矩阵；L s 为对

称归一化拉普拉斯矩阵；K 为节点数。利用傅里叶

步骤 1）：数据预处理
原始测量信号 STFT 特征

时空图

拉普拉斯矩阵

( )w1，1 … w1，k⋮ ⋱ ⋮
wk，1 … wk，k

特征向量
λ0 λ1 … λn‒1

步骤 2）：智能体训练过程 DRL 模块

随机   采样

环境 状态 st

下一状态st+1

奖励值 rt

动作 at

节点状态

Eval-Net

Sn Sn+1Mini-batch

经验回放缓冲区

（St，at，rt，St，T tterminal）
…

（S2，a2，r2，S2，T 2terminal）
（S1，a1，r1，S1，T 1terminal）

（Sn，an，rn，Sn+1，T nterminal）

网络参数复制

梯度下降

当前Q值 目标Q值

Target Net（MLP）

步骤 3）：故障诊断测试

测试数据集

采样

当前状态
λ0 λ1 … λn‒1

最优智能体

动作    执行

SoftMax

…
标
签
1

标
签
2

标
签
N

MSE loss

F1F2 F3

Ft

…

图 1　DRL⁃ChebyGCN 模型整体结构

Figure 1　Overall structure of DRL⁃ChebyGCN model

拉普拉斯矩阵

( )w1，1 … w1，k⋮ ⋱ ⋮
wk，1 … wk，k 特征向量

λ0 λ1 … λn‒1

STFT 输出信号

幅值计算

S（k，m）

时空图
欧式距离

构图

X（k，m）

图 2　数据预处理过程

Figure 2　Data pre⁃processing process
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变换中的特征值分解，可以将实对称拉普拉斯矩阵

L 变换为基矩 U，即

L s = UΛU T （6）
式中，Λ = diag { λ1，λ2，…，λn } 构成包含矩阵的所

有特征值的特征值矩阵 L s。每个时空图可以用

一 个 包 含 特 征 值 的 一 维 特 征 向 量 F 表 示 ，F =
[ λ1，λ2，…，λn ]。

为了构造拉普拉斯图，可以定义一个无向图

G a ={V a，，E a，，Aa}。其中，Va 为节点集，Ea 是边集。

每个节点代表一个特定的电力运检装备故障状态。

A 为邻接矩阵，表示任意一对节点之间的连接，其中

每个元素在邻接矩阵中的值为 0 或 1，即

A i，j =
ì
í
î

0，V i与V j不相互连接

1，  V i与V j相互连接
（7）

由式（7）可知，具有相同故障标签的节点相互

连接，而具有不同故障标签的节点保持不连接。在

GCNs 的邻居特征聚合过程中，信息沿边缘传播。

在拉普拉斯图中，边的存在表示两个连接的节点共

享相同的故障类型。这种安排允许聚合的特征包

含与特定故障相关的丰富信息。

1.3　强化学习图神经网络模块

根据文 1.2 中形成的图结构数据训练强化学习

智能体，智能体基于自身已学习到的最优策略，动

态调整图神经网络聚合策略，以及网络层数量来达

到最优故障诊断效果。

1.3.1　切比雪夫图卷积神经网络模块

根据式（4）、（6）图卷积可以表示为

Y = g θ ( L s ) X （8）
Y = Ug θ ( Λ )U T X （9）

式中，X 为输入矩阵；g θ 为卷积核；U 为特征向量矩

阵；Y 为图卷积的输出。

由于普通图卷积中 g θ ( Λ )的计算复杂会消耗大

量算力，因此在下式中引入了 Chebyshev 多项式展

开来解决这个问题［19］。

g 'θ ( Λ )= ∑
k = 0

K - 1

θ k T k ( ~Λ )  （10）

式中，
~
Λ 为 Λ 的归一化形式；θ k 为切比雪夫系数的向

量；T k 为第 k阶 Chebyshev 多项式。

其中，发现将式（10）展开为 Chebyshev 多项式

可以有效地近似为

ì
í
î

Tk ( x )= 2xTk - 1 ( x )- Tk - 2 ( x )
T 0 ( x )= 1，T 1 ( x )= x

  （11）

~
Λ = 2Λ

λmax
- In  （12）

式中，λmax 为 Λ 的最大元素，
~
Λ ∈ [-1，1 ]，In 为 n 阶单

位矩。因此，图卷积为

Y = ∑
k = 0

K - 1

θ k UT k ( ~Λ )U T X （13）

式中，Y 为经过 Chebyshev 谱图滤波后得到的节点

特征矩阵；X 为输入节点特征矩阵；K 为 Chebyshev
多项式的截断阶数；k 为 Chebyshev 多项式的阶次索

引；θ k 为第 k 阶 Chebyshev 多项式对应的滤波系数；

T k 为第 k阶 Chebyshev 多项式。

图卷积运算可以看作是一个滤波过程，它保留

了输入信号的维度。通过将图信号与可训练的权

矩阵相乘，可以调整特征的维度，即

Z = Cheb( X，W ( k ) )= YW ( k ) （14）
式中，W ( k )、Z 分别为第 k 个图卷积层的可训练权矩

阵和第 k 个图卷积层的输出；Cheb( ∗ )为 Chebyshev
卷积函数。在方法中，GCN 体系结构的构建可以表

示为如下的过渡方程：

h1 = Relu ( Cheb( X，W 0 ) )
⋮
hk = a = Relu ( Cheb( hk - 1，W k - 1 ) )
output = softmax ( hk = a )

（15）

式中，hk 为第 k 层的特征向量；W k 为第 k 层的可训练

参数；k = a 为强化学习代理决定的网络层的数量。

1.3.2　强化学习模块

图 1 中的步骤 2）展示了强化学习的完整训练过

程，为优化训练流程，将训练过程建模为 MDP。在  
MDP 中，核心要素包括状态、动作和奖励。

1）环境：强化学习智能体通过与环境进行交

互，识别当前时刻的环境状态，进而采取相应的动

作。在本任务中，将由所有样本所构建的图结构数

据集视为环境。

2）状态：强化学习智能体执行动作的依据，在 t
时刻，智能体从数据集中提取一个节点，将当前节

点的特征属性视为智能体的状态。

3）动作：强化学习智能体识别当前状态而做出

的相应行为，在本任务中的表现为后续图神经网络

层数的变化。

4）奖励：奖励信号定义了强化学习问题的目

标，在每个时间步骤内，环境向强化学习发出的标

量值即为奖励，它能反映智能体表现的好坏。在本

任务中，奖励与图神经网络识别的准确率相关，由

奖励函数控制。
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深度强化学习算法可用于优化上述马尔可夫

决策过程。鉴于调整 GCN层数量的动作空间是离散

的 A ∈ N，其中任何动作 a ∈ N 都是有限正整数，采用

深度 Q学习算法来解决这一问题。对于 Q学习算法，

其在策略 π下的动作值函数 Q * ( s t，，a t )被定义为

Q * ( s t，a t )= E π[Rt ( s t，a t )+
γ maxat + 1 Q

* ( s t + 1，，a t + 1 ) |s t，a t ]
（16）

式中，Eπ 为策略 π 下的预期收益；s t 为当前状态；a t 为

当前动作；γ 为超参数。γ 的值越小，智能体越关注

当前的奖励，奖励函数 R 被定义为

R ( s t，，a t )= Γ ( )M ( s t，a t )-
∑

i = t - L

t - 1

M ( Si，ai )

L - 1
   （17）

式中，M ( s t，，a t ) 为 t 时刻图卷积网络在验证集上的

准确率；L 为一个超参数，用于定义要作为基准参考

的历史性能的窗口大小；Γ 为决定奖励信号强度的

超参数；M ( S i，a i ) /L - 1 为最近 L 个分类准确率的

平均值，可以鼓励强化学习智能体与最近 L 个时间

步相比获得更好的性能。

2　输电线路检修作业装备数据集介绍

实验使用了输电线路检修作业平台的谐波减

速器（关键传动部件）的不同故障状态数据作为验

证案例（以下称自建数据集），对本文所提出的方法

在实际输电线路检修作业装备运行数据中的有效

性进行实验和验证。

数据集在 0、20、40、60、80 N·m 5 种不同强风扰

动载荷条件下由输电线路检修作业装备采集振动

信号。所采集的信号包括一种正常运行信号和 4 种

在实际运行过程中产生的故障信号，分别为：1）正

常信号；2）波发生器中柔性轴承的断裂信号；3）输

入轴疲劳失效信号；4）柔性轮齿根处的点蚀信号；

5）柔性轮齿尖的点蚀信号。该数据集总共由输电

线路检修作业装备的故障类型和负载条件的 25 种

不同组合组成。在实验中，谐波减速器的转速保持

恒定，而扰动在 0 到 80 N·m 之间变化，采集系统对

信号的采样频率为 25 600 Hz，每个样本采样时间为

1 s，每个类型收集了 10 组样本。

在采集到样本之后，需要先将长度为 25 600的原

始样本进行切片，变成 2 048的片段，每个原始样本使

用滑动窗口切出 20个样本片段，由此每种类型的样本

可以得到 5×10×20个样本片段用于后续神经网络的

训练、测试和验证，三者比例分别为 30%、35%、35%。

同时，为了更好地验证所提出算法的效果和普

适性，本研究采用 CWRU 数据集进行进一步验证。

从 11 种故障类型中各选取 4 个样本，并将每个样本

切分为 30 段，共生成 1 320 个微型样本。训练集的

划分过程与前文保持一致。

3　输电线路检修作业装备采样信号

在搭建的输电线路检修作业装备信号采集平

台中，使用三相加速度传感器对信号 XYZ 三轴的信

号进行采集。本研究选用 356 A32 三相加速度传感

器，其计量特性参数为：测量范围±50gpk（g 为重力

加速度），频率响应范围 1.0~4 000.0 Hz（±5%）、

0.7~5 000.0 Hz（ ±10%），灵 敏 度 为 100 mV/g
（±10%），测量链由传感器、数据采集卡及传输线缆

等构成，各环节不确定性会影响传感器计量特性及

最终信号采集质量，同时由于不同位置采集的信号

之间存在一定的差异，下面计算并分析了 5 种状态

的平均值、均方根值和标准差的情况，如图 3 所示。
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图 3　三轴上采集信号的平均值，均方根值和标准差情况

Figure 3　Average values， root mean square values， and 
standard deviations of signals collected on three axes
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