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表已广泛应用于工业以及城市电能测量［1］。近年

来，对基于智能电能表故障率数据的可靠性评估的

需求日益显现，智能电能表可靠性评估与预测工作

对故障诊断及预警方面具有重要指导意义［2］。智

能电能表中包含有大量电子元器件，长期运行在极

端环境条件下易导致老化，从而造成设备故障［3］。

智能电能表分布广、数量多的特点导致难以收集大

量且有效的智能电能表故障样本信息，同时样本中

的噪声干扰也增加了对智能电能表故障率预估的

难度。

国内外学者对于智能电能表的故障率预估与

可靠性预测问题开展了大量的研究。常用方法可

分为两类：直接评估法和数据驱动方法［4］。直接评

估法利用电子设备各个部件的故障率直接分析设

备可靠性，故障树分析是目前常用的一种直接评估

方法，通过故障树分析可以获得系统的结构信息，

进而分析各个子模块的失效概率［5］。文献［6］提出

一种基于故障树的智能电能表可靠性分摊算法，通

过选择合适的可靠性指标实现对系统的可靠性分

析；文献［7］针对复杂的系统建模问题提出动态故

障树，利用动态故障树可以指定系统故障机制的动

态行为；文献［8］通过元器件应力法和威布尔分布

建立一种智能电表可靠性预计的优化模型。但这

些直接评估模型需要电能表组件失效数据，无法应

用于系统级失效分析。

数据驱动方法直接利用系统的故障数据来评

估系统的可靠性。依据可靠性评估方式的差异，数

据驱动方法进一步分为确定性方法和概率性预测

方法［9‐10］。常用的确定性方法有人工神经网络、支

持向量回归、自回归滑动模型及其组合算法。文献

［11］结合主成分分析与支持向量回归对电能计量

设备进行状态评价和误差实时评估；文献［12］结合

人工神经网络与威布尔分布预测轴承的剩余寿命。

然而，这些模型对样本需求量高，而实际的故障率

具有小样本的特点，并不满足确定性方法对样本量

的需求。

概率方法则不要求大量训练样本，常用的概率

方法有维纳过程、高斯过程回归等。维纳过程通过

逆高斯分析实现对设备性能退化的寿命分布预测

与可靠性分析，文献［13］利用加速退化试验数据建

立的非线性维纳过程退化模型实现对智能电能表

运行剩余寿命预测，但维纳过程运算复杂，具体实

现 成 本 太 高 。 高 斯 过 程 回 归（Gaussian process
regression，GPR）因其严格的统计学基础以及其自

身较强的泛化能力，在解决小样本、高维非线性问

题上的独特优势受到人们广泛的关注［14］。文献

［15］利用 GPR实现对闭环单端初级电感变换器系

统级的故障评估；文献［16］通过构建锂离子电池健

康因子，利用 GPR模型间接预测其剩余使用寿命。

然而，上述研究未充分考虑多个环境应力与设备性

能特征的融合，也忽略了带异常值的小样本数据对

预测性能的影响。

针对上述情况，本文利用国网新疆维吾尔自治

区、黑龙江省的智能电能表故障数据，从数据处理

与多源信息融合的角度出发，将加权局部离群因子

（weighted local outlier factor，wLOF）应用于原始故

障率数据中的异常值检测，对加权后的数据进行高

斯过程核匹配，并基于最优核函数对智能电能表的

故障率进行区间预测，借助故障率与可靠度机理分

析对智能电表可靠度进行建模。最后，结合 2个典

型地区的真实故障率数据，利用软件库 PyMC3验
证所提方法的有效性。

1 故障率数据来源与异常值检测

1.1 故障数据来源

为研究不同典型环境对智能电能表故障率的影

响，本文选取新疆维吾尔自治区（A）、黑龙江省（B）
各 7个地区的故障率数据进行分析。其中所有智能

电能表样本均来源于同一电表供应商，故障率统计

时间跨度为 2011年到 2017年。

A、B的智能电能表年故障率与时间的变化关

系如图 1、2所示。图 1、2中，两地区的智能电能表

在进行采样的前两年其故障率近乎为 0。此外，

各采样地区的智能电能表的故障率呈现出较强的

时间相关性。同时有部分数据明显偏移数据整体

的密集区域，如图 1中 2012年地区 2的智能电能

表故障率，图 2中 2013年地区 6的智能电能表故

障率。
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建立一种智能电表可靠性预计的优化模型。但这

些直接评估模型需要电能表组件失效数据，无法应

用于系统级失效分析。

数据驱动方法直接利用系统的故障数据来评

估系统的可靠性。依据可靠性评估方式的差异，数

据驱动方法进一步分为确定性方法和概率性预测

方法［9‐10］。常用的确定性方法有人工神经网络、支

持向量回归、自回归滑动模型及其组合算法。文献

［11］结合主成分分析与支持向量回归对电能计量

设备进行状态评价和误差实时评估；文献［12］结合

人工神经网络与威布尔分布预测轴承的剩余寿命。

然而，这些模型对样本需求量高，而实际的故障率

具有小样本的特点，并不满足确定性方法对样本量

的需求。

概率方法则不要求大量训练样本，常用的概率

方法有维纳过程、高斯过程回归等。维纳过程通过

逆高斯分析实现对设备性能退化的寿命分布预测

与可靠性分析，文献［13］利用加速退化试验数据建

立的非线性维纳过程退化模型实现对智能电能表

运行剩余寿命预测，但维纳过程运算复杂，具体实

现 成 本 太 高 。 高 斯 过 程 回 归（Gaussian process
regression，GPR）因其严格的统计学基础以及其自

身较强的泛化能力，在解决小样本、高维非线性问

题上的独特优势受到人们广泛的关注［14］。文献

［15］利用 GPR实现对闭环单端初级电感变换器系

统级的故障评估；文献［16］通过构建锂离子电池健

康因子，利用 GPR模型间接预测其剩余使用寿命。

然而，上述研究未充分考虑多个环境应力与设备性

能特征的融合，也忽略了带异常值的小样本数据对

预测性能的影响。

针对上述情况，本文利用国网新疆维吾尔自治

区、黑龙江省的智能电能表故障数据，从数据处理

与多源信息融合的角度出发，将加权局部离群因子

（weighted local outlier factor，wLOF）应用于原始故

障率数据中的异常值检测，对加权后的数据进行高

斯过程核匹配，并基于最优核函数对智能电能表的

故障率进行区间预测，借助故障率与可靠度机理分

析对智能电表可靠度进行建模。最后，结合 2个典

型地区的真实故障率数据，利用软件库 PyMC3验
证所提方法的有效性。

1 故障率数据来源与异常值检测

1.1 故障数据来源

为研究不同典型环境对智能电能表故障率的影

响，本文选取新疆维吾尔自治区（A）、黑龙江省（B）
各 7个地区的故障率数据进行分析。其中所有智能

电能表样本均来源于同一电表供应商，故障率统计

时间跨度为 2011年到 2017年。

A、B的智能电能表年故障率与时间的变化关

系如图 1、2所示。图 1、2中，两地区的智能电能表

在进行采样的前两年其故障率近乎为 0。此外，

各采样地区的智能电能表的故障率呈现出较强的

时间相关性。同时有部分数据明显偏移数据整体

的密集区域，如图 1中 2012年地区 2的智能电能

表故障率，图 2中 2013年地区 6的智能电能表故

障率。
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图 1 A智能电能表故障率数据

Figure 1 Failure rate data of smart electric energy
meters in A
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图 2 B智能电能表故障率数据

Figure 2 Failure rate data of smart electric energy
meters in B

1.2 基于wLOF的故障率数据噪声点检测

由于数据传输故障及操作人员的人为误差等

因素，实际收集的故障数据中会引入异常值数据。

异常值影响智能电能表故障率的预估结果，也易导

致模型过拟合。传统的故障率分析方法难以在小

样本与含噪声的故障率数据的变化中达到平衡。

为提高数据的有效性，必须对异常值进行检测并处

理。LOF算法通过衡量数据点与其邻域数据点之

间的密度比值来检测异常数据，适用于在小样本条

件下的异常数据检测。

设原始故障率数据 D r ={ }( )t，Xi，j，t，yi，j，t ，其中 t

为统计时间，yi，j，t为省份 j的第 t年的第 i个地区的故

障率值。X为环境应力，由温度应力（Te）与湿度应

力（RH）组成。

对于数据点 q ( )xq，yq ∈D r与其第 k近邻 p ( )xq，yq

两者之间的距离表示为

Dk ( q )= ( xq- xp )2 +( yq- yp )2 （1）

其中，LOF算法采用欧式距离进行距离度量。

然而欧式距离并未考虑到各维度之间的差异

性，采用欧氏距离难以兼顾时间应力与环境应力同

智能电能表故障率之间的相关性。对此，本文提出

了考虑应力与故障率相关性的加权欧式距离，并以

此改写式（1）为

Dw
k ( q )= [ w d ( xq- xp )2 ]+( yq- yp )2 （2）

其中，权值w d表示不同应力对故障率的影响程度。

利用斯皮尔曼相关性分析来进行求解w d值，对

于样本大小为 n的故障率数据集 D r，斯皮尔曼相关

性分析的表达式为

wd= 1-
6∑d 2i
n ( n2 - 1 )

（3）

其中，di为各个应力与故障率之间的秩差。

di= rank ( t，Xi，j，t )- rank ( yi，j，t ) （4）
由此方法检测异常值，并基于不含异常值的数

据集 D′r={ }( )t，Xi，j，t，y′i，j，t 提出一种高斯过程优选

核方法进行故障评估与可靠性预测。

2 可靠度评估模型构建

2.1 故障率求解可靠度

故障率 λ ( )t 是定义在 t时刻未故障的产品在 t

时刻以后单位时间内故障的概率，即

λ ( )t = Δn ( t )
Δt ( N- n ( t ) )

= Δn ( t )
N ⋅ Δt ⋅

N
N- n ( t )

=

f ( t ) ⋅ 1
R ( t )

= dF ( t )
dt ⋅ 1

R ( t )
=

d( 1- R ( t ) )
dt ⋅ 1

R ( t )
= -R′( t )

R ( t )
（5）

式中，Δn ( )t 为 Δt时间内新增故障数；N为样本总

数；n ( )t 为已发生故障数；概率密度 f ( )t 为累计故

障率分布函数 F（t）的导数。

对故障率 λ（t）进行积分，有

∫
0

t

λ ( )t dt=∫
0

t-R′( t )
R ( t )

dt=-ln R ( t ) （6）

R ( t )= exp ( )-∫
0

t

λ ( )t dt （7）

因此，准确可靠度的评估工作是建立在准确的
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故障率预估基础之上，采用概率算法估计出区间范

围内的故障率往往比点估计方法的预测结果更为

可信。

2.2 高斯过程原理

高斯过程（Gaussian process，GP）是由Williams
和 Rasmussen提出的一种融合机器学习和统计学的

贝叶斯概率建模方法，其本质是进行具有概率意义

的核函数学习，通过对历史样本数据的学习得到最

优超参数，进而得到预测模型，对新样本进行预测［17］。

GPR高斯过程回归能给出预测数据样本的后验分

布，并提供结果的不确定性，保证了模型的可解释

性。与线性回归模型相比，GPR具备更强的非线性

拟合能力；与支持向量机相比，GPR结果更好解释；

相对于神经网络，GPR不需要额外的优化或正则化

方案。但 GPR 涉及协方差矩阵求逆，复杂度为

O ( )n3 ，所以更适合小样本数据的训练。

GP假定随机变量的任意有限集合，每个变量

都有一个联合高斯分布，其性质完全由均值函数和

协方差函数决定，即

f ( x )~N ( )f | m，K （8）

式中，x为带环境变量的输入向量；均值函数 m为样

本均值；协方差函数 K= k ( )xi，xj 为样本之间相似

性，xi，xj∈ R d为任意随机变量。

考虑到观测目标值 y的噪声，可以建立高斯过

程回归问题的一般模型，即

y= f ( )x + ε （9）

式中，ε为独立的高斯白噪声，满足 ε~N ( )0，σ 2n 。

观察值 y的先验分布为

y~GP ( )m ( x )，k ( xi，xj )+ σ 2n δij （10）

式中，δij为 Kronecker delta函数，当 i= j时，δij为单

位矩阵 I。

然 后 得 到 训 练 集 的 输 出 y 和 测 试 集 的 输 出

f ( )x 的联合概率分布为

é

ë

ê
êê
ê ù

û

ú
úú
úy

f
~GP ( )k ( xi，xj )+ σ 2n δij，k ( x，x * )

k ( x *，x )， k ( x *，x * )
（11）

式中，k ( )x，x 为训练数据自身协方差函数；k ( )x，x*
为测试数据与训练数据协方差函数。

由此计算预测值后验分布为

ì

í
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ï

ï

ï
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ï
ï

ï

ï

ï

ï
ïï
ï
ï

ï

f
|

|
|
||
|
x，y，x *~N ( )f

-
，Cov ( )f

-
f= k ( )x，x * [ ]k ( )x，x * + σ 2n δij

-1
y

Cov ( )f = k ( )x，x * - k ( )x *，x

[ ]k ( )x，x * + σ 2n δij
-1
k ( )x，x *

（12）

式中，
-
f为测试点 x *对应的预测值 f的均值；Cov ( )f

为其方差。

2.3 高斯过程核函数

GP常见的核函数有指数平方核（squared‐exp，
SE），周期核（periodic，PE），有理二次核（rational
quadratic，RQ），线 性 核（linear，LIN）以 及 马 顿 核

（matérn，MA）等。每类核函数都代表对目标函数

预先的假设，适合不同的数据特征。SE核适合局部

变化特征的数据；PE核适合周期重复变化结构的数

据；RQ核适合多尺度变化结构的数据；MA核假定

数据具有更细节的变化。对于具有复杂结构的数

据，则可由简单核函数进行“加”或者“乘”的组合形

式进行表示。例如，“SE+PE”核表示数据具有局

部周期变化特征，“LIN×SE”核表示数据加速变化

的特征等。

kLIN = η2f ( )x- c ( )x′- c （13）

kSE = η2f exp
é

ë
ê
êê
ê ù

û
úúúú-2 ( x- x′)2

2ι2
（14）

kMA = η2f ( )1+ 5( x- x′)2
ι

+ 5( x- x′)2

3ι2
⋅

exp
é

ë

ê
êê
ê
ê
ê ù

û

ú
úú
ú- 5( x- x′)2

ι
（15）

kRQ = η2f ( )1+ ( x- x′)2

2αι2
-α

（16）

式（13）~（16）中，η f为垂直尺度因子；ι为水平尺度

因子；α为 RQ核函数调节尺度变化的调节因子。

2.4 参数求解

为建立基于故障率预测模型，需求解参数，不

同于传统寻优方法，将参数初值设定为固定数值进

行网格搜索或遗传搜索等，本文为Weibull的参数

设置先验分布。再利用马尔科夫链-蒙特卡洛

（Markov chain Monte Carlo，MCMC）方法对故障率

观测数据进行贝叶斯推断，以推断得到的后验均值
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表 2 不同模型预测性能对比

Table 2 Comparison of prediction performance
of different models

由表 2可知，神经网络具有最大的 R2和最小的

RMSE，支持向量机在预测性能上最差，R2 仅为

0.861 9远小于本文模型和神经网络，同时预测误差

较大。这从侧面说明了神经网络在非线性预测时

的优势，但神经网络内部结构不透明，可解释性较

差。本文基于 GP的模型能够很好地将数据特征进

行阐明，有利于工程应用，并且能给出概率预测结

果；预测效果稍次于神经网络的情况下本文模型仍

为最佳模型。同时，经过wLOF处理的本文模型在预

测性能和拟合能力上也比多核高斯过程有所提升。

3.3 故障率预测与可靠度求解

利用高斯过程回归预测每年的智能电能表故障

率，基于数据执行MCMC对进行参数推断，以 A智

能电能表数据为例，求解结果如表 3所示。对于变化

规律一致或相似的数据集合，高斯过程回归的后验

参数仅在垂直尺度因子和水平尺度因子数值有所

不同。B智能电能表故障率数据的后验参数为 θ=
[ 0.499，34.059，0.994，38.902，3.439，37.306，0.093 ]。

表 3 最优核GP参数求解结果

Table 3 Calculation results of each cluster group centroid

表 3中给出了各超参数的贝叶斯推断结果均值及

其 2.5%置信下限和 97.5%置信上限的数值。η1=
0.594、ηmq=9.027表明数据线性变化的幅度小于不

规则局部变化的幅度。而 LIN核、MA核及 RQ核

函数的水平变化尺度分别为 ιl=34.68、ιma=32.737、
ιrq=35.694，这表明在本模型会保持长期线性局部

多尺度的不规则变化趋势，执行本模型进行短期故

障率预测是准确的。

预测 A、B智能电能表运行 10 a的故障率变化

情况，并与神经网络、支持向量机的预测结果作对

比如图 3所示。
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Figure 3 Failure rate prediction diagram of smart
meter in A with different methods

由图 3可知，神经网络对历史数据的拟合跟踪

能力最强，但在 7~10 a的预测值上出现了加速增大

的现象，且不被本文模型结果 95%置信区间所涵

盖；而支持向量机的预测结果被涵盖在本文模型的

95%置信区间内。由图 4可知，从 B智能电能表的

预测数据来看，神经网络和支持向量机的预测结果

均涵盖在本文模型的 95%置信区间内。这种差别

在于小样本数据不能使神经网络得到足够的样本

训练，其预测易受小样本数据的变化趋势差别影

响，这也从侧面说明本文模型的鲁棒性。同时，在

算例数据预测前期，会出现高斯过程回归算法概率

预测区间有负值的现象，这与执行算法过程中的早

期故障率数据接近于 0有关。高斯过程在函数视角

下由均值函数 m和核函数 K决定，高斯过程回归预

测数据的原理是依靠其与原始数据的距离关系，m

控制全区间高斯过程值的均值，这里将 m设置为 0。
因此，在前期原始数据接近 0的情况下会出现概率

区间预测下限为负值的情况。

在核函数耦合预测数据点和原始数据点的关

系方面，位于历史数据区间内可以完全跟踪拟合数

为最优值。

参数先验的选取需满足一定条件，在已知参数

先验信息均大于 0的条件下，可取其先验分布 f为具

有 正 支 撑 性 的 Half Cauchy 分 布 ，并 简 记 为

θ~HalfCauchy ( ν )；对于某些参数如水平尺度 ι，由于

长度尺度多变，可取信息量丰富的 Gamma分布，简

记为 θ~Gamma ( )b，a 。

f ( x，ν )= 2
πν [ 1+( x/ν )2 ]

（17）

f ( )x，b，a = ba

Γ ( a )
xa- 1exp( )-bx （18）

高斯过程核函数的垂直变化尺度 η f为正，水平

变化尺度 ι及 RQ核的调节因子 α多变，本实验设定

核 函 数 超 参 数 的 先 验 为 η f~HalfCauchy ( 5 )；

ι~Gamma ( )4，0.1 ；α~Gamma ( )5，5 。设定好先验分

布之后执行贝叶斯推断进行参数求解。

p ( )θ|y = p ( y|θ ) p ( θ )
p ( y )

（19）

式中，y为基于GP预测的后验数据样本；θ为超参数

集合。

3 智能电能表实例分析

本文利用 PyMC3库作为故障率建模工具，以

Python3.8作为实验分析的仿真环境。

3.1 高斯过程优选核

为确定匹配数据集的最优核函数，必须对不同

核函数进行数据特征匹配。核函数选择需在模型

复杂度与模型对数据集描述能力之间寻求最佳平

衡 ，赤 池 信 息 准 则（Akaike information criterion，
AIC）和 贝 叶 斯 信 息 准 则（Bayesian information
criterion，BIC）是常用的信息准则，但广应用信息准

则（WAIC）更能全面地描述模型信息。鉴于组合核

函数较之单核函数超参数数量增加使模型复杂度

增加的弊端，先采用WAIC准则作为核函数组合与

选择的依据，然后选择均方根误差（RMSE）与决定系

数（R2）来进行预测结果评价。

WAIC =∑
j= 1

N

log p ( )y * -∑
j= 1

N

V ( )log p ( y * ) |θ （20）

式中，p ( )y * 为 GP后验分布；V ( )log p ( )p ( )y * |θ 为

似然函数方差。

RMSE =
1
m∑i= 1

m

( yi- y* )2 （21）

R2 = 1-∑
i= 1

m

( yi- y* )2 /∑
i= 1

m

( )yi-
-
y

2
（22）

式（21）、（22）中，yi为第 i个故障率真值；y*为相应预

测值。

高斯过程回归多种核模型在WAIC、RMSE和

R2的比较结果如表 1所示。首先对几种常见的单核

进行WAIC信息准则判定，LIN核函数包含了对数

据呈线性变化的假定，WAIC值为-78.83远小于其

他单核，说明数据不符合线性变化。SE核、MA核、

RQ核的WAIC值较为接近，说明故障率数据具有

多尺度变化的特征。MA 核是 SE 核的变体，且

WAIC值较大，故选取MA核与 RQ核进行组合，结

果 表 明 ，组 合 核 MA+RQ、MA*RQ 和 LIN+
MA*RQ 的 WAIC 值 仍 在［-55，-53］内 ，其 中

MA*RQ的WAIC最大，表明数据具有细微多长度

尺度变化特征。然后基于 RMSE与 R2的结果进行

再次判定。由表 1可知，智能电能表故障率数据在

LIN+MA*RQ核模型中，RMSE=0.023 9最小，而 R2

值最大，该核在预测性能上为最优核。

表 1 不同核模型预测性能对比

Table 1 Comparison of prediction performance of
different kernel models

核函数

LIN

SE

MA

RQ

MA+RQ

MA*RQ

LIN+MA*RQ

WAIC

-78.83

-54.16

-53.46

-53.90

-53.44

-53.00

-54.24

RMSE

0.704 7

0.040 5

0.027 6

0.027 1

0.027 5

0.025 3

0.023 9

R2

-1.101 2

0.936 7

0.956 8

0.957 6

0.957 0

0.960 5

0.962 6

3.2 回归模型预测性能对比

进 一 步 验 证 所 提 方 法 的 预 测 性 能 ，对 采 取

wLOF异常值处理后数据集进行不同模型的对比实

验如表 2所示。
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表 2 不同模型预测性能对比

Table 2 Comparison of prediction performance
of different models

模型

神经网络

支持向量机

多核高斯过程

本文

RMSE

0.005 8

0.088 4

0.042 1

0.023 9

R2

0.990 9

0.861 9

0.935 7

0.962 6

由表 2可知，神经网络具有最大的 R2和最小的

RMSE，支持向量机在预测性能上最差，R2 仅为

0.861 9远小于本文模型和神经网络，同时预测误差

较大。这从侧面说明了神经网络在非线性预测时

的优势，但神经网络内部结构不透明，可解释性较

差。本文基于 GP的模型能够很好地将数据特征进

行阐明，有利于工程应用，并且能给出概率预测结

果；预测效果稍次于神经网络的情况下本文模型仍

为最佳模型。同时，经过wLOF处理的本文模型在预

测性能和拟合能力上也比多核高斯过程有所提升。

3.3 故障率预测与可靠度求解

利用高斯过程回归预测每年的智能电能表故障

率，基于数据执行MCMC对进行参数推断，以 A智

能电能表数据为例，求解结果如表 3所示。对于变化

规律一致或相似的数据集合，高斯过程回归的后验

参数仅在垂直尺度因子和水平尺度因子数值有所

不同。B智能电能表故障率数据的后验参数为 θ=
[ 0.499，34.059，0.994，38.902，3.439，37.306，0.093 ]。

表 3 最优核GP参数求解结果

Table 3 Calculation results of each cluster group centroid
超参数 θ
均值

均方差

2.5%置信下限

97.5%置信上限

η1
0.594

0.920

0.000

1.828

ι1
34.680

18.753

6.250

69.928

α
0.995

0.437

0.277

1.811

ιrq
35.694

19.747

6.311

70.719

ηmq
9.027

8.220

0.878

21.125

ιma
32.737

17.964

5.337

65.147

δ
0.645

0.072

0.522

0.789

表 3中给出了各超参数的贝叶斯推断结果均值及

其 2.5%置信下限和 97.5%置信上限的数值。η1=
0.594、ηmq=9.027表明数据线性变化的幅度小于不

规则局部变化的幅度。而 LIN核、MA核及 RQ核

函数的水平变化尺度分别为 ιl=34.68、ιma=32.737、
ιrq=35.694，这表明在本模型会保持长期线性局部

多尺度的不规则变化趋势，执行本模型进行短期故

障率预测是准确的。

预测 A、B智能电能表运行 10 a的故障率变化

情况，并与神经网络、支持向量机的预测结果作对

比如图 3所示。
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Figure 3 Failure rate prediction diagram of smart
meter in A with different methods

由图 3可知，神经网络对历史数据的拟合跟踪

能力最强，但在 7~10 a的预测值上出现了加速增大

的现象，且不被本文模型结果 95%置信区间所涵

盖；而支持向量机的预测结果被涵盖在本文模型的

95%置信区间内。由图 4可知，从 B智能电能表的

预测数据来看，神经网络和支持向量机的预测结果

均涵盖在本文模型的 95%置信区间内。这种差别

在于小样本数据不能使神经网络得到足够的样本

训练，其预测易受小样本数据的变化趋势差别影

响，这也从侧面说明本文模型的鲁棒性。同时，在

算例数据预测前期，会出现高斯过程回归算法概率

预测区间有负值的现象，这与执行算法过程中的早

期故障率数据接近于 0有关。高斯过程在函数视角

下由均值函数 m和核函数 K决定，高斯过程回归预

测数据的原理是依靠其与原始数据的距离关系，m

控制全区间高斯过程值的均值，这里将 m设置为 0。
因此，在前期原始数据接近 0的情况下会出现概率

区间预测下限为负值的情况。

在核函数耦合预测数据点和原始数据点的关

系方面，位于历史数据区间内可以完全跟踪拟合数
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据变化情况；对于短期预测，可以对数据趋势变化

做出预测，但由于预测点与训练数据点距离增加，

相关性降低，预测区间下限会出现下降的情况；对

于长期预测高斯过程回归将会出现均值为 0且带

有固定带宽的概率预测结果。因此，在图 3、4中，

7~10 a属于短期预测，会有概率区间略微下降的现

象。基于本文方法由故障率数据得出智能电能表

的可靠度预测结果如图 5、6所示。
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Figure 4 Failure rate prediction diagram of smart
meter in B using different methods
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Figure 5 Reliability prediction diagram of
smart meter in A
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Figure 6 Reliability prediction diagram of
smart meter in B

从故障率原始数据的变化幅度来看，投放在 A
的智能电能表故障率大于 B。可靠度预测结果表

明，运行 10 a后，A的智能电能表的可靠度下降为

0.863；而 B省智能电能表的可靠度仍高达 0.97。因

此，应着力对 A的智能电能表的故障原因进行排

查，并做出对应的检修策略改进或智能电能表制造

厂商的工艺改进。

4 结语

本文提出一种基于智能电能表小样本故障率

的可靠度评估模型，利用 wLOF对多源故障率数据

进行异常值检测，去除异常值后的数据集能明显提

高预测方法的预测精度。采用多评价指标WAIC、
RMSE等指导高斯过程核函数的选择与建立。贝

叶斯推断方法求解超参数更为精确。来自实际统

计的智能电能表故障率数据实验结果表明，本文模

型能够有效预测智能电能表可靠度的变化趋势，并

可为投放在不同地区的智能电能表可靠性评估工

作提供参考。
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