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摘     要：风速变化的间歇性和波动性给风功率的精准预测带来极大挑战，充分挖掘风电功率与风速等关键因素的

内在规律是提高风电功率预测精度的有效途径。提出一种结合时间模式注意力（time pattern attention，TPA）机制

的多层堆叠双向长短期记忆网络的超短期风电功率预测方法。首先，利用基于密度的含噪声空间聚类方法（den⁃
sity based spatial clustering with noise，DBSCAN）和线性回归算法进行风功率数据集的异常值检测，利用 k 最邻近

（k⁃nearest neighbor，KNN）插 值 法 重 构 异 常 点 数 据 ；其 次 ，综 合 考 虑 风 电 功 率 与 各 气 象 特 征 的 内 在 关 联 性 ，在

MBLSTM 网络中引入 TPA 机制合理分配时间步长权重，捕捉风电功率时间序列潜在逻辑规律；最后，利用实验仿真

数据进行分析验证本文方法的有效性，该方法能够充分挖掘风功率与风速影响因素的关系，从而提高其预测精度。
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Abstract： The intermittency and volatility of wind speed changes pose great challenges to the accurate prediction of 

wind power. Fully exploring the inherent laws of key factors such as wind power and wind speed is an effective way to 

improve the accuracy of wind power prediction. A method for ultra-short-term wind power prediction is proposed， 

which incorporates a temporal pattern attention （TPA） mechanism into a multi-layer stacked bidirectional long short-

term memory network. Firstly， outlier detection for the wind power dataset is performed using a density-based noisy 

spatial clustering method （DBSCAN） and a linear regression algorithm， followed by data reconstruction of outlier 

points using k-nearest neighbor （KNN） interpolation. Next， the intrinsic correlations between wind power and various 

meteorological features are comprehensively considered， and the TPA mechanism is introduced into the MBLSTM 

network to properly allocate time step weights， capturing the underlying logical patterns of the wind power time series. 

Finally， the effectiveness of the proposed method is verified through experimental simulation data analysis. Results 

show that this method can fully explore the relationship between wind power and wind speed influencing factors， 

thereby improving its prediction accuracy.
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加 快 能 源 消 费 从 传 统 化 石 燃 料 向 绿 色 清 洁 能

源 转 变 ，构 建 以 风 电 、光 伏 等 可 再 生 能 源 发 电 系 统

的 新 型 电 力 系 统 是 实 现 中 国“30⋅60”目 标 的 关 键 。

风 力 发 电 技 术 的 发 展 也 为 缓 解 全 球 能 源 危 机 和 温
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室效应提供了有效的解决方案，但是风力发电系统

具有很强的间歇性和波动性［1⁃2］，其大规模并网给电

网规划和稳定运行带来新的挑战。精准的风电功率

预测对于提高风能发电系统的利用率，改善电力系

统运行的安全性和可靠性具有重要作用，能够更好

地与其他发电设备协同工作，减少二氧化碳排放［3］。

风 电 功 率 超 短 期 预 测 主 要 是 对 未 来 10 min 至

4 h 内的风电功率进行预测。目前风电功率超短期

预测方法主要有物理方法和统计方法［4］。物理方法

主要包括 3 个关键过程：降尺度模型、风力转换模型

和模型输出统计［5］，其建模过程复杂，计算成本和难

度 较 高 。 统 计 方 法 主 要 分 析 历 史 风 电 数 据 的 统 计

分 布特征，实际风电功率与历史风电功率呈非线性

关系，建立气象预报数据进行预测，主要方法有卡尔

曼滤波模型、ARMA 模型、人工神经网络模型［6⁃9］。

随着技术的发展，人工智能、深度学习等技术也

广泛应用于风电功率预测领域［10⁃14］。文献［15］采用

小波降噪方法对原始数据进行降噪和重构，并结合

混沌分析和长短期记忆网络对风电功率进行预测。

文献［16］首先利用 Pearson 距离分析法筛选出与风

电功率相关程度高的变量进而降低数据复杂度，然

后 利 用 长 短 记 忆 网 络（long short⁃term memory，

LSTM）网络对多变量时间序列进行动态时间建模，

较 人 工 神 经 网 络（artifical neural network，ANN）和

支持向量机（support vector machines，SVM）等常规

机器学习算法具有更高的预测精度。文献［17］引入

卷 积 神 经 网 络（convolutional neural network，CNN）

来压缩门控循环单元（gate recurrent unit，GRU）隐藏

状态以减少模型输出量，克服训练过程中的梯度爆

炸 和 消 失 问 题 。 上 述 预 测 方 法 局 限 于 按 正 序 数 据

序列对数据进行处理，忽视了反向数据信息流变换

规律的影响，造成在输入时间序列数据较长时易丢

失 序 列 信 息 。 文 献［18］利 用 注 意 力 模 型 优 化 长 短

期 记 忆 网 络 的 特 征 向 量 从 而 优 化 LSTM 网 络 的 权

重 以 提 升 预 测 精 度 。 文 献［19］在 LSTM 神 经 网 络

预 测 过 程 中 引 入 双 重 注 意 力 机 制（DA⁃LSTM），自

适 应 挖 掘 功 率 与 相 关 输 入 特 征 参 数 及 时 序 之 间 的

关联。文献［20］提出了时间模式注意力机制，使用

时间序列频域信息提取数据中潜在的时序特征。

由 于 电 网 调 控 和 设 备 故 障 造 成 电 网 运 行 数 据

不完整或者不充分，异常数据的存在造成风电功率

预测效果不佳［21⁃23］。文献［24］中采用孤立森林算法

对风电数据集进行异常检测，方法简单但存在很多

正 常 值 被 误 认 定 为 异 常 的 情 况 。 文 献［25］运 用  
K⁃means 算 法 识 别 风 机 数 据 中 的 异 常 值 ，但  
K⁃means 算法聚类簇个数以及簇中心值的选取对结

果有较大影响。

针 对 上 述 问 题 ，本 文 提 出 一 种 基 于 时 间 模 式

注 意 力 机 制 的 多 层 堆 叠 双 向 长 短 期 记 忆 网 络 的 超

短 期 风 电 功 率 预 测 方 法 。 首 先 ，利 用 基 于 密 度 的

含 噪 声 空 间 聚 类 方 法（density based spatial cluster⁃
ing with noise，DBSCAN）和 线 性 回 归 算 法 组 合 进

行 数 据 集 的 异 常 值 检 测 ，将 来 自 数 据 采 集 系 统 的

数 据 进 行 异 常 检 测 ，并 通 过 k 最 邻 近（k⁃nearest 
neighbor，KNN）插 值 法 对 异 常 数 据 重 构 ；其 次 ，为

进 一 步 加 强 长 短 期 记 忆 神 经 网 络 在 时 间 序 列 信 号

特 征 提 取 能 力 ，挖 掘 天 气 影 响 因 素 间 的 解 耦 关 系

从 而 提 高 神 经 网 络 预 测 精 度 及 泛 化 能 力 ，本 文 引

入 时 间 模 式 注 意 力 机 制 ，通 过 对 不 同 时 间 步 权 重

的 合 理 分 配 ，捕 捉 风 电 功 率 时 间 序 列 潜 在 逻 辑 规

律 ，提 升 预 测 精 度 。 最 后 通 过 实 验 证 明 本 文 提 出

方 法 的 有 效 性 和 准 确 性 。

1    风电功率数据异常值检测与处理

1.1    数据分析

现有研究表明，风速和功率近似为三次方的关

系 ，由 于 实 际 数 据 集 中 存 在 大 量 异 常 值 ，使 风 速 功

率 特 性 呈 离 散 状 。 准 确 识 别 并 消 除 异 常 数 据 可 以

有 效 提 高 风 电 功 率 预 测 精 度 和 可 信 度 。 功 率 数 据

的异常值分 3 种类型［22］，如图 1 所示。

类 型 1    该 异 常 的 特 征 是 没 有 输 出 功 率 ，风 速

大于切入风速。

类 型 2    这 些 异 常 随 机 分 布 在 特 征 空 间 中 ，主

要是由于传感器故障或信号处理中的噪声引起的。

类型 3    这些异常的特征是稳定和持续的正功

率输出，功率低于涡轮机的额定功率。
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图 1    异常值类型

Figure 1    Outlier types
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1.2    数据异常检测

DBSCAN 为一种经典的密度聚类方法，相比于

K⁃means 等 只 能 用 于 凸 样 本 集 检 测 的 方 法 相 比 ，

DBSCAN 的 泛 用 性 更 广 ，无 需 手 动 确 认 聚 类 的 数

量 ，可 以 聚 类 任 意 形 状 的 数 据 ，能 够 有 效 地 进 行 噪

声和离群点筛选。

假 设 样 本 集 为 D = ( )x 1，x2，…，xn ，那 么 使 用

DBSCAN 进行密度描述的定义如下：

邻域：以选定目标为中心，半径为 ε 的区域即为

该目标的邻域；

核心对象：若选定目标对象邻域内的样本数量

大 于 邻 域 密 度 阈 值 Ptsmin，则 称 该 目 标 对 象 为 核 心

对象；

密度直达：在样本集 D 中，若点 m 在核心对象 n

的 ε 邻域内部，则称点 m 从点 n 密度直达；

密度可达：在样本集 D 中，对于 xi 和 xj，若存在

序列点 P 1，P 2，…，Pn，满足 p1 = xi，pt = xj，且 pt + 1 可

由 pt 密度直达，则称 xj 从 xi 密度可达；

密度相连：在样本集 D 中，若存在点 o 到点 m 和

点 n 都密度可达，则称 m、n 密度相连；

DBSCAN 聚 类 即 为 一 个 从 密 度 可 达 关 系 延

展 出 最 大 密 度 相 连 的 集 合 ，利 用 Ptsmin 和 ε 这 2 个 参

数 ，可 以 将 样 本 集 分 为 核 心 点 、边 缘 点 和 离 群 点 3
种 。 核 心 点 是 指 在 其 邻 域 半 径 范 围 内 样 本 点 数 量

大 于 等 于 Ptsmin 的 数 据 点 ；边 缘 点 是 指 在 其 邻 域 半

径 范 围 内 样 本 点 数 量 小 于 Ptsmin 但 位 于 其 他 核 心 点

的 邻 域 内 的 数 据 点 ，不 满 足 以 上 2 种 情 况 的 其 他

样 本 点 为 离 群 点 。 DBSCAN 算 法 具 体 执 行 步 骤

如 下 ：

1） 初始化参数，设定邻域半径 ε 和邻域密度阈

值 Ptsmin，将所有点初始化为未访问状态；

2） 随机选择一个未访问状态的数据点 P，计算

其邻域内样本点数；

3） 若数据点 P 是核心点，则将点 P 和其密度可

达点形成一个新簇，递归计算当前簇中的数据点是

否为核心点来扩展当前簇，直至没有新的核心点；

4） 若数据点 P 为边缘点，则将其归于邻域内核

心点的簇，其他的点标记为离群点；

5） 重 复 步 骤 2）到 步 骤 4），直 至 所 有 点 被 处 理

完，得到的离群点为异常值数据。

由于风速和功率近似为三次方关系，为了充分

识别异常数据，本文采用线性回归算法对异常值进

行补充检测。首先，构建线性回归模型拟合功率和

风速，然后将功率值输入到训练好的线性回归模型

中 以 获 得 预 测 风 速 值 ，计 算 预 测 值 与 真 实 值 的 偏

差，并设定阈值，当实际偏差超过设定阈值时，则判

定该点数据异常。

1.3    异常数据重构

处 理 异 常 数 据 通 常 在 数 据 量 足 够 大 时 删 除 一

些异常数据和缺失数据，但这种方法会破坏数据的

完 整 性 ，使 原 始 数 据 的 时 序 连 续 性 降 低 ，影 响 后 续

建 模 的 精 度 。 通 过 对 被 删 除 的 异 常 数 据 和 缺 失 数

据 进 行 重 构 ，能 使 数 据 保 持 完 整 性 和 时 序 连 续 性 。

KNN 是通过选取近邻样本，利用样本值的均值、中

位数进行异常数据的填充。具体过程如下。

首先，计算样本与目标点的距离 di 为

di = ∑
i = 1

n

（cx - ci）
2  （1）

ωi = 1
di

 （2）

式中，cx 为目标样本；ci 为邻近样本；ωi 为样本权重；

di 为样本与目标点的距离；n 为邻近样本点个数。

通过计算不同样本之间的距离，可以获得距离

矩阵 D，然后计算权重矩阵，最后计算目标样本估计

值为

g = ∑
i = 1

n

ωi ⋅ xi （3）

式中，xi 为临近样本相应位置上的数值；n 为邻近样

本点个数。

2    TPA‑MBLSTM 预测模型

2.1    多层双向 LSTM 模型

局 限 于 单 向 记 忆 网 络 结 构 ，LSTM 神 经 网 络

只 能 存 储 并 记 忆 过 去 与 当 前 的 信 息 ，这 可 能 导 致

预 测 结 果 出 现 误 差 累 积 的 情 况 。 LSTM 可 以 被 视

为 单 个 非 线 性 单 元 ，用 于 构 建 其 他 大 型 、复 杂 的 深

度 神 经 网 络 。 一 般 来 说 ，双 向 LSTM 神 经 网 络

（bidirectional long short⁃term memory，BiLSTM）能

够 同 时 利 用 过 去 时 刻 和 未 来 时 刻 的 信 息 ，由 正 向

和 反 向 LSTM 单元组成，从而增强训练记忆；而深

层 LSTM 神经网络能够深度刻画数据特征，保证数

据 的 准 确 性 。

BiLSTM 网 络 由 正 向 LSTM 和 反 向 LSTM 构

成，分别用于获取输入序列过去时刻和未来时刻的

时序信息进行正向和反向训练，同时将正反向的隐
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含 层 输 出 作 为 输 出 层 的 输 入 。 在 t 时 刻 ，BiLSTM
网 络 隐 含 层 的 输 出 值 ht 由 正 向 LSTM 隐 含 层 输 出

和反向 LSTM 隐含层输出组成，双向 LSTM 神经网

络的数学模型如下：

ì

í

î

ï
ïï
ï

ï
ïï
ï

ht = LSTM ( xt，ht - 1 )
ht = LSTM ( xt，ht - 1 )
ht =[ ht，ht ]

 （4）

式 中 ，xt 为 t 时 刻 的 输 入 ；ht - 1 为 t - 1 时 刻 正 向

LSTM 隐含层输出；ht - 1 为 t - 1 时刻反向 LSTM 隐

含层输出。

多层堆叠双向 LSTM 神经网络（multilayer bidi⁃
rectional LSTM， MBLSTM）是双向 LSTM 神经网

络深度不断拓展的过程，对神经网络的输入数据进

行 反 复 多 次 训 练 ，提 高 预 测 准 确 度 。 MBLSTM 结

构如图 2 所示。

h( n )
t - 1

h1

x1xt - 1xtInput layer 1

Forward layer 1

Backward layer 1

Output layer 1

Forward layer n

Backward layer n

Output layer n

…

h( 1 )
1h( 1 )

t h( 1 )
t-1

h( n )
1

h( 1 )
t h( 1 )

t-1

h( n )
t h( n )

t-1 h( n )
1

h(n)
t h(n )

t- 1

h( 1 )
1h( 1 )
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图 2    MBLSTM 网络结构

Figure 2    MBLSTM network structure

2.2    时间模式注意力机制

传 统 注 意 力 机 制 注 重 选 择 与 当 前 时 间 步 骤 相

关的信息，在处理只含单一时间序列数据时效果较

好 。 然 而 ，在 风 电 功 率 预 测 中 ，数 据 包 括 风 电 功 率

时 间 序 列 和 天 气 因 素 ，由 于 各 时 间 步 含 有 多 个 变

量 ，其 影 响 因 素 多 样 且 相 互 间 存 在 复 杂 的 非 线 性

联 系 。 传 统 注 意 力 机 制 对 多 个 时 间 步 骤 的 信 息 进

行 平 均 ，难 以 有 效 捕 捉 某 个 时 间 步 作 为 注 意 重 点 。

时 间 模 式 注 意 力 机 制（temporal pattern attention，

TPA）利用时间序列的频域信息提取数据中潜在的

时序特征，能够有效挖掘各变量与风电功率时间序

列 的 内 在 联 系 ，其 结 构 示 意 如 图 3 所 示 。 图 3 中 显

示了前一级神经网络隐藏层输出的信息，每个信息

代表了前一级网络的时间状态，然后通过多个卷积

层过滤器提取特征。

ht

ht-1ht-w+1ht-w Vt
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图 3    时间模式注意力机制示意

Figure 3    Schematic diagram of attention 
mechanism in time mode

假设通过 MBLSTM 网络产生的隐藏层信息为

H = { }ht - w，ht - w + 1，…，ht - 1 ，其中 ht 为 t 时刻的隐藏

层信息，ω 为用于选取一定长度的时间数据的时间

滑动窗口的长度，T 为过滤器提取的权重最大长度，

一 般 情 况 下 与 窗 口 滑 动 长 度 相 等 。 对 原 始 隐 藏 层

信息 H 进行卷积计算，产生一个 n × k 维的矩阵 H C：

H C
i，j = ∑

l = 1

ω

H i，( )t - ω - 1 + l ⋅ C j，T - ω + l （5）

式中，C j 为过滤器；H C
i，j 为第 i 行向量通过 C j 中第 j 个

长度为过滤器提取的特征值；t 为时间；ω 为过滤器

长度；T 为过滤器提取的权重最大长度，通常取 ω。

通过将隐藏层函数 ht 与 H C 计算得到权重 αi，该

权 重 表 示 H C
i，j 中 每 一 行 对 隐 含 层 函 数 ht 的 影 响 强

度，即每个时间序列对于 ht 的影响值。W α 为 m × k

的权重系数，计算为

f ( )H C
i ，ht = ( )H C

i

T
W α ht （6）

αi = sigmoid ( )f ( )H C
i ，ht  （7）

其中，H C
i 为 H C 中第 i 行的向量。

对 H C
i 进行加权求和，vt 表示 H C

i 所有行对于 ht

的综合影响，也就是时间影响力，即

vt = ∑
i = 1

n

αi H C
i  （8）

其中，n 为输入变量的特征数。

最后综合考虑时间影响力 vt 的影响，获得最终

预测值 h 't 表示为

h 't = W h ht + W v vt （9）

其中，W v、W h 分别为矩阵参数权重。

2.3    TPA‑MBLSTM 预测模型

本文提出 TPA⁃MBLSTM 预测模型，通过多层

双 向 长 短 期 记 忆 神 经 网 络 提 取 数 据 中 的 长 短 期 时

间序列特征，并通过 TPA 机制提取重要信息，提升

预测性能，基于 TPA⁃MBLSTM 模型的超短期风电

功率预测的流程如图 4 所示。具体步骤如下：

1） 将 原 始 数 据 进 行 预 处 理 ，首 先 采 用 Pearson
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相关系数和显著性水平 P 值计算功率与影响因素的

非线性相关性，实现对输入特征的筛选；

2） 利用 DBSCAN 和线性回归算法组合进行数

据 集 的 异 常 值 检 测 并 用 KNN 插 值 法 进 行 填 补 ，最

后标准化样本数据，消除量纲对数据的影响；

3） 搭 建 TPA⁃MBLSTM 预 测 模 型 ，将 处 理 好

的数据输入神经网络进行训练，通过调试获取最优

的模型参数；

4） 使用训练完成的网络在测试集样本上进行

预 测 ，并 利 用 均 方 根 误 差（root mean square error，

RMSE）、平均绝对误差（mean absolute error，MAE）

进行误差分析。

功率数据 气象数据

数据

数据预处理

Pearson
系数相

关性
分析

筛选
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特征

异常值检测

D
B

S
C

A
N

线
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回
归
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图 4    预测流程

Figure 4    Forecast flowchart

2.4    误差评价指标

本文选取回归分析中常用的评价指标：MAE、

RMSE 评价预测模型的性能，其定义分别为

M AE = 1
n ∑

i = 1

n

|| yi - y ′i  （10）

RMSE = 1
n ∑

i = 1

n

( yi - y ′i )2  （11）

式中，yi 为第 i 个样本点真实值；y ′i 为第 i 个样本点预

测值；n 为数据点个数。

3    算例分析

3.1    数据说明

为验证所提预测模型的准确性，本文采用的数

据 集 来 源 于 荷 兰 的 某 风 力 发 电 场 。 该 数 据 记 录 了

风力发电场 2018-2019 年的运行数据，采样频率为

10 min/次 ，每 天 144 个 点 。 并 包 含 了 空 气 密 度 、温

度、风速、风向、湿度、大气压强等气象数据。

选取了空气密度、温度、风速、风向、湿度、大气

压 强 6 个 指 标 进 行 Pearson 系 数 和 显 著 性 水 平 P 值

的计算，结果如表 1 所示。并绘制相关性热图，结果

如图 5 所示。

表 1    气象因素与风电功率相关性系数

Table 1    Correlation coefficients between meteorological 
factors and wind power

气象参数

风速

风向

空气密度

温度

湿度

大气压强

Pearson 系数

0.70

0.17

0.08

-0.22

-0.21

-0.06

P 值

0.00

2.23 e-240

4.6 e-279

0.00

0.00

2.34 e-40
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图 5    特征相关性热图

Figure 5    Characteristic correlation heat map

综 上 可 知 ，风 速 与 发 电 功 率 高 度 相 关 ，空 气 密

度 和 风 向 其 次 ，大 气 压 强 、温 度 和 湿 度 与 发 电 功 率

的 相 关 度 较 弱 。 因 此 本 文 选 取 风 速 、风 向 的 正 弦

值 、风 向 的 余 弦 值 、空 气 密 度 作 为 风 电 发 电 功 率 的

影响因子进行后续研究。

图 6~9 为不同季节的风力玫瑰图，四季风速都

具有很强的随机性，但风速（WS）和风向的趋势各个季

节有明显不同，其中冬季风速较高且波动性最强，夏

季风速较小，春、秋两个季节盛行西南风，风速适中。
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图 6    春季风力玫瑰

Figure 6    Wind rose chart of spring 
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图 7    夏季风力玫瑰

Figure 7    Wind rose chart of summer 
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图 8    秋季风力玫瑰

Figure 8    Wind rose chart of autumn 
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图 9    冬季风力玫瑰

Figure 9    Wind rose chart of winter 

3.2    功率数据异常值检测与处理

本文利用 DBSCAN 算法和线性拟合方法组合

完成数据清洗。首先，对风速—功率散点图中分散

点采用 DBSCAN 密度聚类异常值检测方法进行检

测 ，DBSCAN 有 2 个重要参数分别是邻域半径 ε 和

最 小 样 本 数 Ptsmin，一 般 通 过 人 工 选 取 ，设 定 ε 为

0.08，Ptsmin 为 220，实 验 结 果 如 图 10 所 示 ，聚 类 后 将

少 数 样 本 群 体 作 为 异 常 点 。 由 于 部 分 异 常 数 据 密

度较大且与正常风速—功率曲线部分相连，难以通

过人工调节邻域半径 ε 和最小样本数 Ptsmin 区分，进

而 采 用 线 性 回 归 算 法 对 未 被 检 测 出 的 异 常 值 进 行

补 充 识 别 。 通 过 线 性 模 型 拟 合 风 速 和 功 率 并 计 算

预测值和真实值的误差值，当误差大于阈值则判定

该点为异常值，实验结果如图 11 所示。该组合方法

能 够 准 确 识 别 数 据 集 中 使 风 速 — 功 率 特 性 呈 离 散

状的大量异常值。

为了保证数据时序连续性，在剔除异常值之后

运 用 KNN 算 法 通 过 选 取 近 邻 样 本 ，通 过 样 本 值 的

均值、中位数进行缺失数据的填充。图 12 为经过异

常值检测和数据重构后的风速功率特性曲线，该曲

线与理论风速功率曲线已基本吻合。
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Figure 10    DBSCAN
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图 11    线性回归

Figure 11    Linear regression

120

100

80

60

40

20

 

功
率

/M
W

25151050

风速/（m/s）

20

图 12    KNN 插值法

Figure 12    KNN interpolation method

为了验证异常值检测与处理方法的有效性，将

原 始 数 据 集 和 异 常 值 处 理 后 的 数 据 集 基 于 LSTM
算法模型进行预测对比。实验前划分实验数据，分

别将数据集中 2018 年数据划分为训练集，2019 年的

数据划分为测试集。得到实验预测误差如表 2 所示。

表 2    原始数据集和处理后数据集预测误差对比

Table 2    Comparison of prediction errors between original 
data set and processed data set MW   

数据集

原始

DBSCAN 处理后

DBSCAN 和线性回归处理后

MAE

5.482

5.329

5.244

RMSE

8.518

8.062

7.961

由 此 可 见 ，在 经 过 DBSCAN 算 法 和 线 性 拟 合

方法组合完成数据清洗后，平均绝对误差和均方根

误差都有所降低，预测的效果优于未经过异常值预

处理的原始数据集的预测效果。

3.3    模型预测结果与分析

为了验证本文算法的准确性，选取 BP、LSTM、

GRU、BiLSTM、DA⁃LSTM［19］以 及 TPA⁃LSTM 等

模型进行实验对比。选取原始数据集中春、夏、秋、

冬 4 个 季 节 中 各 1 天 的 数 据 作 为 测 试 集 ，其 余 数 据

经过 DBSCAN 和线性回归处理后作为训练集。预

测结果如图 13~16 所示，预测误差对比如表 3 所示。
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图 13    预测模型的对比实验结果（春季）

Figure 13    Comparative experimental results of prediction 
models (spring)
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图 14    预测模型的对比实验结果（夏季）

 Figure 14    Comparative experimental results of 
prediction models (summer)
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图 15    预测模型的对比实验结果（秋季）

Figure 15    Comparative experimental results of 
prediction models (winter)
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图 16    预测模型的对比实验结果（冬季）

Figure 16    Comparative experimental results of 
prediction models (winter)

表 3    预测误差对比

Table 3    Prediction errors comparison MW   

季节

春季

夏季

秋季

冬季

模型

BP

LSTM

GRU

BiLSTM

DA⁃LSTM

TPA⁃LSTM

TPA⁃MBLSTM

BP

LSTM

GRU

BiLSTM

DA⁃LSTM

TPA⁃LSTM

TPA⁃MBLSTM

BP

LSTM

GRU

BiLSTM

DA⁃LSTM

TPA⁃LSTM

TPA⁃MBLSTM

BP

LSTM

GRU

BiLSTM

DA⁃LSTM

TPA⁃LSTM

TPA⁃MBLSTM

RMSE

6.148

4.455

4.402

4.391

4.284

4.174

4.087

4.374

3.788

3.775

3.627

3.734

3.603

3.518

5.850

4.745

4.449

4.427

4.656

4.675

4.306

4.690

3.473

3.178

3.134

3.274

3.164

3.101

MAE

4.827

3.368

3.345

3.320

3.248

3.198

3.099

3.442

3.027

2.996

2.868

2.949

2.840

2.737

4.427

3.359

3.184

3.182

3.466

3.289

3.113

3.869

1.965

1.541

1.445

1.681

1.487

1.442

由图 13~16 可知，各模型在各季度的风电功率

预 测 中 具 有 较 好 的 效 果 ，针 对 不 同 季 节 、风 机 不 同

运 行 方 式 下 本 文 方 法 TPA⁃MBLSTM 模 型 具 有 更

高 的 精 度 和 预 测 能 力 。 由 表 3 可 知 ，本 文 方 法 的

RMSE 和 MAE 指 标 在 春 、夏 、秋 、冬 分 别 为 4.087、

3.518、4.306、3.101 MW 和 3.099、2.739、3.113、

1.442 MW。 特 别 是 在 春 季 典 型 日 中 ，相 比 BP、

LSTM、GRU、BiLSTM、DA⁃LSTM、TPA⁃LSTM，

本 文 方 法 在 RMSE 上 分 别 降 低 了 33.52%、8.26%、

7.16%、6.92%、4.60% 和 2.08%，MAE 分 别 降 低 了

35.80%、7.99%、7.35%、6.66%、4.59% 和 3.10%，

其他季节数据见表 3。

结 合 图 6~9 风 力 玫 瑰 图 和 图 13~16 模 型 预 测

过程可知，单一神经网络在面对风速变化剧烈的情

况 时（如 春 季 和 秋 季）预 测 精 度 误 差 较 大 。 通 过 时

间 模 式 注 意 力 机 制 挖 掘 风 速 时 序 关 联 性 和 风 速 -
功率的耦合性，利用多层双向 LSTM 神经网络层间

非线性特征以及深层隐藏关联学习能力，快速捕捉

气象因素的剧烈变化的相关特征，如图 16 所示。另

外 ，由图 13~15 可知 ，传统 LSTM 模型在功率波动

剧烈情况下不能适应功率的快速变化，其预测结果

小于实际功率，偏差较大。结合图 16 冬季典型日模

型实验对比结果和表 3 冬季预测结果可知，在功率

波动平缓时段各模型都能较好地预测风电功率。

另 外 由 表 3 可 知 ，相 较 于 LSTM 模 型 ，TPA⁃ 
LSTM 模 型 在 4 个 典 型 日 中 的 RMSE 指 标 分 别 降

低 了 6.18%、4.88%、1.48% 和 8.90%，MAE 指 标 分

别 降 低 了 5.05%、6.18%、2.08% 和 24.33%。 TPA
机制下的网络模型损失值相对更小，这是由于 TPA
机制对隐藏行状态矩阵进行特征提取，从不同时间

步选择相关信息为时间模式矩阵分配权重，因此其

能 在 各 时 段 预 测 上 均 表 现 出 较 好 的 效 果 。 多 层 堆

叠 双 向 LSTM 神 经 网 络 对 输 入 数 据 进 行 反 复 多 次

训 练 ，增 加 了 模 型 对 于 数 据 依 赖 性 和 系 统 的 鲁 棒

性 ，加 强 了 模 型 刻 画 信 息 的 能 力 ；同 时 引 入 时 间 模

式 注 意 力 机 制 可 以 捕 捉 到 时 间 序 列 中 更 重 要 的 历

史信息，通过对不同时间步权重的合理分配能够更

好地提取数据中潜在的时序特征。

4    结语

本 文 提 出 了 一 种 考 虑 时 间 模 式 注 意 力 机 制 的

多 层 堆 叠 双 向 LSTM 神 经 网 络 的 超 短 期 风 电 功 率

预 测 方 法 。 该 方 法 充 分 挖 掘 超 短 期 风 功 率 与 风 速

等因素的内在关联性，利用时间模式注意力机制和

多 层 堆 叠 双 向 LSTM 神 经 网 络 针 对 风 功 率 时 序 数

据 信 息 捕 捉 能 力 ，建 立 风 功 率 与 风 速 、风 功 率 历 史

数 据 等 信 息 耦 合 关 系 ，从 而 提 高 预 测 精 度 。 另 外 ，

针 对 历 史 训 练 数 据 缺 失 、异 常 等 问 题 ，采 用 基 于 密

度的含噪声空间聚类方法和线性拟合方法，准确识

别 训 练 数 据 的 异 常 值 并 进 行 缺 失 填 充 。 针 对 不 同

季 节 的 预 测 实 验 验 证 了 本 文 方 法 的 有 效 性 和 合

理性。
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