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摘     要：分布式低碳能源站（distributed low‑carbon energy station，DLCES）能提高能源利用效率和可再生能源消纳

率，准确预测 DLCES 的未来运行状态能保障其安全可靠运行。为此，提出一种基于数据驱动的分布式低碳能源站

状态预测方法。首先，分析 DLCES 结构与运行状态，利用关键状态量和偏移量变化将运行状态划分为正常、恢复、

临界及紧急状态；其次，构建深度长短期记忆（long‑short term memory，LSTM）模型，并利用改进粒子群算法进行超

参数优化，提升预测模型性能；最后，利用测试集数据对柯西变异的粒子群算法（Cauchy mutation particle swarm 
optimization，CMPSO）和 LSTM 相结合的模型进行预测仿真，将其与 RNN、LSTM 及 BP 神经网络预测结果对比分

析。结果表明：CMPSO‑LSTM 模型能提高预测效果，更具实际意义。
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A data‑driven method for state prediction of distributed low‑carbon energy stations
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Abstract： Distributed low-carbon energy stations （DLCES） can improve energy utilization efficiency and renewable 

energy consumption rates. Accurate prediction of the future operating status of DLCES can ensure its safe and reliable 

operation. Therefore， a data-driven prediction method for the status of DLCES is proposed. Firstly， the structure and 

operating status of DLCES are analyzed， and the operating status is divided into normal， recovery， critical， and 

emergency states using key state variables and deviations. Secondly， a deep long-short term memory （LSTM） model is 

constructed， and an improved particle swarm optimization algorithm is used for hyper-parameter optimization to 

improve the performance of the prediction model. Finally， the CMPSO-LSTM model is simulated using test sets data， 

and the results are compared with those of RNN， LSTM， and BP neural networks. The results show that the CMPSO-

LSTM model can improve prediction results and has more practical significance.

Key words： state prediction；long-short term memory（LSTM）；Cauchy mutation particle swarm optimization 

（CMPSO）；time series prediction

近年来，随着“碳达峰碳中和”目标持续推进，

节能减排、低碳高效的发展理念成为能源领域的共

识［1］。在高效能源利用和低碳环保的双重作用下，

以原有气网和电网为基础的分布式低碳能源站

（distributed low‑carbon energy station， DLCES）成

为解决问题的重要方向。DLCES 通过耦合电网、

气网、热网等能源网络，实现多能互补和能源高效

利用，提高能源利用率和可再生能源消纳率，成为

未来解决能源和环境危机的重要方式。但 DLCES
具有能源网络众多、能源设备复杂以及能源供应多
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元等特点，使得准确把握 DLCES 的未来运行状态

变得困难。依据历史数据与实时状态 ，可预测

DLCES 未来运行趋势，为运行与检修人员及时发

现薄弱环节与系统安全问题提供技术支持，能为

DLCES 的实际运行起到指导作用。

状态预测在诸多领域中已有应用，国内外专家

对状态预测已开展大量研究与探索。文献［2］针对

核电站运行状态监测的问题，提出基于差分自回归

移动平均（autoregressive integrated moving average，
ARIMA）模 型 和 长 短 期 记 忆（long‑short term 
memory，LSTM）神经网络组合模型，对主部件的温

度和流量进行单步或多步状态预测；文献［3］为充

分了解变压器的绝缘老化状态，确定极化和去极化

电流的关键影响因素，运用鸡群算法（Chicken swarm 
optimization，CSO）对 BP（back propagation）神经网

络［4‑5］进行优化，实现对变压器油纸绝缘状态的预

测；文献［6］针对工业循环水系统的运行状态预测

问题，提出基于 Dropout 层改进的卷积神经网络

（convolutional neural networks，CNN）模型，有较好

的预测效果；文献［7］为解决机床状态动态预测适

应度差和准确度不够的情况，提出基于自适应学习

的机床状态预测模型。

虽然状态预测在其他领域中得到了应用，且有

较好的效果，但在综合能源系统的场景下，应用较

少且主要集中于储能电池健康状态预测方面。文

献［8‑9］通过找出电池健康特征相关性较高的因素，

运 用 高 斯 过 程 回 归（gaussian process regression，
GPR）方法建立电池老化数据驱动模型，利用数据

驱动和经验模型实现对电池的健康状态预测；文

献［10‑11］为适应大规模的风电接入，并为风电并网

提供运行保障，将历史风速等关键信息进行分类划分，

运用变分模态分解（variational mode decomposition， 
VMD）和门控循环单元（gated recurrent unit， GRU）

神经网络的组合风电功率预测模型（VMD‑GRU）

对风电短期的功率进行状态预测；文献［12‑13］为解

决电动汽车充电的状态预测问题，将电动汽车的充

电进行网格划分处理，通过贝叶斯正则化优化 BP
神经网络，以最终预测不含充电设施网格的充电

需求。

上述相关研究针对状态预测方面均有创新之

处，但现阶段研究大多集中于电网系统中部分重要

设备，对分布式低碳能源站的未来状态预测涉及较

少。同时，针对状态预测方面，大多进行定量的具

体数据预测，对整体未来状态定性预测较少。基于

此，提出基于数据驱动的分布式低碳能源站状态预

测方法，利用柯西变异对平均最好位置粒子群算法

进 行 改 进 ，进 而 优 化 LSTM 神 经 网 络 ，实 现 对

DLCES 未来运行状态的预测。

1    DLCES结构与运行状态

DLCES 建设主要目的是考虑各分立的传统能

源网络、多元化能源供应源和多样化能源需求，实

现各能量流相互耦合与协同。同时，DLCES 可结

合当地的实际情况，对风、光等可再生能源充分利

用，提高能源的自给率与系统的能源利用率，达到

系统运行低碳化、高效化和经济化［14］。

1.1    DLCES典型结构

DLCES 作为综合能源系统的核心，其集合了

多种能源耦合设备，涉及能源的转换、分配、储存等

多个环节。典型 DLCES 的结构如图 1 所示。
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图 1    DLCES 典型结构

Figure 1    Typical structure of distributed 
low‑carbon energy station

DLCES 主要设备有风力发电机组、光伏发电

（机组）、燃气锅炉、蓄电池、电制氢（装置）以及燃料

电池等。分布式低碳能源站可实现对可再生能源

的优化利用，利用风能与太阳能的互补特性，削弱

风力发电的反负荷特性。DLCES 中负荷包括电、

气、热 3 种负荷。电负荷由风力发电机组、光伏发电

（机组）、燃料电池、储能电池、上级电网和热电联产

（combined heat and power，CHP）经电母线供应；气

负荷由上级气网、电制氢（装置）经气母线供应；热

负荷由燃气锅炉与 CHP 经热母线进行供应，其中热

能主供应设备为 CHP，燃气锅炉（gas‑fired boiler，
GB）作为备用设备。

1.2    DLCES的运行状态分析

DLCES 的关键状态量和关键状态偏移量与运

行状态有直接映射关系，其运行状态取决于关键状
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态量是否超过阈值和状态偏移量变化程度。状态

偏移量为

di =
|

|
|
||
||

|
|
||
| Si - SiN

SiN
× 100% （1）

式中，i为 e、g、h，分别表示电、气和热网；Si为实时状

态量；SiN为该状态量的额定值。

对于包含电、气和热网的 DLCES，其关键状态

量包括电网电压、热网温度和气网气压。由于关键

状态量和关键状态量偏移变化与运行状态紧密相

关，故将运行状态分为正常、恢复、临界和紧急 4 种

状态［15］，如图 2 所示。

开始

关键状态量 Si

关键状态偏移量 di

正常 恢复 临界 紧急

结束

di ≈ 0，
Si ≈ SN

0 < || Si - SN ，
di ↓

0 < || Si - SN <
ΔSh，di ≈ 0 di ↑↑

图 2    运行状态分类流程

Figure 2    Flowchart of operation status classification 

系统处在正常状态时关键状态量在额定值附

近波动，关键状态偏移量极小。系统处在恢复状态

时关键状态量已偏离额定值，但关键状态偏移量在

不断减少，系统正由紧急或临界状态向正常状态转

变。系统处在临界状态时关键状态量已偏离额定

值，但还未超过或低于临界值，关键状态偏移量变

化较小。系统处在紧急状态时关键状态量已严重

偏离额定值，关键状态偏移量不断增大，此时已发

生严重故障，无法自行恢复。

2    基于 LSTM 的时序深度学习模型

在进行 DLCES 的健康状态预测时，其未来运

行状态与现在状态量和状态变化量具有时序关联

性。LSTM 具有优秀的记忆结构，能很好地反映状

态量数据在时间上的规律。因此，可将其应用于

DLCES 的健康状态预测。

2.1    LSTM 模型

在处理长时序数据时，LSTM 针对循环神经网

络（rerrent neural network，RNN）［16］出现的梯度爆炸

和梯度消失问题进行神经细胞元的结构改进 。

LSTM 核心思想是，在循环神经基础上加入遗忘门

和细胞状态的结构，使其模型在较长时间里同时具

有记忆和遗忘的特性，很好地解决了梯度爆炸和梯

度消失问题，可灵活处理长序列的时序数据。相较

RNN 区别在于 LSTM 中神经细胞具有门控制记忆

单元，网络结构如图 3 所示［2］，其中 Ct-1为前一时刻

神经细胞状态，Ct为本时刻神经细胞状态，C͂ t 为待定

神经细胞状态，xt-1 为前一时刻输入，ft 为遗忘门输

出，it 为输入门输出，Ot 为输出门输出，ht 为本时刻

输出。

输入门 输出门遗
忘
门

细胞状态

tanh sigmoidsigmoidsigmoidsigmoidsigmoidsigmoid

tanh

tanh

xt-1 xt

ht

Ct

ht

Ot
ft it

ht-1

Ct-1

C͂ t

ht-1

tanh

图 3    LSTM 神经细胞结构

Figure 3    Structure of LSTM neural cell 

LSTM 神经细胞间信息存在前馈传递性，能在

后续状态下有选择性地记忆之前状态信息，结合新

状态下输入的信息可得到最后的输出结果。在每

个 LSTM 神经细胞中，利用输出门、输入门和遗忘

门对信息进行控制。遗忘门控制对前一时刻输出

信息的保留或删除，利用 sigmoid 产生权值，该权值

为 0~1，即完全遗忘和完全保留之间，权值函数为

fi = σ (W f [ ht - 1，xt ]+ b f ) （2）

式中，W f 为遗忘门权值；bf 为遗忘门偏置；ht-1 为前

一时刻输出；xt为本时刻输入；σ 为 sigmoid 函数，其

表达式为

σ ( x )= 1
1 + e-x

（3）

式中，x 为输入。

输入门主要作用是 LSTM 神经细胞状态的更

新，其控制输入的新信息合并到神经细胞间状态的
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权重，利用 sigmoid 产生权重。该权值为 0~1，即完

全不合并和完全合并之间，权值函数为

it = σ (W i [ ht - 1，xt ]+ b i ) （4）
式中，W i为输入门权值；bi为输入门偏置。

LSTM 神经细胞中 C͂ t 为待定细胞状态，其表达

式为

C͂ t = tanh (W c [ ht - 1，xt ]+ b c ) （5）
式中，Wc为激活函数权值；bc为激活函数偏置；tanh
函数将输入该函数的信号进行处理，归一化到［-1，
1］，其表达式为

tanh ( x )= ex - e-x

ex + e-x
（6）

根据输入门和遗忘门的输出结果，对 LSTM 神

经细胞状态进行更新，其表达式为

Ct = fi Ct - 1 + it C͂ t （7）
利用最后输出门和 tanh 层输出结果产生细胞输出，

其表达式为

ht = O t tanh ( Ct ) （8）
O t = σ (W o [ ht - 1，xt ]+ bo ) （9）

式中，Wo为输出门权值；bo为输出门偏置。

2.2    LSTM 模型预测流程

将深度 LSTM 应用于 DLCES 的状态预测中，

其 关 键 问 题 在 于 状 态 量 信 息 的 预 处 理 和 构 建

LSTM 网络结果。针对本文所提 DLCES 的状态预

测方法，主要流程如下。

1） 确定 LSTM 模型的输入和输出，为利用模型

的训练和预测，需要对数据进行预处理，具体公

式为

x′i = xi - x̄

1
n - 1 ∑( xi - x̄ )2

（10）

其中，x̄ 为数据平均值。对已处理后的数据集进行

划分，文中采用前 80% 数据为训练集，后 20% 数据

为测试集。

2） 构建 LSTM 的状态预测模型。LSTM 的网

络结构如图 4 所示，其由一个输出层、一个输入层和

多个隐藏层组成。首先，由输入层提取数据特征，

再将其放入隐藏层；其次，隐藏层对其进行特征的

分析和提取，隐藏层可以由多层结构组成，同时，为

增强模型的泛化能力，防止模型出现过拟合，可在

隐藏层增加 Dropout 层；最后，将隐藏层输出输入输

出层，经过线性变换后可得到最终预测数据。

3） 测试模型的预测精度。利用测试数据对已

训练模型进行预测结果比较。目前，关于分类结果

的评价主要是依据真负（true negatives，TN）、真正

（true positives，TP）、假正（false positives，FP）和假

负（false negatives，FN）4 类结果来判断模型预测性

能，本文通过混淆矩阵和召回率（average recall，
AR）来判断模型的预测结果，即

TAR = TP + TN

TP + TN + FP + FN
× 100% （11）

式中，TAR表示召回率；TP表示本身为正，预测为正；

TN表示本身为负，预测为负；FP表示本身为负，预测

为正；FN表示本身为正，判断为负。

LSTM 层 1

Dropout层

LSTM 层 k

隐
藏
层

输
出
层

输
入
层

关键状态量未来 5 个
时间节点数据

关键状态量临近 10
个时间节点数据

图 4    LSTM 网络结构

Figure 4    Structure of LSTM network 

3    基于 CMPSO 的超参数优化

在 LSTM 时序神经网络训练过程中，模型超参

数影响着模型的拟合状态和预测准确度。针对学

习率、隐藏层层数、隐藏层细胞数和迭代次数 4 个超

参数，对 LSTM 时序神经网络模型结构进行优化。

模型神经细胞的学习率是重要的超参数，其直接影

响神经网络的收敛性，较大的神经细胞学习率会造

成模型梯度不能收敛，较小的神经细胞学习率会造

成模型收敛时间较长。隐藏层的层数和神经细胞

数量决定 LSTM 模型学习的深度和数据特征提取

程度，过多或过少的隐藏层数量会使训练模型出现

过拟合或欠拟合的情况，即模型过于精确或过于简

单，使得预测结果较不准确。迭代次数过小模型训

练不精确，迭代次数过大影响训练时间。

为克服单一 LSTM 神经网络模型泛化性不高、

训练时间较长和处理多数据能力不足的问题［17］，采

用柯西变异的粒子群算法（Cauchy mutation particle 
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swarm optimization，CMPSO）对超参数进行优化，

以提高状态预测模型的效果与性能。

3.1    基于柯西变异的改进粒子群算法

在传统粒子群算法进行寻优过程中，会出现早

熟的问题，使算法陷入局部最优解。算法的全局和

局部寻优能力受到惯性权重的影响。惯性权重设

置越大时全局寻优能力也越强；惯性权重设置越小

时局部探索能力越强。在求解目标函数过程中，适

应度越小时说明该粒子最优解越近，此时应该加强

局部搜索能力，使得惯性权重减少；适应度越小时

说明该粒子最优解越远，此时应该加强全局寻优能

力，惯性权重应增加。同时，学习因子有着与惯性

权重相同的特性，基于此思想，对传统粒子群算法

进行改进，使得算法不易陷入局部最优解。对惯性

权重和学习因子进行改进，即当 f d
i ≥ f d

av 或 f d
i < f d

av

时，分别有

w d + 1
i = w min +( wmax - w min ) ⋅ f d

max - f d
i

f d
max - f d

av
   （12）

ì

í

î

ï

ï
ïï
ï

ï

ï

ï
ïï
ï

ï

w d + 1
i = w max

c1 = ( c1h - c1l )· d
dmax

+ c1l

c2 = ( c2h - c2l )· d
dmax

+ c2l

（13）

式（12）、（13）中，w d + 1
i 为下一次迭代的惯性权重；

wmin、wmax分别为最小、最大惯性权重，取 0.4、0.9；f d
max

为第 d 次迭代所有粒子中最大适应度；f d
i 为第 d 次

迭代第 i个粒子的适应度；f d
av 为第 d 次迭代所有粒子

适应度的平均值；c1l 和 c2l、c1h 和 c2h 分别为学习因子

1、2 的初、终值。

由于惯性权重和学习因子根据自适应准则不

断改变，在算法运算后期会导致各粒子相互聚集，

使得种群粒子的多样性缺失，因此，引入柯西变异

使得种群粒子多样性增加，以获得很多的搜索信

息，提升优化算法的搜索性能。当粒子迭代超过一

定次数后，对部分粒子位置进行变异，即

ì
í
î

ïï
ïï

x ' = x， ρ > 0.5
x ' = x ( )1 + D ( a ) ， ρ ≤ 0.5

（14）

式中，x′为经柯西变异后的粒子位置；D（a）为柯西

分布的随机分量。其概率密度函数为

f ( a )= 1
π ⋅ a0

a2
0 + a2 ，- ∞ < a < +∞ （15）

3.2    CMPSO‑LSTM 预测模型

在对传统粒子群算法进行改进后，以测试集的

均方根误差（root mean square error，RMSE）作为目

标函数，以学习率、隐藏层层数、隐藏层细胞数和迭

代次数 4 个超参数作为寻优参数，算法具体流程如

图 5 所示。

输出预测结果

对结果进行反归一化处理

训练 CMPS0-LSTM 模型

输出最优超参数 状态预测模型

训练集 测试集

数据归一化 开始

设置 4 个超参
数搜索范围

初始化粒子群

计算适应度

是否达到结
束条件

自适应更新学习
因子与惯性权重

更新粒子群
位置与速度

是否
达到柯西变

异条件

对粒子的位置
进行柯西变异

CMPSO 超参数优化

Y

N

收集 DLCES
的多状态下
状态量数据

将数据进行
归一化处理

更新个体和
全体最优值

N

Y

图 5    CMPSO‑PSO 算法流程

Figure 5    Flowchart of CMPSO‑PSO algorithm

4    算例分析

本文关键状态量数据来自某分布式低碳能源

站，采集包含正常、临界、紧急和恢复 4 个状态的关

键状态量数据。通过蒙特卡洛模型模拟 2 000 组样

本数据，训练集与测试集比例为 8∶2，基于该数据对

本文所提方法进行分析。仿真实验基于 PC 机，

CPU 为 AMD Ryzen 7 4700U with Radeon Graphics 
@4.00 GHz，内存为 16 GB。 LSTM 与 CMPSO 均

在 MATLAB 中进行搭建。

4.1    超参数优化

在利用 CMPSO 对 DLCES 的超参数进行优化

时，需要先设置各超参数的搜索范围。依据相关研

究［18‑22］，本文超参数设置范围：LSTM 层数、神经元

个数、迭代次数、学习率分别设置为［1，3］、［0，
300］、［0，300］、［0.001，0.01］。经 CMPSO 优化后

得到最优参数为 LSTM 层（1 层），神经元个数为

260，迭代次数为 246，其学习率为 0.01。最优参数

下 LSTM 模型训练过程中损失函数 loss 和均方根

误差 RMSE 的变化如图 6 所示。
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图 6    损失和 RMSE 函数变化

Figure 6    Variation diagram of particle optimal fitness

4.2    预测结果与分析对比

将测试集中 4 类运行状态分别取一组数据，对

已训练完成的 CMPSO‑LSTM 模型进行状态预测。

在输入前 10 个时间点的关键状态量数据后，预测后

5 个时间点的关键状态量数据。通过不断更新输入

10 个时间节点数据，可预测得到运行状态量未来 5n

个节点数据。结合已知和预测数据，判断数据趋

势，进而预测未来运行状态，最后可得到各状态预

测，如图 7 所示。
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图 7    各状态下预测结果

Figure 7    Prediction results of each state

由图 7（a）可知，关键状态量均在额定值附近变

化，有小幅波动，状态偏移量基本保持不变，其预测

结果符合正常情况下关键状态量和状态偏移量变

化规律。图 7（b）中关键状态量变化量较大，变化速

率较快，且状态偏移量不断增大，其预测结果符合

紧急情况下关键状态量和状态偏移量变化规律。

图 7（c）中临界状态下关键状态量已大量偏移额定

值，但其状态偏移量变化不大，其预测结果符合临

界情况下关键状态量和状态偏移量变化规律。图 7
（d）中关键状态量虽已偏移额定值，但其状态偏移

量在不断缩小中，系统将趋于稳定，其预测结果符

合恢复情况下关键状态量和状态偏移量变化规律。

由上述分析，CMPSO‑LSTM 模型能够较好地预测

关键状态量的变化和运行状态，运行状态特征均符

合预期。

为验证 CMPSO‑LSTM 相较其他预测模型的

优越性，将其与 LSTM、BP 神经网络和 RNN 模型

进行比较，4 种方法对测试集的预测结果如图 8 所

示，可知 CMPSO‑LSTM、LSTM、BP 神经网络和

RNN 模型对各运行状态预测的正确组数分别为

98、97、96、95，92、90、91、88，86、90、80、85 和 90、92、
88、90 组。

进一步分析 4 种不同方法预测结果，在实际正

常情况下，4 种模型分别出现了 2、8、14、10 组的紧急

状态的误判。这是由于在实际数据中，正常状态下

状态量数据会进行随机变动，且变动不遵循单一规

律。若因客观原因出现稍大的波动与数据的随机

性叠加后，可能会加大波动的幅度，进而影响预测
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模型对未来趋势的预测。在实际恢复情况下，4 种

模型出现了 3、10、10、8 组的误判。这是由于在恢复

状态时，可能出现由临界状态向恢复状态转变的情

况，若一开始状态量变化较小或出现向负方向的波

动，则会导致预测模型可能出现临界状态和紧急状

态的误判。在实际临界情况下，4 种模型出现了 4、
9、20、12 组误判。这是因为该情况下关键状态量可

能会随机出现向上或向下的波动，使得预测模型出

现恢复状态和紧急状态的误判。在实际紧急的情

况，4 种模型出现了 5、12、15、10 组误判。这是因为

关键状态量可能出现向上的波动，导致状态量数据

出现开始变化不明显但随后下降较快的情况，从而

出现正常状态的误判。若从临界状态至紧急状态

变化，则可能出现向上波动，导致出现临界状态或

恢复状态的误判。

对于数据随机性而产生的误判，要求预测模型

有较好的预测性能以克服这种偏差。根据式（11）
可求得各模型的预测准确率，如表 1 所示，LSTM 模

型因为超参数设置的原因，导致模型预测达到最优

的准确率为 90.25%；BP 神经网络预测结果相对表

现 较 弱 ，准 确 率 为 85.24%；同 时 ，虽 然 RNN 与

CMPSO‑LSTM 模型一样具有时序数据处理能力，

但 RNN 因结构问题不适合作为长时间序列数据预

测模型，准确率为 90%。因此，CMPSO‑LSTM 相

较 LSTM、BP 神经网络和 RNN 模型，有较好的性

能，预测准确率分别提升 6.25%、11.26%、6.50%。
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图 8    4 种不同方法预测结果对比

Figure 8    Prediction results of four different methods

表 1    4 种预测方法准确率

Table 1    Accuracy results of four prediction methods

方法

CMPSO‑LSTM

LSTM

准确率/%

96.50

90.25

方法

RNN

BP 神经网络

准确率/%

90.00

85.24

4    结语

本文针对 DLCES 运行状态预测问题，提出了

基于数据驱动的 CMPSO‑LSTM 的状态预测方法。

首先，根据系统关键状态量和关键状态偏移量变化

将系统运行状态划分正常、恢复、临界和紧急 4 类运

行状态；然后，构建包括输出层、输入层和隐含层的

深度 LSTM 模型，运用 CMPSO 对 LSTM 状态预测

模型进行优化；最后，训练 CMPSO‑LSTM 模型，对

其进行实例验证。

1） 利用自适应思想和柯西变异对传统粒子群
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算法进行改进，形成 CMPSO 优化模型，利用该模型

对深度 LSTM 模型进行超参数优化，提高 LSTM 模

型预测性能。

2） CMPSO‑LSTM 能实现对 DLCES 未来运行

状态的预测，预测结果符合各状态下关键状态量的

特征，其对比 LSTM、BP 神经网络和 RNN 模型，预

测准确率分别提高 6.25%、11.25%、6.50%。

本文所提方法能实现对 DLCES 运行状态的预

测，仅运行深度学习理论实现预测，并未深层次对

其状态量和状态量变化与未来运行状态关系机理

进行研究，未来可从深层机理的角度进行研究。
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