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基于 IGWO‑Seq2Seq的风电故障预测方法
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摘     要：风电机组在运行过程中面临各种故障风险，如何精准地诊断和预测故障，对于提升风电场的运行效率和保

障系统安全具有重要意义。传统的故障诊断方法主要依赖于基于规则的模型或浅层机器学习算法，这些方法在处

理复杂、非线性、时序性强的数据时常常表现出较低的精度和较差的泛化能力。为此，提出一种基于改进灰狼优化

（improved grey wolf optimizer， IGWO）算法的编解码器（Seq2Seq）模型，用于风电机组故障诊断预测。模型通过注

意力机制增强关键输入时刻的特征表达能力，并利用 IGWO 算法对超参数进行全局优化以提升模型的预测精度和

泛化能力。与传统模型相比，该模型风电机组故障预测中具备高效性和可靠性，为风电场的智能化运行与维护提

供技术支持。
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Abstract：Wind turbines face various fault risks during operation， making precise fault diagnosis and prediction crucial 

for improving wind farm operation efficiency and ensuring system safety. Traditional fault diagnosis methods primarily 

rely on rule-based models or shallow machine learning algorithms， which often exhibit low accuracy and poor 

generalization ability when dealing with complex， nonlinear， and strongly time-dependent data. To address these 

challenges， this paper proposes an encoder-decoder （Seq2Seq） model based on an improved grey wolf optimizer 

（IGWO） for fault diagnosis and prediction of wind turbines. The model enhances the feature expression of key input 

moments through an attention mechanism and leverages IGWO to perform global optimization of hyperparameters， 

improving both prediction accuracy and generalization ability. Compared with traditional models， this approach 

demonstrates high efficiency and reliability in wind turbine fault prediction， providing technical support for the 

intelligent operation and maintenance of wind farms.
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“十四五”规划提出“双碳”目标以来，以风电为

典型代表的新能源体系更加注重清洁低碳、安全高

效的能源消纳和电力储备［1⁃4］。风电机组作为风电

场的核心设备，其稳定性和可靠性直接关系到整个

电网的安全运行。近年来，随着风电装机容量的持

续增长，风电机组的故障问题逐渐成为制约其经济

性和可靠性的关键因素。风电机组的故障不仅影

响其发电效率，延长修复周期，还可能导致较高的
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运维成本和不必要的停机时间［5］。因此，如何对风

电机组进行有效的故障诊断与预测，已成为风电行

业亟待解决的重要问题。

风电机组作为复杂的能源转换设备，其可靠性

和运行效率直接影响到风电场的经济性和发电效

益［6］。风电机组故障通常表现为机组停运、设备损

坏以及发电效率下降等，及时有效的故障判断与预

测对于减少风电机组的停运时间、降低运维成本、

提高系统运行效率具有重要意义。风电故障判断

与预测方法可以分为传统方法、基于模型的方法和

基于数据驱动的方法三大类。

传统方法主要依赖经验公式和统计学分析，如

通过时间域和频域分析识别设备异常特征［7］。这类

方法在早期应用广泛，然而，随着风电场规模的扩

大和运行环境的复杂化，这些方法的局限性日益凸

显。面对现代风电场多源、多维、动态的数据特点，

传统方法在处理复杂非线性关系和多因素耦合特

性时显得力不从心，难以有效捕捉系统运行中的细

微变化，尤其在应对突发性故障和隐蔽性风险时，

诊断能力明显不足。

基于模型的方法则主要依赖于物理模型，通过

理论假设分析和机理建模描述故障特征［8⁃9］。这些

方法能够深入挖掘设备运行的内在机制，对故障诊

断具有较强的物理解释性。然而，随着风电设备和

系统结构的日益复杂，精确建模变得困难，模型的

精度受到较大限制。此外，由于基于模型的方法通

常假设运行条件的理想化，其对复杂工况的适应性

较弱，限制了在实际场景中的广泛应用。

数据驱动的方法近年来得到广泛关注，通过

深度学习、集成学习等技术，从海量数据中提取潜

在影响特征，实现未来故障风险预测，无须依赖具

体的物理模型。其中，文献［10］提出了一种基于

关联分析的生成式对抗神经网络的风电机组故障

判断方法。文献［11］针对极端天气导致风电机组

频繁故障，提出了基于改进贝叶斯网络的风电机

组故障判断与风险预测模型。文献［12］针对风电

机组齿轮箱故障判断，采用数字信号处理与机器

学习相结合的方法，实现了故障自动诊断。在进

一步的研究中，数据驱动方法逐渐融入了更多先进

技术，以增强其对复杂问题的处理能力。文献［13］
基于数据驱动的风电机组桨变系统，证明了添加

注意力机制对于神经网络带来的提升。文献［14］
引入线性解码器结构构建 Transformer 模型，具备

长期使用稳定性，可以消除误预测现象。文献［15］

构建具有记忆时序信息的循环神经网络的输入特

征，设置故障预警阈值，实现对风电机组故障状态

预警。然而，尽管数据驱动方法在风电故障判断

中表现出强大的适应性和灵活性，但其发展仍面

临一定挑战。受限于预测模型结构，当考虑现实

场景下多维复杂、非线性时序特征时，计算复杂度

会明显上升，难以直接提取。此外，模型性能对超

参数（如神经元数量和学习率）的高度依赖［16］，参

数选择的合理性直接影响模型的预测精度与收敛

速度。复杂模型的超参数调优过程通常依赖经

验，难以保证全局最优解的获得，影响了模型全局

性能和泛化能力［17］。

因此，本文搭建了编解码器（Seq2Seq）模型［18］，

进行风电故障判断及预测。该模型以门控循环单

元（gate recurrent unit，GRU）为基本预测单元，在保

证信息提取能力的同时简化网络结构［19］。2 组 GRU
单元分别构成编解码器结构强化对历史序列联系

的深入提取，解码过程中引入注意力机制［20］进一步

提升长时间多步预测的精度和鲁棒性，使得模型在

捕捉复杂时序特征方面具有显著优势。此外，考虑

到深度学习模型超参数难以确定，且受限于对超参

数的高度依赖，仅依靠经验确定超参数易使模型陷

入局部最优。因此，本文利用改进灰狼优化算法

（improved grey wolf optimizer，IGWO）［21］对 Seq2Seq
模型的超参数进行全局优化。通过优化选取编解

码器模型神经元个数以及学习率，加强模型参数选

取的自适应性，以提高搜索效率。

灰狼优化（grey wolf optimizer，GWO）算法在全

局搜索能力方面具有良好的适应性，但在高维参数

空 间 中 易 出 现 收 敛 速 度 减 缓 的 现 象 。 通 过 将

IGWO 算法与 Seq2Seq 模型相结合，充分发挥了

IGWO 算 法 在 参 数 优 化 中 的 全 局 探 索 能 力 和

Seq2Seq 模型在复杂时序建模中的精细化能力，有

效提高了模型的预测精度和泛化能力。

1    编解码器模型

编解码器模型的主体为由 2 组 GRU 单元所组

成的编码器‒解码器结构。其基本结构如图 1 所示。

编码器 GRU 对输入的时间序列进行编码操作，提

取深层依赖并将特征语义向量传递给解码 GRU
组，依次输出解码结果。每一时刻，解码单元根据 3
组输入信息进行解码计算：语义向量 c、上一时刻解

码 GRU 输 出 y t − 1、上 一 时 刻 解 码 GRU 隐 层
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状态 h t − 1。具体计算如下：

ì

í

î

ïïïï

ï
ïï
ï

c= d (Uh t )
h t = f (W [ h t − 1，y t − 1，c ]+ b1 )
y t = g (Vh t + b2 )

（1）

式中，U、W、V分别为权重矩阵；b1 和 b2 为偏置向

量；d、f、g 为激活函数，本文取 tanh 为激活函数。特

别地，在解码开始时，解码 GRU 接收<start>所示

的输入编码作为开始标识符，结束解码则输出<
stop>所示的输出编码作为终止标识符。

Encoder

h0 h1 h2 h3 h4 h5

x1 x2 x3 x4 x5

<stop>

y1 y2 y3

Decoder

h '0 h '1 h '2 h '3

<start>
c

图 1    Seq2Seq 模型示意

Figure 1    Seq2Seq model

注意力机制源于对人类视觉的研究，人脑在

认知事物时会选择性地关注其主体特征，集中精

力于更有用的信息。注意力机制使得 Seq2Seq 模

型更关注重要输入节点信息，在预测时根据相关

性大小分配不同权重，用于当前时刻预测值的解

码计算。

在解码第 i 时刻，将上一时刻解码 GRU 最顶层

隐层状态 S i − 1 与输入时序经编码器的编译结果

{ h j }Tx

j = 1（Tx 为编码器时间步长）按下式计算得到编

码器第 j时刻输出、在解码第 i时刻的相关度：

eij = V T
a tanh (W aS i − 1 + U ah j ) （2）

式中，h j 为编码器第 j 时刻的编译输出；V T
a 、W a、U a

均为全连接层权重矩阵。

以 softmax 函数对编码不同时刻所对应的相关

度进行归一化处理，得到编码器各时刻对应于解码

第 i时刻输出预测的重要性权重［22］为

aij = exp ( eij ) ∑
k = 1

Tx

exp( eik ) （3）

综合所求得的注意力权重与编码器各时刻输

入 { aij } 进行加权求和，即可得到在解码第 i 时刻所

对应的特征语义向量为

c i = ∑
j = 1

Tx

aij h j （4）

根据注意力机制求得的特征语义向量 c，既包

含全部编码器时序信息的输出状态，又包含当前时

刻解码器输出的特征注意力关联信息，可以提取对

当前时刻预测输出更为重要的输入时序信息并赋

予更大权重，从而提高编解码器模型长期预测的精

度和稳定性。

2    改进灰狼优化算法

GWO 算法由 Mirrjalili 团队于 2014 年提出，是

一种通过模拟灰狼群体追捕猎物，迭代寻求最优解

的智能优化算法［23］。GWO 算法可以同时兼顾局部

寻优和全局最优搜索，收敛性能强，收敛因子和信

息反馈机制可以自适应调整。 IGWO 算法调整了

收敛因子以及灰狼最终位置更新公式，进一步提高

了灰狼算法全局搜索的稳定性和寻优性能，收敛速

度更快。

狼群内部有严格的等级制度［24］，小部分头狼带

领着狼群 β 搜捕猎物，头狼等级由上而下可分为 α、

β、δ 3 级，剩下的灰狼记为 ω 狼。每次位置更新后根

据距离猎物适应度高低筛分出 3 个级别的头狼，即 α

狼为适应度最优的灰狼，β 狼次之。狩猎过程中，狼

在头狼 α、β 和 δ 的带领下进行包括搜索、靠近、包

围、猎捕和攻击等一系列狩猎行为。其中包围和猎

捕是主要的优化过程。

2.1    包围行动

灰狼狩猎行为中，猎物的最终位置即为其全局

最优解，灰狼群体的包围行为即不断接近猎物的过

程。灰狼个体与猎物的距离、狼群根据与猎物距离

而更新自身位置分别为

D = ||C∙X p( )t − X ( )t （5）
X ( )t + 1 = X p( )t − A∙D （6）

式中，t 为迭代次数；X p ( t )为第 t 次迭代时猎物的位

置向量；X ( t )为第 t次迭代时灰狼个体的位置向量。

系数向量A、C以及收敛因子 a 分别为

A= 2a∙r1 − a （7）
C = 2∙r2 （8）

a = cos ( )t
tmax

π + 1 （9）

式（7）~（9）中，r1，r2 ∈[ ]0，1 ，为随机变量；t 为当前

迭代次数；tmax 为最大迭代次数。

系数向量 A决定了灰狼位置更新的移动步长，

|| A > 1 时，狼群搜索范围将扩大，体现为 IGWO 算
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法的全局搜索能力；当 || A < 1 时，狼群缩小搜索范

围，表明逐步包围猎物并发起进攻，精确找寻最优

解。系数向量 C则与移动方向有关，有助于在陷入

局部最优时，增强全局搜索程度，提高算法全局搜

索的稳定性。

经典灰狼算法中收敛因子 a 随迭代次数由 2 到

0 线性变化，而研究表明［25］，对收敛因子 a 进行非线

性变化可以提升算法的寻优性能。于是式（9）中

IGWO 算法运用余弦函数对 a 进行非线性变换，同

样保证数值上 a ∈[ ]0，2 。

2.2    猎捕行动

在灰狼识别出猎物的位置并将其包围后，狼群

即在头狼 α、β 和 δ 的带领下进行猎捕［26］。头狼的位

置更新［27］分别为

ì

í

î

ïïïï

ïïïï

Dα = |C 1 ∙Xα − X |
Dβ = |C 2 ∙Xβ − X |
Dδ = |C 3 ∙Xδ − X |

（10）

ì
í
î

ïïïï

ïïïï

X 1 = Xα − A 1 ∙Dα

X 2 = Xβ − A 2 ∙Dβ

X 3 = Xδ − A 3 ∙Dδ

（11）

式（10）、（11）中，Xα、Xβ、Xδ 为 3 匹头狼的位置；X 为

该灰狼个体位置。每次迭代后，根据适应度大小选

出最优的 3 匹头狼记为新的 α、β 和 δ 狼，剩余的 ω 狼

将根据新的头狼位置更新自己的位置，即

X ( t + 1 ) =
X 1 + X 2 + X 3

3 （12）

在 IGWO 算法中［28］，根据 α、β 和 δ 狼的不同适

应度值设置不同的权重，在狼群位置更新中更突出

α 狼的主导作用，提高算法模型的收敛精度和速

度，即

X ( t + 1 ) =
1

1
fα

+ 1
fβ

+ 1
fδ

( X 1

fα
+ X 2

fβ
+ X 3

fδ
) （13）

式中，t为迭代次数；
1
fα
、

1
fβ
、

1
fδ

分别为 α、β、δ 狼的对应

权重。

3    模型的整体流程及框架

为了提升编解码器模型在风电故障预测中的

建模能力和预测精度，本文首先利用 IGWO 算法对

模型关键超参数进行优化选取。优化的超参数包

括学习率、两层编码器神经元数量以及两层解码器

神经元数量。优化目标为以编解码器模型在训练

集数据上经过 100 次迭代后的平均相对误差作为适

应度值，旨在通过全局搜索策略实现参数组合的最

优选择，从而提升模型的收敛效率和鲁棒性。具体

的优化流程如下。

1） 初始化算法参数，包括：狼群规模 N、最大迭

代次数 tmax、系数向量A和 C以及收敛因子。

2） 根据待优化超参数的取值范围，随机生成狼

群中每只灰狼的初始位置向量。位置向量中的每

个分量分别对应一个超参数的具体取值，形成初始

参数组合。

3） 将每只灰狼的位置向量代入编解码器模型

进行训练，计算其适应度值。根据适应度值的大

小，对灰狼进行排序，并选取适应度值最小的 3 只灰

狼分别作为 α、β 和 δ 狼，作为当前搜索方向的指导

个体。

4） 根据算法的位置更新公式，更新每只灰狼的

当前位置 X。位置更新依赖于 α、β 和 δ 狼的位置，并

结合动态调整的参数，更新过程通过动态收缩搜索

区域实现算法的收敛性。

5） 重复步骤 3）和步骤 4），逐步更新灰狼群的

位置向量。在每次迭代中，通过重新计算适应度值

动态调整 α、β 和 δ 狼的位置，确保全局最优解的搜

索效率。

6） 当迭代到最大迭代次数或满足提前终止条

件时，选取 α 狼的位置向量 X作为超参数的最优取

值组合。将该组合用于编解码器模型训练，以保证

模型的全局最优性能。

4    算例分析

4.1    数据准备

为验证所提基于 IGWO 算法和编解码器的风

电故障诊断与预测模型的有效性，选择了美国堪萨

斯州某风电场的实际数据进行实验。该数据集来

自于风电场的 SCADA 系统，记录了风电机组的实

时运行状态、故障发生时间以及环境因素。通过这

些数据，模型能够进行风电机组故障的诊断并预测

故障发生的时间。

对美国堪萨斯州某风电场的实际运行数据进

行算例分析，观察在测试集上模型预测结果。其电

力信息和环境检测信息分别从 SCADA 系统和风塔

直接导出。原始数据集记录了该风场 2012 年全年

信息，如表 1 所示，在本文中设置数据采集频率为

12 h。
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表 1    风电机组特征参量

Table 1    Characteristic parameters of wind turbines

特征参量

功率

风向

风速

气温

大气压

空气密度

振动数据

故障记录

风机状态

单位

MW

（°）

m/s

K

Pa

kg/m3

m/s2

备注

最大容量 16 MW

100 m 处

100 m 处

2 m 处

叶片表面

中心处

传感器处

系统健康状况

各特征参量监测数据如图 2 所示，将前 11 个月

的数据作为训练集，后 1 个月数据为测试集。

本文结合注意力机制构建编解码器预测模型，

并引入 IGWO 算法对 Seq2Seq 网络隐层神经元个

数及学习率等超参数进行优化选取。编码器、解码

器模块均选用 2 层 GRU 网络，编码器时间步长设

置为 100，解码器时间步长为 62，即训练模型利用

前 50 d 的历史数据信息预测后 31 d 的风电输出

功率。

预测结果评价指标选用平均相对误差（mean 
relative percentage error，MRE）和均方根误差（root 
mean squared percentage error，RMSE）。上述误差

指标通过评估预测值整体误差，衡量整体预测稳定

性，有效刻画预测精度：

M RE = 1
Ty

∑
i = 1

Ty

| ŷ i − yi

yi
| × 100% （14）
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图 2    风电场特征参量监测数据

Figure 2    Monitoring data of characteristic parameters of wind farms
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RMSE = 1
Ty

∑
i = 1

Ty

( | ŷ i − yi

yi
| )2 × 100% （15）

式（14）、（15）中，Ty 为每例预测样本标签总数；ŷ 为

预测值；y 为样本真实标签。

根据算例设置，狼群规模 N 取 30，最大迭代次

数 tmax 取 200，α、β、δ 狼的对应权重分别为 1/2、1/3、
1/6，猎物位置为五维向量，分别代表五类待优化的

超参数。经过 200 次迭代，各超参数取值情况如表 2
所示。

表 2    风电机组特征参量

Table 2    Characteristic parameters of wind turbines

超参数

学习率

Enc_layer1

Enc_layer2

Dec_layer1

Dec_layer2

取值范围

0.001~0.010

5~50

5~50

5~50

5~50

最优值

0.003

37

8

48

6

4.2    算例数据分析

应用文 4.1 所得的编解码器模型最优超参数构

建相应的 Seq2Seq 模型，并对该风电场 12 月风电故

障诊断进行预测，从而优化算法和预测算法两方面

比较分析模型在测试集上的预测性能。

1） 优化算法对比方面，将本文 IGWO 算法与简

单GWO算法、飞蛾扑火优化（moth⁃flame optimization，
MFO）算法以及粒子群优化（particle swarm optimization，
PSO）算法分别对 Seq2Seq 模型进行超参数调优，记

录每次优化迭代后的最优适应度值，如图 3 所示。

其中 GWO 算法的狼群数目设置为 30，MFO 算法的

种群数设置为 15，PSO 算法的粒子群数量设置为

50，均优化迭代 200 次。

损
失

函
数

0.9

0.8

0.7

0.6

0.5

0.4

0.3

0.2

0.1

 
200150100500

迭代次数

IGWO
GWO
MFO
PSO

图 3    各算法优化性能对比

Figure 3    Comparison of optimization performance of 
each algorithm

由图 3 可知，本文 IGWO 算法在 200 次迭代

后使得 Seq2Seq 模型的最优适应度值为 0.038，低
于 GWO 算 法（0.054）、MFO 算 法（0.064）和 PSO
（0.073）算法，且所需迭代次数更少，收敛速度更

快。验证了 IGWO 算法由于同时兼顾局部最优

和全局调优而具有更强的收敛性，随着收敛因子

和位置更新公式的优化，进一步提高了全局寻优

的稳定性。

2） 预测算法对比方面，将 GRU 神经网络模

型和 SVR 预测模型分别经 IGWO 算法进行 100 次

迭代超参数调优后，与本文方法的预测结果进行

比较。各模型预测结果在第 10、20、31 d 内的误差

指标如表 3 所示。其中 GRU 网络迭代 100 次，优

化超参数为学习率和两层隐藏层神经元个数 ；

SVR 模型使用径向基核函数（radial basis function 
kernel，RBF），优化超参数为惩罚系数 C 和核函数

参数 g。

表 3    各模型预测结果误差

Table 3    Errors of prediction results of each model

时间/
d

10

20

31

本文方法

MAE/
%

7.17

11.26

11.94

RMSE/
%

10.11

14.66

15.73

IGWO+GRU

MAE/
%

16.98

20.42

22.46

RMSE/
%

27.96

28.71

30.45

IGWO+SVR

MAE/
%

21.13

25.67

29.66

RMSE/
%

31.89

34.24

39.63

风电机组运行过程中信号幅值的变化情况如

图 4 所示，实线代表实际测量的信号变化趋势，虚线

表示基于预测模型计算的信号结果。通过两者的

对比，可以评估模型的预测能力。灰色区域标识了

信号幅值超过故障阈值的时间段，这些区域对应设

备发生故障的状态。

信
号

幅
值

2.0

1.5

1.0

0.5

0.0

‒0.5

‒1.0

‒1.5
8006004002000

时间点

实际信号
预测信号
data1

100 300 500 700

图 4    故障信号预测及状态诊断

Figure 4    Fault signal prediction and state diagnosis
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在故障预测领域，相似度是一项重要的指标，

用于衡量实时传感器数据与历史参考数据之间的

差异。为了及时预警并采取应对措施，当相似度

值低于某个设定的阈值时，系统会触发报警，提醒

运维人员检查设备状态，从而降低故障带来的损

失和安全隐患。运用相似度的方法，在故障预警

测试中，曲线最先下降到阈值以下的模型故障预

警 性 能 最 好 。 根 据 运 行 人 员 经 验 ，设 定 阈 值

为 0.7。
3 个模型的故障预警相似度变化如图 5 所示，各

模型预测结果误差如表 3 所示。由图 5 可知，相比

于 IGWO⁃SVR 模型和 IGWO⁃GRU 模型，IGWO⁃ 
Seq2seq 模型的相似度计算结果最先低于设定的阈

值，也就是最先发出故障警报。实验结果证明，

IGWO⁃Seq2seq 模型相比于对比模型，拥有最好的

故障预警性能。

相
似

度

1.0

0.9

0.8

0.7

0.6
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0.4

0.3

0.2

0.1
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阈值
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图 5    各模型的故障预警测试结果

Figure 5    Fault warning test results of each model

由表 3 可知，本文模型在 3 个时间节点上的各

项误差指标均为最低水平，经过一个月的预测，本

文方法的 MAE 指标为 11.94%，相比 GRU 和 SVR
方法分别降低了 10.52% 和 17.72%；RMSE 指标为

15.73%，相 比 GRU 和 SVR 方 法 分 别 降 低 了

14.72% 和 23.90%。GRU 方法由于网络结构较简

单且对每个输入时间点赋以同样的学习权重，使得

长期预测效果不理想，从第 10 d 起误差水平显著增

加。而 SVR 方法由于对各输入点单独学习，无法考

虑输入序列之间隐层联系，因此误差水平最高，第

10 d 的 MAE 和 RMSE 就达到 21.13% 和 31.89%，

无法实现精确预测。

5    结语

本文提出一种基于门控循环单元并结合注意

力机制的编解码器模型对风电故障诊断进行预测，

并由改进灰狼优化算法对学习率和神经元个数等

超参数进行调优选取。在以美国堪萨斯州某风电

场为案例的分析中，得到以下结论：

1） Seq2Seq 模型的编码器‒解码器结构能够深

入挖掘输入时序点间联系，注意力机制则可以加强

关键输入时刻的表达，提升模型长期预测的精度；

2） GWO 算法可以同时兼顾局部寻优和全局最

优，自适应能力强，IGWO 算法进一步提升了算法

搜索最优解的效率，提升收敛速度；

3） 通过对 2012 年该风电场数据的算例分析，

本文方法可以准确预测 12 月风电机组故障的发生，

相比 GRU 方法误差指标分别降低了 10.52% 和

14.72%，预测更为精准可靠。
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