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摘     要：电力系统快速发展的同时也改变着电力系统的结构，使得系统稳定机理变得更加复杂。为解决新能源电

力系统存在的功角稳定问题，提出基于深度强化学习的电力系统紧急切机稳控策略生成方法。首先，归纳并提出

电力系统紧急控制切机动作策略以及涉及的安全约束，并将电力系统稳控模型转换为马尔科夫决策过程，再采用

特征评估与斯皮尔曼  （Spearman）等级相关系数方法筛选出最典型的特征数据；随后，为提高稳控策略智能体的训

练效率，提出基于深度确定性策略梯度（deep deterministic policy gradient，DDPG）算法的稳控策略训练框架；最后，

在 IEEE 39 节点系统和某实际电网中进行测试验证。研究结果显示，所提方法能够根据系统的运行状态和对故障

的响应，自动调整生成切机稳控策略，在决策效果和效率方面都表现出更好的性能。
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Abstract： The rapid development of the power system has been changing its structure， making the system stability 

mechanism more complex. To ensure power angle stability in the new energy power system， a policy generation method 

for power system stability control during emergent tripping of units based on deep reinforcement learning is proposed. 

Firstly， the policies for emergent tripping of units of the power system are summarized， as well as the security 

constraints involved. The power system stability control model is then transformed into a Markov decision process. 

Next， the most typical feature data are selected by feature evaluation and the Spearman rank correlation coefficient 

method. To improve the training efficiency of the intelligent agent of the stability control policy， a training framework 

for the stability control policy based on the deep deterministic policy gradient （DDPG） is put forward. Finally， tests are 

performed in the IEEE 39 node system and a real-life power grid for validation. The results show that the proposed 

method can automatically adjust and generate a stability control policy for tripping of units according to the system’s 

running states and fault responses， confirming its enhanced decision-making effect and efficiency.
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高比例新能源和电力电子设备接入新型电力

系统给电网安全稳定带来了严峻的挑战［1⁃3］，导致传

统稳控策略处理系统失稳问题变得更加严重［4⁃5］。

为了应对新型电力系统运行的需求，迫切需要建立

一种适用于电网潮流多样性、稳定模态多样性和机

理复杂性的稳控策略生成模型［6⁃7］。

新能源的不确定性明显改变了电网的瞬态稳

定特性，成为稳控策略制定中不可忽视的要素［8⁃10］。

针对电网暂态稳定分析与控制问题，目前已有相关

研究取得了初步进展，主要包括基于物理模型、实

时仿真、人工智能算法的三类方法［9］。从物理机理

角度出发，文献［11⁃13］通过建立水、光互补系统模

型，提出了基于等面积法则的紧急切机方案；文

献［14］进行了双馈型风电机组接入对电力系统暂

态功角稳定性的影响分析。此类方法增加了系统

的复杂性，需要进行额外改进，以确保系统的协同

工作。从实时仿真技术角度出发，文献［15］采用

现场可编程逻辑门阵列进行实时仿真任务分解；文

献［16］通过利用电网节点拓扑特征，采用功率支援

与协调切机的方法实施仿真；文献［17］提出了一种

基于元件的启发式系统剖分方法。此类方法导致

工程实践中对于新能源电力系统的切机量计算缺

乏理论指导，且单纯依赖时域仿真切机方案的制定

效率有待提升。从人工智能算法应用角度出发，现

有研究主要分为基于启发类算法［18］和强化学习［19⁃20］

两类。基于 Q 启发类算法，文献［21］建立随机森林

暂态稳定裕度回归模型，并定义切机和切负荷灵敏

度，基于遗传算法求取最优紧急控制策略，此方法

依赖于大量具有切机标签的样本，且需要极大的仿

真计算量；从强化学习的角度出发，文献［22］提出通

过深度学习提取电网与环境信息特征，并采用 Q 学

习算法训练最优的切机策略；文献［23］根据等面积定

则建立基于深度确定性策略梯度（deep deterministic 
policy gradient，DDPG）算法的切机决策模型，以应

对“双高”电力系统特征。

为了解决这些问题，本文提出基于深度强化学

习的电力系统紧急切机稳控策略生成方法。首先

针对电力系统稳控问题定义约束条件，并将其转化

为马尔科夫决策过程；随后通过电气量特征评估和

斯皮尔曼（Spearman）相关系数方法精选出最具代

表性的特征数据；最后采用 DDPG 算法对智能体进

行训练，以提高稳控策略的智能化水平。

1    稳控模型的构建

本文针对电网在面临重大故障时可能出现的

暂态稳定问题采用紧急控制手段，如切机和切负

荷。通过强化学习技术优化这些稳控策略，同时减

小其附加影响，包括切机选择和切负荷容量。

1.1    暂态稳定控制原理

以单机无穷大系统为例解释电网暂态过程。

该系统的发电机功角转速方程为
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dω
dt

= PK - PD

M

M ⋅ d2 δ
dt 2 = PK - PD

PD = ( E ⋅ V sin δ ) /XD

 （1）

式中，ω 为发电机转子转速，rad/s；PK、PD 分别为原

动机发电功率和发电机电磁功率；δ 为发电机功角；

M 为发电机转动惯量；E 为发电机内部电势；V 为系

统电压；XD 为发电机同步电抗。

当事故发生后，系统中 PK 短时间内不变，而 PD

下降，造成发电机转子加速，导致功角稳定问题的

产生。为了分析紧急控制措施效果，需要在模型中

加入切机和切负荷的稳控措施。切机可以有效降

低 PK，切负荷时会增加系统电压 V，发动机功角、发

电机内部电势和发电机同步电抗相对稳定，因此可

以有效增加 PD。采用这 2 种方式可以减小系统功率

差，从而增强功角稳定裕度。为了确保适用于各种

环境，本文选择紧急控制中采取切机措施，以避免

过多特定条件的局限性。

1.2    含约束的马尔科夫模型

为了使用强化学习方法解决电网瞬态稳定性

切换的紧急控制问题，需要将电网的数学模型转化

为包含约束的马尔科夫模型，用于描述数据交互和

决策过程。该模型由五元组（S i
t，A i

t，P，R i
t，γ）来描

述，即模型状态空间、动作空间、约束条件、奖励函

数和折扣系数。在电力系统稳控问题中，五元组各

元素的定义如下。

1.2.1    状态空间

在稳控智能体中，状态向量的设定需要反应电

网的暂态过程特性以及发电机转子的功角特性，状

态向量可表示为

S i
t = [ ]δ i

t，ωi
t，ai

t，I i
t，V i

t ，i ∈ G，t ∈ T （2）
式中，G 为发电机数量；T 为训练时间段；δ i

t、ωi
t、ai

t、I i
t

和 V i
t 分别为第 i 个发电机 t 时刻的功角、转速、转子

加速度、母线电流和母线电压。

1.2.2    动作空间

本文采取的紧急控制动作为切机，设置可控对

象为电网内 m 台发电机，定义紧急控制动作为
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A i
t =[ c1

t，c2
t，…，cG

t ] （3）
式中，ci

t 为第 i 台发电机 t 时刻切机指令，取值为 1 或

0，分别表示切机和不切机。

1.2.3    奖励函数

为了客观评估切机动作，本文将奖励函数划分

为 2 个方面：功角稳定控制效果和切机机组数量的

合理性，即
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R i
t = α ⋅ r s

t - β ⋅ r a
t

r s
t =
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1， max || δ i
t - δ j

t < π

-1， max || δ i
t - δ j

t ≥ π
∀i， j ∈ { 1，2，…，G }

r a
t = A i

t ⋅ S i
t

（4）

式中，r s
t 为功角稳定奖励，当发电机最大功角差小于

180°时取值为 1，当功角失稳时取值为-1；r a
t 为切机

量惩罚；α、β 为奖励函数系数。

1.2.4    安全约束

为了在紧急控制中确保动作的安全可靠性，本

文概括安全约束并将其作为调控智能体不可违反

的规范。

1） 切机动作时序约束。切机操作必须在故障

切除时刻之后进行，且一旦机组完成切机，将不再

考虑后续并网操作。约束条件为

A i
t = 0，t ≤ T，i ∈ { 1，2，…，G } （5）

A i
t - A i

t - 1 ≥ 0，∀i ∈ { 1，2，…，G }，∀t ⊂ [ 0，T ]   （6）
2） 切机机组选择约束。当电网发生重大扰动

后，通常由于继电保护动作导致电网负荷减少，从

而形成系统电磁功率过剩。为了解决这一问题，通

常在工程实践中选择从功角加速度最大的机组开

始切除，即优先切除功率过剩最严重的机组。基于

这一领域知识，本文制定动作约束：当机组的功角

加速度小于某一阈值 ε时，不切除。约束条件为

A i
t = 0，∀ai

t ≤ ε，i ∈ { 1，2，…，G } （7）
3） 切机量约束。在故障发生后，如果切机动作

执行过度，可能导致另一种极端情况，即供电不足

的可能性增加。因此，在执行功角稳定控制时，必

须谨慎考虑切除容量的合理性。约束条件为

∑
i = 1

G

( 1 - A i
t ) ⋅ P i

t ≥ η ⋅ P load
t  （8）

式中，η 为负荷功率供给系数，本文取值为 0.98；P i
t

为第 i个发电机 t时刻的输出功率；P load
t 为 t时刻的负

荷所需功率。

2    面向暂态过程的电网特征提取

本文采用特征评估与 Spearman 等级相关系数

方法筛选出最典型的特征数据，从而简化马尔科夫

决策模型的状态表示，提高模型的准确性。

2.1    特征量评估

特征量评估主要是评估在不同状态下各个电

气量数据的可区分性，用于筛选特征数据的特征量

评估方法原理如下。

假设第 i 类状态有 N i 个样本，用 xij 表示第 i 类
状 态 中 第 j 类 电 气 量 数 据 样 本 ，距 离 度 量 为

d ( )x ( k )
ij ，x ( l )

ij ，类内距离为

Dij = 1
N i( )N i - 1 ∑

k = 1

N i

∑
l = 1，l ≠ k

N i

d ( )x ( k )
ij ，x ( l )

ij  （9）

式中，k、l分别为第 j类电气量数据的第 k、l个样本。

平均类内距离为

Dj = 1
M ∑

i = 1

M

Dij （10）

式中，M 为状态类别数。

计算第 i类状态中第 j类电气量数据均值，即

Xij = 1
N i

∑
k = 1

N i

xk
ij （11）

则可计算第 j 类电气量数据在所有状态类别下的平

均类间距离为

D'j = 1
M ( )M - 1 ∑

k = 1

M

∑
l = 1，l ≠ k

M

d ( )xaj，xbj  （12）

式中，xaj、xbj 分别为第 a、b 类状态中第 j 类电气数据

的均值。

定义区分度因子 δ 为

δ j
ab =

d ( )xaj，xbj

|| Daj + Dbj

 （13）

式中，Daj、Dbj分别为第 a、b 类状态中第 j类电气量数

据的类型。δ j
ab 决定了第 j 类电气量数据对第 a、b 类

状态的可区分性，比值越大可区分性越强。

2.2    Spearman 相关系数法

针对具有相同变化特点的数据类型，本文采用

Spearman 等级相关系数进行剔除。Spearman 等级

相关系数是度量变量相关程度的一种方法，具体步

骤如下。

1） 数据转换为等级。对于每个变量，将其值从

小到大排列，并为每个值分配一个等级（排名）。如

果有重复值，将其排名取平均值。

2） 计算等级差。对于每一对数据点，计算其在

2 个变量中的等级差。等级差即为 2 个变量对应排

名之差。

3） 计算 Spearman 等级相关系数。通过计算等
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级差的秩相关系数来衡量 2 个变量之间的关系。秩

相关系数的取值范围为-1~1，其中，1 表示完全的

正相关：一个变量的增加总是伴随着另一个变量的

增加；-1 表示完全的负相关：一个变量的增加总是

伴随着另一个变量的减少；0 表示无相关性：2 个变

量之间没有线性关系。

Spearman 等级相关系数的计算公式为

ρ = 1 -
6∑d 2

i

n ( )n2 - 1
 （14）

式中，d 2
i 为每对数据点的等级差；n为数据点的数据量。

3    基于强化学习的稳控策略智能体

电网稳控模型是作为强化学习的环境，与智能

体进行信息交互，对于每一个时间段 t，环境模型采

集电网数据构成状态空间传递给智能体，智能体经

过训练将动作空间信息传递给环境模型，环境模型

经过反馈将奖励值传递给智能体，强化学习交互过

程如图 1 所示。强化学习智能体的目标是在有限的

行动步数内，通过最大化累积奖励值来寻找最优的

决策策略。考虑电力系统稳控策略的安全性要求，

常规强化学习算法难以在电网安全域内进行有效

的探索。

动作

状态
目标约束

功角量

奖励

智
能
体

环境：稳控模型

时序约束、选择约
束、切机量约束

状态信息：功角、转速、
转子加速度、电压、电流

图 1    强化学习交互过程

Figure 1    Reinforcement learning interaction process

3.1    目标函数

DDPG 算法利用一阶优化近似表示其目标函

数 LCLIP ( θ )，并引用领域知识动作约束，从而提高算

法的精准度，具体训练模型如下：

ì

í

î

ï
ïï
ï
ï
ï

ï
ïï
ï
ï
ï

max
θ

LCLIP ( θ )= Et{min [ R t ( θ ) A t，clip (R t ( θ )，

                                         }])1，1 - ε，1 + ε A t

  s.t.  式 ( 5 ) ~ ( 8 )

 

（15）
式中，E 为数学期望，R t ( θ )= πθ´ ( A t |S t ) /πθ ( A t |S t )
为更新后的策略与更新之前策略的概率比值；第 2

项通过 clip 函数将 R t ( θ )约束至 [ 1 - ε，1 + ε ]区间

内，提高策略更新过程的收敛性。当优势函数 A t >
0 时，策略训练朝正向逼近；当 A t < 0 时，策略向更

差的方向发展。

3.2    DDPG 算法

由于电力系统的运行数据包含连续变量，如电

压和电流，故决策所依赖的状态和动作空间都是连

续的。这种情况下传统的离散动作空间的强化学

习方法无法进行有效处理，而 DDPG 算法专门设计

用于解决连续动作空间的问题，通过结合策略梯度

方法和 Actor⁃Critic 架构，能够在高维连续空间中进

行有效的策略优化。因此，选择 DDPG 算法进行模

型训练不仅能够处理连续的状态和动作空间，还能

提高决策的精度和稳定性，从而更好地满足电力系

统稳控策略的需求。利用 DDPG 算法训练马尔科

夫决策过程模型，并采用最终决策的动作价值函数

值来评估策略的优越性，即

Q π( )st，at = E [ ]r ( )st，at + γ ⋅ max Q α( )s´，a´    （16）
式中，Q π( )st，at 为某个策略 π 下状态 st 中动作 at 获得

的奖励值；r ( )st，at 为状态 st 中动作 at 获得的奖励；γ

为折扣因子；Q α( )s´，a´ 为整个训练过程中取某个状

态 s´中动作 a´获得的奖励。

DDPG 算法中加入了经验池回放机制，每一次

通过环境交互后训练样本 L = ( )rt + 1，st + 1 ，样本中

rt + 1 为 t + 1 次迭代的奖励，st + 1 为 t + 1 次的状态

量。为防止训练后期出现过拟合现象，本文引入正

则化更新经验池中的数据，具体公式为

LL1 = L + λ∑
t = 1

t + 1

|w t| （17）

式中，λ 为正则化系数；w t 为奖励的权重系数。

DDPG 算法框架如图 2 所示。通过最小化损失

值（均方误差损失）来更新  Critic 网络的参数，Critic 
网络更新时的损失函数为

L loss = 1
N ∑

i
[ ]yi - Q α( )s'，a'

2
 （18）

式中，yi 为目标函数值。

Actor 目标网络用于提供下一个状态的策略，

Actor 训练网络则是提供当前状态的策略，结合  
Critic 训练网络的 Q 值函数可以得到 Actor 在参数

更新时的策略梯度：

∇∇ θα
α =

|

|
|
||
|1

N ∑
i

∇∇ a Q ( s，a|θQ )
s = si，a = πθ( )si

|

|
|
||
|∇∇ θα

at + 1
si

  （19）

式中，∇∇ θα
α 为当前 Actor网络 θ 对参数 πθ 的梯度；∇∇ a Q
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为当前 Critic 网络 Actor的梯度；

DDPG 通 过 soft update 保 证 Actor 参 数 θά 和

Critic 参数 θQ́ 可以缓慢更新，从而提高学习的稳定

性，具体公式为

ì
í
î

ïï
ïï

θά ← ξθα +( 1 - ξ ) θά

θQ́ ← ξθQ +( 1 - ξ ) θQ́

 （20）

经验回放池
目标 Actor

目标 Critic

St

L=（rt+1，st+1）

a
t =a（

s
t）

Q（
s，a│

θ
Q）

当前 Actor

当前 Critic

图 2    DDPG 算法框架

Figure 2   DDPG algorithm framework

3.3    策略更新

基于固定的暂态响应轨迹数据进行 Q 学习算

法，每次从故障集中随机抽取部分数据，学习算法

策略更新流程如图 3 所示。

开始

获得初始状态 st

将st输入当前Actor网络中获取动作

将 st值和 at值输入环境中获取
下一个状态 st+1和奖励 ri+1

将（rt+1，st+1）组成经验池

采用正则化方法更新经验值

更新目标网络参数

否

判断是否达到
最大迭代次数要求

结束
是

图 3    Q 学习算法策略更新流程

Figure 3    Update flowchart of Q learning algorithm policy

4    算例

4.1    算例设置

本文仿真测试在 IEEE 39 节点系统中进行，其

中发电机 3 号节点位置添加 10 MW 的风电机组

G11，32 号和 35 号节点上的发电机 G3和 G6替换为等

容量的风电机组模型，以模拟高比例新能源渗透率

电网运行场景 ；算例场景中新能源发电占比为

10%~20%。修改后的 IEEE 39 节点拓扑如图 4 所

示；电网运行负荷水平、发电功率比例、故障位置和

故障类型等参数如表 1 所示。
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图 4    修改后的 IEEE 39 节点拓扑

Figure 4    Modified IEEE 39 node topology

表 1    仿真场景概率设置

Table 1    Simulation scenario probability settings

属性

负荷水平

发电功率比例

故障位置

故障类型

设置区间

［0.85，1.15］

［0.90，1.15］

所有线路

相间短路，单相、两

相、三相短路接地

概率模型

等比例分布

均匀分布

等概率模型

等概率模型

随机抽取 4 000 组故障场景用于智能体训练，

其中失稳场景为 1 785 组，稳定场景为 2 215 组，仿

真时长为 10 s，仿真步长为 0.01 s。
4.2    对比方案

为了验证本文所提方法的紧急控制决策效果，

分别从特征感知和领域知识融合两方面与现有研

究进行对比，如表 2 所示，对比方法 1、2、3 分别为特

征感知、领域知识、传统算法对照，上述方法的基础

强化算法均为 DDPG 算法上展开进行。

表 2    算例对比方法

Table 2    Comparison of different methods

算法

本文方法

对比方法 1

对比方法 2

对比方法 3

说明

特征量评估+Spearman 相关系数法+DDPG +SL

DDPG+SL

特征量评估+Spearman 相关系数法+DDPG

DDPG 学习
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4.3    性能测试

对比不同算法在训练阶段的奖励函数和损失

下降曲线变化趋势，如图 5 所示，可以看出，在训练

效 率 和 收 敛 情 况 方 面 ，对 比 方 法 3 作 为 传 统 的

DDPG 学习算法相比其他方法均无优势；相比之

下，本文方法在数据的提取和训练方面都做了改

进，奖励函数值上升，训练效率明显优于其他方法，

750 轮时奖励函数值达到 28.0，经过 1 000 轮次左右

迭代，奖励函数值逐渐收敛于 29.2；对比方法 1 相比

于本文方法的收敛效率较慢，经过 1 400 轮迭代，奖

励函数值收敛于 24.1，且收敛值仅为本文方法的

82%；对比方法 2 最后收敛情况与对比方法 1 类似，

从收敛速度和收敛情况分析，与本文方法相比明显

处于劣势状态，在经过 2 500 轮次迭代才趋于收敛。

543210

训练轮次/103

30

20

10

0

‒10

‒20

奖
励

函
数

本文方法
对比方法 1
对比方法 2
对比方法 3

图 5    决策奖励函数值对比（滑动平均）

Figure 5    Comparison of decision reward function values 
(moving average)

为了验证框架的有效性，针对不同方法的损失

值函数如图 6 所示，对比方法 3 作为传统的算法学

习，其损失值函数呈现较大的波动；由于本文方法

考虑了领域知识，其损失值相较于未考虑领域知识

约束的对比方法 2 表现出更好的性能；本文所提明

显优于其他对比方案的紧急控制智能体策略，几乎

消除了损失量，从而极大地提高了训练效率。

543210
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图 6    损失值曲线

Figure 6    Loss value curve

4.4    案例分析

为了验证本文所提方法在故障后的有效性，选

取训练集以外的代表性场景进行测试验证，分析其

决策合理性。初始故障为母线 2 处的三相短路接地

故障，持续时间为 0.2 s。智能体未切机功角、转速

波动如图 7 所示。
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（a）功角波动
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（b）转速波动

图 7    智能体未切机功角、转速波动

Figure 7    Power angle and speed fluctuations of 
intelligent agent without tripping of units

根据图 7，发电机 1、2、3 在故障后功角和转速波

动，若不采取动作则沿虚线路径演化造成功角失

稳。按照本文所提智能体故障切除后快速执行切

机动作，G1、G2、G5 执行切机策略，机组切除分别为

75、70、105 MW，经过智能体切机振荡后恢复正常

状态，如图 8 所示。
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图 8    智能体切机振荡后恢复情况

Figure 8    Recovery of intelligent agent after oscillation 
following tripping of units
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由图 8 可知，系统经过一段时间的振荡后成功

恢复正常状态，功角和转速稳定波动，不再出现波

动失稳的情况，从而确保了系统的安全性。

4.5    计算效率

为了进一步验证本文所提方法的计算效率优

势，本文将基于 IEEE 39 节点系统和某实际电网进

行计算效率测试。该实际电网共 245 个母线节点；

发电机母线节点 32 个，其中火电机组、风电场、光伏

电站并网节点个数分别为 24、5、3；算例场景中新能

源功率渗透率为 10%~20%。多个对比方法的训

练与执行计算耗时如表 3 所示。

表 3    多个对比方法的训练与执行计算耗时

Table 3    Training and execution calculation time of 
multiple methods

算法

本文方法

对比方法 1

对比方法 2

对比方法 3

IEEE 39 节点系统

总时长/
（104 s）

2.032 5

2.174 0

3.210 4

3.115 0

决策时间/
ms

11.2

10.2

8.3

7.4

某实际电网（245 节点）

总时长/ 
（104 s）

6.852 2

8.552 6

9.594 5

10.565 9

决策时间/
ms

17.2

14.6

11.4

8.9

由表 3 可知，本文方法的训练决策时间较长，这

是由于本文所提算法结构较为复杂。然而，在故障

发生到系统恢复稳定状态所需的总时间上，本文方

法却表现出最快的恢复速度。这充分说明，尽管训

练决策时间相对较长，但本文方法能够选择出更优

的切机策略。因此，本文方法在计算效率上符合实

际需求。

5    结语

在新型电力系统建设的背景下，传统的紧急切

机控制策略在应对不同场景时面临适应性降低、稳

定精度不足等问题。因此，本文提出了基于深度强

化学习的电力系统紧急切机稳控策略生成方法，该

方法具有很高的实用性。

1） 本文将紧急控制下的暂态功角稳定视为序

贯决策问题，建立了一个含有约束的马尔科夫模

型，以改进切机决策的性能，并面对故障时能迅速、

准确做出切机决策，从而确保了系统的安全性；

2） 本文提出了电气量特征评估和 Spearman 相

关系数方法级联而成的暂态过程空间与时序特征

感知网络层，能够迅速提取准确特征值，在总时长

方面相对于其他对比方法减少了 50% 左右；

3） 通过对 IEEE 39 和某实际电网的测试，验证

了本文所提方法在准确性和实用性的优势，相较于

单一强化学习，智能体的训练效率在 2 种场景下分

别提高了 20%、31%。
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