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摘     要：随着以新能源为基础的新型电力系统建设的不断推进，近年来风电、光伏等新能源大规模密集接入系统，

这虽然为实现“双碳”目标奠定了坚实的基础，但同时也导致极端天气下新型电力系统调度运行面临的挑战不断增

大，其中最易出现的问题是风电爬坡事件概率大幅提升，不仅会造成系统频率的大幅频繁波动，还会影响电力电量

平衡，严重威胁系统安全稳定运行。为此，在统计分析风电爬坡事件的基础上，提出基于深度自回归（deep 
auto⁃regressive， DeepAR）模型的风电爬坡事件的预测方法。首先，结合风机功率与风速之间的关系，分析极端天

气下风电爬坡事件对电网调度运行的影响，再建立风电爬坡事件物理模型，分析发生风电爬坡事件时的风电功率

统计特征；然后，结合深度自回归模型对风电爬坡事件进行功率预测，分析极端天气下的风电出力曲线；最后，结合

风电场实测数据验证所提方法的有效性。验证表明：采用所提方法可提前精准定位极端天气环境下风电爬坡事件

出现概率，预期将极大改善未来新型电力系统调度运行面临的不确定性。
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Abstract： With the continuous development of new power systems based on new energy， large-scale and intensive wind 

power， photovoltaic， and other new energy access to the system has laid a solid foundation for the realization of the 

“carbon peaking and carbon neutrality” goals， but at the same time， it also leads to the increasing challenges faced by 

the dispatching operation of new power systems under extreme climates， and the most prominent problem is that the 

probability of wind power ramp events has increased significantly. Wind power ramp events will not only cause great 

fluctuations in the frequency of the system but also affect the balance of electric power and energy， threatening the safe 

and stable operation of the system. Through the statistical analysis of wind power ramp events， a predictive method of 

wind power ramp events based on a deep auto-regressive （DeepAR） model is proposed. Firstly， combined with the 

relationship between wind power and wind speed， the impact of wind power ramp events on power grid dispatching 

operations under extreme climates is analyzed. Secondly， a physical model of wind power ramp events is established to 

analyze the statistical characteristics of wind power when wind power ramp events occur. Then， the DeepAR model is 

used to perform the power prediction of wind power ramp events， and the wind power output curve under extreme 
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climates is analyzed. Finally， combined with the measured data of the wind power field， the effectiveness of the 

proposed method is verified. The verification shows that the proposed method can accurately predict the occurrence 

probability of wind power ramp events under extreme climates in advance， which is expected to greatly improve the 

uncertainty faced by the dispatching operation of new power systems in the future.

Key words： new power system； wind power generation； extreme climate； wind power ramp； deep autoregressive model

风能是一种清洁、无污染的可再生能源，其蕴

含的能量巨大，受到世界各国的重视［1⁃2］。随着中

国经济快速发展和对能源的需求与日俱增，风力

发电已发展为中国实现“双碳”目标的重要途径。

随着风电装机占比的不断提升，风电的随机性、波

动性及间歇性对大电网的安全稳定运行带来了巨

大挑战［1⁃5］。特别是在强对流、台风以及长时间大范

围雨雪冰冻灾害等极端天气条件下，容易发生短时

间内风电功率出现大幅变化的风电快速爬坡和风

机大面积凝冻失备等事件，可能引发突出的电力电

量平衡困难等问题，极大影响了电网安全运行［6⁃10］。

极端天气导致短时间尺度上风电出力大幅波

动，对新型电力系统智能化调度的影响尤为明显，

如强对流等极端天气将显著改变风电场附近平均

风速，进而引发风电爬坡事件［7］。根据风电功率的

变化方向可分为上、下爬坡事件，两者均会造成系

统有功功率短时内严重不平衡，对大电网频率稳定

造成严重威胁，极端情形下甚至会引发大面积停电

等事故。目前，国内外针对此类爬坡事件的预测展

开了一定的研究，文献［11］通过数据挖掘算法直接

预测风电的爬坡率，但预测误差受预测步长的影响

较大，无法对不同地区风电功率进行统一预测；文

献［12］研究不同尺度风电爬坡事件的爬坡幅度、爬

坡率和爬坡时间的概率分布，在短时间内预测效果

较好，但随着时间的增长预测效果有所下降；文

献［13］利用原子稀疏分解对非平稳信号的强跟踪

和预测能力，结合线性回归方法修正预测结果，但

分解的原子分量稀疏性较差，容易影响预测结果。

综上，现有方法难以准确预测未来较长时间周期的

风电爬坡事件。

针对以上问题，本文首先分析强对流天气下的

风电场出力变化及其对高比例新能源接入新型电

力系统调度运行的影响，在此基础上进一步对急剧

变化风速下产生的风电爬坡场景进行深入探究，分

析风电爬坡时风电出力的统计特性及相关物理特

征。本文利用深度自回归神经网络和风速预测数

据，结合风电爬坡场景下风电出力变化特征指纹，

预测并判断未来一周内是否可能出现风电爬坡事

件，为调度运行确定运行方式提供决策支撑。

1    新型电力系统调度运行的挑战

新型电力系统的电源构成有显著变化，需要深

入分析其带来的巨大挑战。与传统电力系统相比，

新型电力系统的特征是，以风电、光伏为代表的新

能源在电源结构中占据主导地位，并逐渐在发电量

层面占据主导地位［6］。由于新能源发电具有强随机

性、波动性和间歇性，受天气条件影响极大，因此，

新型电力系统运行调度难度不断增大。

影响中国南方区域新型电力系统的恶劣天气主

要包括强对流天气、台风和寒潮等［7⁃8］。强对流天气

是对流风暴所引起并由空气的强烈垂直运动导致的

极端天气现象，它一般属于中小尺度天气系统，具有

典型的“短时、高强度”特征。台风则属于大中尺度

天气系统，主要是沿海地区的大风暴雨等天气，也可

认为是一种较大范围的强对流天气；在强对流天气

过程中，空气的剧烈对流运动通常伴随地面性大风、

强雷电活动及短时强降雨等极端天气，对电网的主

要影响模式是大量输电线路跳闸。寒潮是高纬度寒

冷空气在特定的条件下加强加速向中低纬度地区迅

速蔓延的天气现象，伴有沿途地区的大范围降温；寒

潮对电力系统的影响多表现为输电线路和风机叶片

覆冰及冻结。此外，强对流天气、台风及寒潮侵入地

区普遍出现大风，部分风电场可能会出现功率满发

甚至风力过大导致切出停机等现象。

风电接入改变了电网原有的潮流分布、系统惯

量及电力电量平衡方法，不仅对电网稳定特性（包

括频率、动态、暂态和电压稳定等）带来了巨大变

革，同时也增加了气象等外界条件对电力系统产生

大扰动的可能性［14］。

选取广西某地区风速、风电出力数据，如图 1
所示，可见在一定的风速范围内，风机发电量与风

速呈正相关性。但在恶劣气象条件下，急剧变化

的风速可能会使风机出现爬坡现象，当风速超过

阈值时甚至会发生风机切出事件，短时内发电出力

的剧烈波动对电力系统的电力电量平衡提出了严

峻挑战，这是新型电力系统调度运行的关键问题。
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（a） 地区 A

（b） 地区 B
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（c） 地区 C
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（d） 地区 D
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图 1    地区 A、B、C、D 风电功率与风速曲线

Figure 1    Wind power and wind speed curves in 
regions A, B, C and D

2    风电爬坡

2.1    风电爬坡模型

风电爬坡指的是风电出力在短时间内大规模

变化的事件［15⁃24］，在强对流等极端天气过程中，风电

场风电爬坡事件多发［25⁃27］。风电爬坡通常具有爬坡

率、爬坡幅值、开始时间和持续时间等 4 个重要特

征，如图 2 所示，其中，ΔP1、ΔP2为爬坡幅值，Δt1、Δt2

为持续时间，t1、t2为开始时间，爬坡率可表示为 ΔP1/
Δt1、ΔP2/Δt2。

上爬坡 下爬坡

时间/mint1 t2t1 t3

风机功率/
MW

0

Δt2Δt1

ΔP1
ΔP2

图 2     风电爬坡示意

Figure 2    Wind power ramp

根据风电爬坡概念可作出不同定义。当时间

间隔为 Δt、2 个时间断面风电功率的差值绝对值超

过阈值时，文献［16］认为发生风电爬坡事件，即

满足：

|| Pt + Δt - P > λ threshold （1）
式中，Pt、Pt + Δt 分别表示 t、t + Δt 时刻的功率；λ threshold

为给定阈值。

由于式（1）中对风电爬坡的定义并没有对时间

区间作出规定，因此，文献［16］进一步规定，在时间

间隔 Δt范围内，若风电功率最大值与最小值的差值

超过阈值，则认为发生风电爬坡事件，即满足：

max ( P [ t，t + Δt ] )-
min ( P [ t，t + Δt ] )> λ threshold （2）

上述定义虽然考虑了区间内风电功率，但忽略

了风电爬坡的变化率，因而本文采用文献［17］所定

义的风电爬坡概念，即在一定时间间隔下，起始和

结束时刻风电功率的差值绝对值与时间间隔的比

值大于给定阈值，认为此时出现风电爬坡事件，即

|| Pt + Δt - Pt /Δt > λ threshold （3）
2.2    风电爬坡统计特性分析

风电功率曲线与风速密切相关［18］，风电功率与

风速的关系如图 3 所示，当风速处于 V 1 < V < V 2

时，功率大致呈现指数增长的规律，此段时间的功

率变化率较大，容易出现上爬坡事件；当风速过大

以至于超过规定阈值时，风机会出现切出停机现

象，如风速大于 V 4 时风机功率会骤降为零。风机切

机主要是风力过大时引起的切出停机现象，出现此

类现象的条件较苛刻，绝大部分地区难以出现风机

大面积同时切出停机现象，因此，本文主要考虑风

速 V 1 < V < V 2 时的风电爬坡事件。
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V1 V2 V3 V4 风速/（m ⋅ s‒1）

风机功率/
MW

0

图 3    风机功率与风速关系

Figure 3    Relationship between wind power and wind speed

选取南方某地区风电功率数据进行分析，风速

与风电出力采样间隔为 10 min。根据本文的风电爬

坡定义，基于风电出力识别爬坡事件。假设风电场

装机容量为 20 MW，且最小爬坡时间 Δt为 1 h，对于

向上爬坡，当功率变化超过总装机容量的 20% 时，

则认为存在风电上爬坡事件；对于下爬坡，当功率

变化超过总装机容量的 15% 时，则认为存在风电向

下爬坡事件［1］。因此，规定上爬坡率大于 4 MW/h
或下爬坡率大于 3 MW/h 的现象为风电爬坡事件。

原始功率曲线如图 4 所示；爬坡事件识别结果如图 5
所示。图 5 中将未发生爬坡事件对应时间点的爬坡

率置零，将已发生爬坡事件对应时间点的爬坡率

保留。
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图 4    风电出力曲线

Figure 4    Wind power output curve
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图 5    风电出力爬坡率

Figure 5    Ramp rate of wind power output

每个爬坡事件的持续时间不同，且对应爬坡率

也有很大区别。尽管在一周内发生爬坡事件的次

数较少，但爬坡事件会使风电出力出现波动，影响

电网保供。为进一步分析风电功率的变化情况，对

上述数据进行一阶差分统计分析，差分前、后统计

状况如表 1 所示。

表 1    差分前、后统计状况

Table 1     Statistical values before and after difference

统计值

平均值

标准差

最大值

最小值

原始序列

风机出力/
MW

10.823 7

6.519 6

18.890 0

0.000 0

风速/
（m · s-1）

10.429 9

3.998 9

20.375 0

1.261 0

差分序列

风机出力/
MW

0.001 7

0.909 3

4.430 0

-5.380 0

风速/
（m · s-1）

0.000 6

0.434 6

3.890 0

-8.497 0

由表 1 可见，在装机容量为 20 MW 的情况下，

风机功率最大可达 18.890 0 MW，最小为 0，平均在

10.82 MW 附近；通过对风机功率原始数据进行一

阶 差 分 统 计 分 析 发 现 ，差 分 后 序 列 平 均 值 为

0.001 7，标准差为 0.909 3，风机功率数据的总体趋

势变化相对平稳。对于较平稳风电功率序列，常规

的预测方法容易将风电爬坡事件识别为正常出力

事件，进而造成系统内有功功率不平衡，给电网的

调度运行带来困难。

3    基 于 深 度 自 回 归 模 型 的 风 电 出 力

预测

为适应电力系统中风电装机占比快速攀升的

形势，近年来基于数值天气预报的风电出力预测准

确率得到显著提升，但在强对流等极端场景下的预

测水平仍有较大的提升空间。本文结合给定区域

内恶劣天气演变历史以及强对流气候持续情况，研

究强对流天气下风电爬坡现象，以一定时段的历史

风速数据和未来预测风速数据作为协变量，利用深

度自回归（deep auto⁃regressive， DeepAR）模型预测

风电出力的概率分布，并有效判断风电爬坡。

深度神经网络在时间序列预测领域已经得到

广泛的应用。Flunkert和 Gasthaus 等人于 2019 年提

出了深度自回归模型［28］，该模型有别于传统的时间

序列预测算法，它以时间序列上每个时间断面的数

值作为预测目标，根据因变量和协变量的历史数

据，计算序列在每个时间点上的概率分布［28⁃32］；该方
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法能够很方便地将相关的物理约束纳入模型考虑。

特定场景下概率预测比单个时间断面期望值预测

更有意义，这既能反映随机性更贴近物理规律的本

质，大幅提升预测精度，也能评估预测的不确定性

和相关预测可靠性。

本文定义第 i个时间序列在 t时刻的值为 zi，t，以

t0 作为预测开始时刻，[ 1，t0 - 1 ] 为观测区间，假设

取值均为已知；[ t0，T ]为预测区间，取值未知；xi，1∶T

为各时间断面的协变量，取值同样已知。因此，采

用自回归循环神经网络（recurrent neural network，
RNN）架构的 DeepAR 模型可预测时间序列 zi，t0 ∶T  的

概率分布，即

P ( zi，t0 ∶T |zi，1 ∶t0 - 1，xi，1 ∶T) （4）
假定式（4）可以写成如下似然形式：

Q Θ ( zi，t0 ∶T| zi，1 ∶t0 - 1，xi，1 ∶T )=

∏
t = t0

T

Q Θ ( zi，t| zi，1 ∶t - 1，xi，1∶T )=∏
t = t0

T

ℓ ( )zi，t| θ ( hi，t，Θ )   （5）

其中，

hi，t = h ( )hi，t - 1，Zi，t - 1，Xi，t，Θ （6）

式（5）、（6）中，似然函数 ℓ ( )zi，t| θ ( hi，t，Θ ) 为一个固

定分布，其中的参数由神经网络的输出 hi，t 和函数

θ ( )hi，t，Θ 估计给出；hi，t 为 t时刻时步自回归 RNN 的

状态输出；h ( )表示神经网络函数，其不指定具体网

络 结 构 ，可 以 是 RNN、长 短 期 记 忆 网 络（long 
short⁃term memory，LSTM），也可以是门控循环单

元结构（gated recurrent unit，GRU）；Θ 为给定神经

网络的超参数。

DeepAR 模型结构如图 6 所示，分为训练和预

测部分。在模型训练过程中，每个时步均输入上一

时步的隐藏状态 hi，t - 1 和观测值 zi，t - 1，并同步将当

前时刻的已知协变量 xi，t 作为输入量。经过神经网

络的学习，可以计算优化当前时步的隐藏状态 hi，t，

进而通过似然函数 ℓ ( )zi，t| θ ( hi，t，Θ ) 进行仿射，返回

当前时步的概率预测分布，其中 θ ( )的具体形式取

决于似然函数的选择。最后，通过最大化对数似然

函数训练整个网络的参数，优化得到较优的自回归

RNN 函数 h ( )和映射神经网络 θ ( )中的参数，其中 L

为似然函数值。

L = -∑
i = 1

N

∑
t = t0

T

log ℓ ( )zi，t| θ ( hi，t ) （7）

当模型训练完成后，即可导入时间序列区间为

[ 1，t0 - 1 ] 的 观 测 数 据 ，得 到 hi，t0 - 1，并 在 区 间 为

[ t0，T ]时对每一时步依次进行计算，得到概率分布

模型（如高斯分布模型 ℓ (⋅| θi，t )，进而借助该概率模

型随机采样得到一个预测值 z͂ i，t ~ℓ (⋅| θi，t )，这个采样

值将作为下一个时步的输入。如此不断重复该过

程，能够得到 [ t0，T ]时刻的序列预测值。值得一提

的是，概率分布预测本质上是预测该时步上数值的

概率分布，并且通过设定参数，描述该数值可能的

区间，在当前时步上输出一个概率并采样得到数值

后，该数值将会作为下一个时步的输入。该数值是

随机采样得到的，每次存在一定的差异，这大大增

强了模型鲁棒性。

当前时刻
似然值

自回归循环
神经网络

输入

ℓ ( )zi，t - 2| θ ( hi，t - 2 ) ℓ ( )zi，t - 1| θ ( hi，t - 1 ) ℓ ( )zi，t| θ ( )hi，t

zi，t - 2 zi，t - 1 zi，t

hi，t - 2 hi，t - 1 hi，t

zi，t - 3、xi，t - 2 zi，t - 2、xi，t - 1 zi，t - 1、xi，t

（a） 训练过程

当前时刻
似然值

自回归循环
神经网络

输入

ℓ ( )zi，t- 2| θ（hi，t- 2） ℓ ( )zi，t+ 3| θ ( hi，t+ 3 )

z͂ i，t + 1 z͂ i，t + 2 z͂ i，t + 3

hi，t + 1 hi，t + 2

zi，t、xi，t + 1 zi，t + 1、xi，t + 2 zi，t + 2、xi，t + 3

z͂~ℓ ( )⋅ | θ

hi，t + 3

ℓ ( )zi，t+ 1| θ ( hi，t+ 1）

（b） 预测过程

图 6    DeepAR 网络架构示意

Figure 6    DeepAR network architecture

模型中似然函数 ℓ ( )zi，t| θ ( hi，t，Θ ) 的选择需要

与数据的统计属性相匹配。常用的似然函数形式

有高斯、伯努利、beta 以及负二项式分布等。考虑风

电爬坡的数值型数据特征，本文采用高斯分布作为

似然函数模型对风电爬坡场景下的风电出力进行

预测。似然函数模型参数包括数学期望和标准差，

即 θ = ( µ，σ )，选择 softplus 作为其激活函数来保证 σ

为正数，其表达式如下：

ℓG ( Z | μ，σ )= 1
2πσ 2

exp é
ë
êêêê

ù
û
úúúú-( Z - μ )2

2σ 2
（8）

μ ( )hi，t = wT
μ hi，t + bμ （9）

σ ( )hi，t = log [ ]1 + exp( )wT
σ hi，t + b σ （10）

其中，参数wT
μ 、bμ、wT

σ 、b σ 均由自回归循环神经网络

训练优化所得。
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DeepAR 最后能够产生一个可选时间跨度的多

步预测结果，其中单时步的预测结果为概率分布，

默认输出置信度为 50% 和 90% 的概率分布区间，

置信度可以在 1%~99% 之间任意选择。通过给出

各个时步的概率分布，既可以综合区间预测结果给

出一个时步点预测结果，也可以使用某置信度条件

下的概率分布区间来进行预测。

4    考虑风电爬坡的电网智能调度

4.1    预测效果评价指标

为了评价 DeepAR 模型的预测结果，选取均方

根误差（root⁃mean⁃square error，RMSE）、均方误差

（mean square error，MSE）、平均绝对百分比误差

（mean absolute percentage error，MAPE）等作为该

模型评价指标，同时也作为其他时序预测模型性能

的对比指标。表达式分别如下：

eRMSE = 1
h ∑

i = 1

h

[ ]Y ( i )- Ŷ ( i )
2

（11）

eMSE = 1
h ∑

i = 1

h

[ ]Y ( i )- Ŷ ( i )
2

（12）

eMAPE = 1
h ∑

i = 1

h |

|

|
||
|
|
||

|

|
||
|
|
| Y ( i )- Ŷ ( i )

Y ( i )
（13）

式（11）~（13）中，Ŷ ( i )为模型的预测值；Y ( i )为实

际观测值；h 为预测区间长度。

同时采用加权分位数损失评估 DeepAR 模型的

预测分布准确度，对于［0，1］内的分位数，加权分位

数损失表达式为

w QL [ τ ]= 2∑
i，t

Q ( τ )
i，t ∑

i，t

|| yi，t

with  Q ( τ )
i，t =

ì
í
î

ïï

ïïïï

( 1 - τ ) || q ( τ )
i，t - yi，t ，if   q ( τ )

i，t > yi，t

τ || q ( τ )
i，t - yi，t ， otherwise

   （14）

式中，τ 为指定的分位数；q ( τ )
i，t 表示分位数为 τ 时的模

型预测值。

4.2    风电爬坡特征提取

风电爬坡场景受极端天气影响，依据风速变化

随 机 性 发 生 ，DeepAR 采 用 RNN 模 型 为 基 础 的

seq2seq 架构，能够根据历史风速和风电出力数据实

现多步取值的概率分布预测。风电爬坡定义为 2 个

时刻之间风电出力的大比例突变，对其差分数据进

行训练或可提取关于风电爬坡的独有特征，由此需

对历史风电出力数据进行预处理。  
首先对风电出力数据进行间隔为 1 h 的差分，

得到每小时时刻相对于前 1 h 风电出力的变化量

ΔP，将其作为训练数据，注入训练模型，同一风电场

位置下的风速变化数据作为协变量同时参与训练。

考虑风速是影响风电出力变化的主要因素之一，某

时刻的风速将会对下一时间段的风电出力产生影

响，对风速数据同样进行小时间隔的差分处理，同

一时刻得到风速和风电出力的小时变化量。风速

及风电出力差分结果如图 7 所示。
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图 7    风速及风电出力差分值曲线

Figure 7    Differential curves of wind speed and 
wind power output

由图 7 可知，风电出力变化同风速变化存在一

定的时延，这是由风机发电的物理特性所致。根据

风力发电功率和风速的差分曲线，当风速变化率在

［-5，5］内小幅度波动时，其均值近似为 0，相同时

段内风电出力变化率同样波动幅度较为温和；而当

风速变化率波动较强时，风电出力变化率也同样出

现异常幅度，在多个时间点出现了上、下爬坡事件。

4.3    预测结果

为验证所提 DeepAR（diff_power&speed）方法

的有效性，选取南方区域某地 1 月—6 月的某风机发

电出力数据及同一时期的实测风速数据作为数据

集。数据采样间隔为 10 min，并以 5 月 10 日零点为

分界点，零点之前数据作为训练集，以 5 月 10、14 日

当天作为预测区间，每个预测区间长度为 144。由实

测数据可知这两日均发生了较为明显的风电爬坡事

件，其中 5 月 10 日晚发生了显著的上、下爬坡事件，5
月 14日早晨发生了显著的下爬坡事件，如图 8所示。
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（a） 5 月 10 日风电出力上爬坡事件
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（b） 5 月 14 日风电出力下爬坡事件

图 8    含爬坡事件的风电出力差分曲线

Figure 8    Differential curves of wind power output
 with ramp event

TFT（temporal fusion transformers ）模型是一

种基于注意力机制的多步时间序列预测模型，本质

上也是一个 seq2seq 的模型结构，采用分位数回归，

对于时序数据的多步预测任务同样具有很好的效

果和解释性，并且也能够通过结合先验已知协变量

提取时序特征来优化模型预测效果，其输出结果为

各时步上变量点预测值。

由于 TFT 模型预测结果的数值特性，对于所选

数据集，以 DeepAR 上侧 50 分位数为点预测值，考

虑风速以及风电爬坡特性的影响，选取仅用风机发

电出力数据进行训练的 DeepAR（power）模型、以风

机发电出力为目标预测序列；风速为协变量进行训

练的 DeepAR（power&speed）模型、以风机发电出力

差分值为目标预测序列；风速差分值为协变量进行

训练的 DeepAR（diff power&speed）模型、以风机发

电出力差分值为目标预测序列；风速差分值为协变

量进行训练的 TFT（diff power&speed）模型这 4 种

模型作为对照。

将所用训练数据分为 20 个 batch 进行训练，模

型的整个训练过程共迭代 50 次，以达到较好的拟合

状态，同时优化模型的性能和速度。根据上述指标

对 5 月 10、14 日的预测结果进行综合评价，结果如

表 2 所示，在对所用数据差分处理前，单风电出力数

据参与模型训练并不能达到很高的拟合效果 ，

RMSE 为 1.939 0，50 分位数下的加权分位数损失值

为 0.350 5。
表 2    模型预测性能评估

Table 2    Model prediction performance evaluation

模型

DeepAR（power）

DeepAR
（power&speed）

DeepAR
（diff_power&speed）

TFT
（diff _power&speed）

eRMSE

1.939 0

7.212 2

0.253 5

0.617 8

eMSE

3.759 8

52.015 7

0.064 3

0.381 7

eMAPE

3.240 1

11.422 0

0.348 0

0.978 6

wQL［50］

0.350 5

1.740 8

0.177 5

0.385 3

由表 3 数据可知，模型虽有一定的预测能力，但

并不能有效预测未来一天时间内的风电出力变化；

结合风速作为协变量之后的预测效果反而有所退

步，各项指标均显著增大。考虑风电出力受多项因

素影响，单纯的风速并不能刻画其变化特征，反而

会影响模型提取风电爬坡特征的能力。对所用数

据进行差分处理后再进行模型训练，可以看到，模

型预测能力的各项性能指标均有了显著减小，模型

预测能力显著增强，并且较之单风电出力数据训

练的模型预测能力更强。RMSE 低至 0.253 5，50 分

位数下的加权分位数损失值为 0.177 5，远低于其

他模型预测的结果。与之相比，TFT 时序预测模型

同样采用差分处理后的风速和风电出力数据，但其

模型预测效果并不理想，虽远超 2 个非差分数据训

练的 DeepAR 模型，但显然不及差分数据训练的

DeepAR 模型。这也得益于 DeepAR 模型的概率分

布预测特性，更大程度上能够捕获风电爬坡特征。

各模型风电出力点预测值与真实观测值曲线

如 图 9 所 示 ，其 中 DeepAR （power）与 DeepAR 
（power&speed）模型采用未差分数据进行训练和预

测，与未差分的功率真实观测值进行对比；DeepAR 
（diff_power& speed）和 TFT （diff_power & speed）
模型采用差分数据进行训练和预测，因而与差分

的功率真实观测值进行对比。图 9 中未差分数据的

3 条曲线相去甚远，预测效果差强人意；而差分数据

的 3 条曲线近似黏合，模型展现出良好的预测能力；

TFT 模型虽具有一定的预测能力，但在一些波动性

强的位置难以有效提取变化特征，较之 DeepAR 模

型，预测精度并不理想，且对重要特征的捕捉能力

较弱。
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图 9    风电出力点预测数据曲线

Figure 9    Wind power output point prediction data curve 

另外，DeepAR 模型预测的结果实际上是目标

序列取值的概率分布，能够得到不同置信度条件下

的预测值波动范围，能够更大范围地捕获波动特

征 。 如 图 10 所 示 ，在 5 月 10 日 DeepAR （diff_
power&speed）预测结果中，实际上 50 分位数下的点

预测结果同真实值之间仍有一定的偏差，但其 95%
置信区间却能够覆盖几乎所有的真实观测值所在

位置。由此，电网调度者不但能根据 50 分位数时的

点预测结果来判断是否存在风电爬坡事件，同时，

也能够根据该时步的概率分布范围来衡量发生风

电爬坡的可能性，提供更多的调度灵活性和可操

作性。
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图 10    5 月 10 日风电出力差分数据预测曲线

Figure 10    Differential data prediction curve of wind 
power output on May 10

5    结语

本文针对极端天气下新型电力系统智能化调

度方法展开了深入研究，着重针对极端天气下风力

发电所存在的风电爬坡事件进行分析。为缓解风

电爬坡事件对电网调度运行的影响，本文提出了基

于 DeepAR 模型的风电爬坡事件预测方法，大大提

升了风电爬坡事件预测准确性。

1） 本文深入分析了极端天气下未来新型电力

系统调度运行面临的挑战；

2） 对大规模风电场风电功率与风速关联性进

行了总结，分析了极端天气下的风电爬坡事件对电

网安全运行的影响；

3） 对风电爬坡事件进行了分析，总结风电功率

与风速的关系，对风电功率数据以及其差分数据的

统计特性进行了分析；

4） 结合 DeepAR 模型对风电爬坡事件进行预

测，讨论并总结了结合先验已知风速数据为协变量

以及数据差分预处理对于模型预测性能的提升效

果，并结合风电站实测数据对所提方法进行了验

证，通过与 TFT 模型的对比分析发现，所提方法能

有效捕捉风电爬坡事件特性，并对未来一天时间内

的风电出力变化进行预测，精准定位风电爬坡事件

的出现。

对于本文提出的风电爬坡事件预测方法，虽为

应对极端天气下未来新型电力系统调度运行面临

的挑战有所裨益，但距离投入实际生产应用仍需进

一步对模型的训练和预测速度进行评价和改进，今

后的工作也将围绕这个部分进行深入的研究和

拓展。
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